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RESUMO

Definir o tipo e a qualidade de uma semente antes do seu plantio é uma tarefa vital para
a colheita, uma vez que o uso de sementes de baixa qualidade pode resultar em baixa
produtividade, mesmo em condições de cultivo favoráveis. Essa tarefa tem sido realizada
de maneira manual, tornando-a árdua, demorada e propensa a erros. Técnicas de apren-
dizado de máquina podem solucionar esse problema ao utilizar algoritmos de classificação
para rotular sementes em diferentes classes, reduzindo a dificuldade, o tempo consumido
e a quantidade de erros. No entanto, essas técnicas estão sujeitas à qualidade dos dados
fornecidos a elas, como a presença de dados faltantes, outliers e dados não normalizados,
impactando diretamente o desempenho da classificação, que geralmente é sensível à pre-
sença dessas características nos conjuntos de dados fornecidos. Para aumentar a qualidade
dos dados fornecidos aos classificadores, técnicas de pré-processamento de dados podem
ser aplicadas. Este trabalho investiga o impacto das técnicas de pré-processamento de
dados no desempenho de modelos de aprendizado de máquina na classificação de semen-
tes de feijão seco. Utilizando um conjunto de dados do Repositório de Aprendizado de
Máquina da UCI, derivado de um experimento realizado por Koklu e Ozkan (KOKLU;
OZKAN, 2020), foram aplicadas várias técnicas de pré-processamento, como imputação
de valores faltantes, remoção de outliers e normalização de dados. Métodos de classifica-
ção 𝑘-Vizinhos Mais Próximos (kNN) e Perceptron Multicamadas (MLP) foram usados
para avaliar a eficácia dessas técnicas de pré-processamento. Além disso, foi proposto um
modelo MLP aprimorado com parâmetros otimizados, incluindo a taxa de aprendizado e a
configuração das camadas ocultas. Os resultados experimentais demonstram o papel crí-
tico do pré-processamento de dados, especialmente da normalização de dados. O modelo
MLP aprimorado superou significativamente o modelo de base, destacando a importância
da utilização de um modelo de rede neural otimizado para resolver o problema.

Palavras-chave: Aprendizado de Máquina. Pré-processamento de Dados. Classificação
de Sementes.





ABSTRACT

Defining the type and quality of a seed before planting is vital for the harvest, as the
use of low-quality seeds can result in low productivity, even under favorable growing
conditions. This task has traditionally been performed manually, making it arduous,
time-consuming, and prone to errors. Machine learning techniques can solve this problem
by using classification algorithms to label seeds into different classes, reducing difficulty,
time consumption, and the number of errors. However, these techniques are subject to
the quality of the data provided to them, such as the presence of missing data, outliers,
and unnormalized data, which directly impact the performance of the classification, as
it is generally sensitive to these characteristics in the datasets provided. To increase
the quality of the data provided to the classifiers, data preprocessing techniques can
be applied. This paper investigates the impact of data preprocessing techniques on the
performance of machine learning models in the classification of dry bean seeds. Using
a dataset from the UCI Machine Learning Repository, derived from an experiment by
Koklu and Ozkan (KOKLU; OZKAN, 2020), various preprocessing techniques, such as
missing value imputation, outlier removal, and data normalization, were applied. k-
Nearest Neighbors (kNN) and Multi-Layer Perceptron (MLP) classification methods were
used to evaluate the effectiveness of these preprocessing techniques. Additionally, an
enhanced MLP model with optimized parameters, including the learning rate and hidden
layer configuration, was proposed. The experimental results demonstrate the critical
role of data preprocessing, especially data normalization. The enhanced MLP model
significantly outperformed the baseline model, highlighting the importance of using an
optimized neural network model to solve the problem.

Key-words: Machine Learning. Data Preprocessing. Seed Classification.
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1 INTRODUÇÃO
Em 2018, cerca de 2,5 quintilhões de bytes de dados foram produzidos diariamente

e a quantidade de dados produzida deve dobrar a cada ano (HARIRI; FREDERICKS;
BOWERS, 2019). Essa tendência é impulsionada por diversas fontes como, por exem-
plo: (i) dispositivos móveis, (ii) e-commerce, (iii) redes sociais e (iv) transações online
(SADINENI, 2020). Esse avanço exponencial da tecnologia deu origem a uma era de da-
dos massivos, onde informações valiosas são encontradas em conjuntos de dados cada vez
maiores e mais complexos. Essa proliferação de informações desafia não apenas nossa ca-
pacidade de armazenamento e processamento, mas também a nossa capacidade de extrair
conhecimento desses dados (MANYIKA et al., 2011).

A análise de dados tornou-se uma ferramenta indispensável nesse cenário de abun-
dância de informações. À medida que os dados continuam a se acumular, a capacidade de
filtrar, organizar e extrair conhecimento valioso se torna vital. Ela desempenha um papel
fundamental em diversas áreas, como Saúde (BENHAR; IDRI; FERNÁNDEZ-ALEMÁN,
2020), Economia (DHARMA et al., 2020), Sismologia (XIE et al., 2020), Agricultura (KO-
KLU; OZKAN, 2020), entre outras. Em resposta à esse crescimento no volume de dados,
técnicas mais avançadas, como as técnicas baseadas em aprendizados de máquina (ma-
chine learning ou ML), são necessárias para que informações úteis possam ser extraídas.
Técnicas de ML, entretanto, são bastante sensíveis à qualidade dos dados que são forneci-
dos (BENHAR; IDRI; FERNÁNDEZ-ALEMÁN, 2020) e, apesar da quantidade de dados
disponíveis ser imensa, a qualidade dos mesmos pode não ser ótima. Isso pode ocorrer
por diferentes razões, como: (i) erro durante a coleta de dados em uma pesquisa, (ii) falha
mecânica durante a captura de informações, ou por (iii) armazenamento incorreto, visto
que muitos dos conjuntos de dados encontrados podem conter erros como dados faltantes,
não normalizados ou discrepantes (LITTLE; RUBIN, 2019). Cerca de 80% do trabalho
de análise de dados é usado apenas no tratamento dos dados crus, à fim de torná-los
interpretáveis (JAMSHED et al., 2019). Algumas das tarefas do pré-processamento de
dados são:

• Tratamento de dados faltantes: Encontrar e tratar dados faltantes por meio
de técnicas de imputação como k-Nearest Neightbors e Interpolação Linear, por
exemplo.

• Detecção de valores discrepantes (Outliers): Encontrar e remover dados que
se diferenciam muito do restante do conjunto de dados. Técnicas como 3 sigmas e
intervalo de confiança, por exemplo, são muito utilizadas para realizar a detecção
de Outliers.

• Normalização de dados: Padronizar as variáveis de um conjunto de dados para
que todas tenham uma mesma escala. Técnicas como min-max e z-score, por exem-
plo, são amplamente utilizadas para essa finalidade.
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Uma área que depende de análise de um grande volume de dados é a Agriltura,
em especial a classificação de sementes (MACUÁCUA; CENTENO; AMISSE, 2023). A
classificação de sementes, em especial a classificação de sementes de feijões, é fundamen-
tal para garantir que as sementes utilizadas garantam um alto nível de produtividade
(KOKLU; OZKAN, 2020). Essa classificação pode ser realizada manualmente, mas é um
processo demorado e propenso a erros e a automação desse processo por meio de mo-
delos de técnicas baseadas em ML pode ajudar a aumentar a eficiência e a precisão da
classificação de sementes (SARIJALOO et al., 2021).

Apesar de diversos avanços recentes na área de classificação de sementes (HAMID
et al., 2022), o impacto dessas técnicas de pré-processamento de dados ainda é pouco
discutido. A ideia de que técnicas de pré-processamento de dados afetam positivamente o
desempenho de técnicas de ML é amplamente aceita, porém um baixo número de estudos
foram feitos para medir essee impacto (ZELAYA, 2019). O presente trabalho se propõe
a analisar o impacto do pré-processamento em modelos baseados em ML, investigando a
importância da qualidade dos dados para a eficiência desses métodos.

1.1 Objetivos

1.1.1 Objetivos Gerais

O principal objetivo deste trabalho consiste em realizar uma investigação aprofun-
dada sobre a influência do pré-processamento de dados nas abordagens de classificação de
sementes de feijão por meio de modelos de classificação baseados em ML. Em particular,
o impacto de técnicas de tratamento de dados faltantes, detecção de outliers e normaliza-
ção de dados serão abordadas no processo de classificação de sementes de feijões com as
técnicas baseadas em ML k Nearest Neighbors e rede reural MLP (multi layer perceptron)
.

1.1.2 Objetivos específicos

• Compreender o efeito de diferentes técnicas de imputação de valores faltantes na
classificação de sementes de feijões;

• Investigar o impacto do pré-processamento de dados no desempenho da classificação
de sementes de feijões com o método 𝑘NN;

• Investigar o impacto do pré-processamento de dados no desempenho da classificação
de sementes de feijões por uma rede neural MLP.
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1.2 Organização deste trabalho

Esta seção apresenta a estrutura do documento. No Capítulo 2, será apresentada
uma visão geral sobre os tópicos de interesse deste trabalho. No Capítulo 3, será feita
uma revisão abrangente da literatura, focando em trabalhos recentes que abordam os
conceitos de pré-processamento de dados e classificação de sementes, bem como trabalhos
que visam estabeler uma relação entre o uso de técnicas de pré-processamento de dados e
o desempenho da classificação de sementes. No Capítulo 4 será apresentada a metodologia
utilizada para alcançar os objetivo desse trabalho.
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2 FUNDAMENTAÇÃO TEÓRICA
Este capítulo tem como objetivo fornecer uma visão geral dos tópicos relevantes

para o presente trabalho. Primeiramente será apresentada uma visão geral de técnicas de
pré-processamento de dados, seguida por uma explicação de técnicas de classificação de
dados, incluindo técnicas de aprendizado de máquina (machine learning ou ML) e redes
neurais artificiais.

2.1 Pré-processamento de Dados

O crescimento rápido da quantidade de dados disponíveis criou um ambiente
onde uma enorme quantidade de dados pode ser encontrada (HARIRI; FREDERICKS;
BOWERS, 2019). Esses dados, entretanto, podem estar dispostos de maneira que difi-
culte seu uso. Dados faltantes, discrepantes ou duplicados são comumente encontrados
nesses conjuntos de dados “sujos” (RIDZUAN; ZAINON, 2019).

Dados faltantes podem ser encontrados em diversas bases de dados de aplicações
cotidianas, frequentemente levando à resultados inapropriados e reduzindo a eficácia de
métodos de algoritmos de aprendizado de máquina expostos à esses dados (ZHANG et al.,
2017). A Tabela 1 apresenta um exemplo de dados faltantes em um conjunto de dados.

Tabela 1 – Exemplo de conjunto de dados com valores faltantes.

Registro Nome Idade Cidade
0 Derrick Bridges 26.0 Orlando
1 Tyndall Hunter 34.0 None
2 Varnan Taylor NaN Nova Iorque

Bases de dados podem, também, apresentar valores discrepantes (normalmente
chamados de outliers) em seus dados. Por um lado, eles podem ser ferramentas valiosas
na detecção de fraudes em cartões de crédito, sistemas de segurança e detecção de ano-
malias, uma vez que representam eventos raros e suspeitos (AGGARWAL; AGGARWAL,
2017). No entanto, os outliers também podem ter impactos negativos na análise de dados,
distorcendo medidas estatísticas e afetando o desempenho de técnicas de aprendizado de
máquina. Sua presença pode levar a conclusões incorretas e modelos de classificação im-
precisos (SUN et al., 2018). A Tabela 2 apresenta um exemplo de conjunto de dados que
possui outliers. Nesse caso, todas as notas possuem valores similares, com excessão do
valor 26, 8 (marcado em negrito).

Tabela 2 – Exemplo de conjunto de dados que contém um outlier.

Registro Matemática Geografia Português
0 8,5 7,9 9,6
1 7,2 7,5 8,9
2 9,1 26,8 7,9
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Dados não normalizados também podem ser encontrados em conjuntos de dados
do mundo real. Esses conjuntos possuem colunas com valores em escalas diferentes e
garantir que características que valores númericos menores não tenham sua importância
dominada por características com escalas de valores maiores é importante para garantir
que técnicas de ML não os tratem com menor importância (SINGH; SINGH, 2020). A
Tabela 3 apresenta um exemplo de conjunto com dados não normalizados. Nesse caso, a
altura é uma caracterísitca que normalmente varia entre 0 e 2, enquanto Peso e Idade são
características que possuem valores que podem ultrapassar uma centena. Essa diferença
pode causar um viés em técnicas de ML, dando importância maior a colunas com faixas
de valores maiores (NAYAK; MISRA; BEHERA, 2014).

Tabela 3 – Exemplo de dados não normalizados.

Registro Altura Peso Idade
0 1,81 102,55 49
1 1,59 62,42 18
2 1,68 61,10 25

O pré-processamento de dados engloba técnicas de identificação e correção dessas
inconsistências, tendo um papel crítico na garantia da qualidade e eficácia da análise de
dados, aprimorando a qualidade da interpretação dos dados e aumentando o desempenho
de técnicas de ML (JAMSHED et al., 2019).

2.1.1 Tratamento de Valores Faltantes

Valores faltantes são informações que estão ausentes ou incompletas em um con-
junto de dados. Eles podem acontecer por várias causas, como por entrevistados que se
recusam a relatar sua renda ou uma falha mecânica que impede uma máquina de reportar
dados, por exemplo (LITTLE; RUBIN, 2019). A presença de dados faltantes é comum em
conjuntos de dados do mundo real e pode representar um desafio significativo na análise de
dados, pois a falta de informações pode afetar a qualidade e a integridade dos resultados
obtidos (CHOUDHURY; PAL, 2019).

A abordagem para tratar valores faltantes em um conjunto de dados pode seguir
duas estratégias distintas. Algoritmos de análise de dados encontram dificuldades ao
operar em ambientes que possuam essas ocorrências, o que torna a eliminação dessas ob-
servações uma técnica útil (KNOL et al., 2010). A segunda alternativa, mais sofisticada,
consiste na aplicação de técnicas de inferência de dados, que visam preencher essas lacunas
por meio de métodos estatísticos ou de aprendizado de máquina. De maneira abrangente,
essas técnicas (chamadas de técnicas de imputação de valores faltantes) podem ser cate-
gorizadas em dois grupos distintos, conforme explicado por (FAN et al., 2021): imputação
univariada e imputação multivariada.
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O primeiro grupo envolve a atribuição de valores faltantes com base apenas na
informação da varíavel faltante e utiliza técnicas como imputação de valores médios e
medianos de outras observações que não apresentam falta do valores desta variável, ou
técnicas de substituição baseadas nos dados seguintes e anteriores (i.e., Moving Foward,
Moving Backward, Moving Average) (FAN et al., 2021). Apesar de serem técnicas úteis,
não são recomendadas quando a quantidade de valores faltantes é muito alta (i.e., 5-15%)
(JENGHARA et al., 2018).

O grupo de métodos de imputação multivariado utiliza informações de múltiplas
características simultaneamente para realizar a inferência e utiliza técnicas como k-nearest
neighbour (𝐾NN) e Interpolação Linear, por exemplo. Esses métodos utilizam um con-
junto de um ou mais valores (chamados de independentes) para determinar o resultado
de um outro valor (chamado de dependente) (DHARMA et al., 2020).

Tabela 4 – Avaliação de séries por telespectadores

Registro GOT Breaking Bad The Office The Blacklist
0 78 92 68 45
1 13 72 27 68
2 NaN 44 45 79
3 67 25 86 12
4 52 89 42 95

A técnica de imputação de valores 𝑘NN é uma abordagem de imputação multi-
variada que se baseia na similaridade entre observações em um espaço multidimensional.
Ela consiste em calcular a semelhança entre uma observação com valor faltante e todas
as outras observações que possuem valor atribuído à essa característica. Depois de defi-
nirmos a similaridade das observações, as 𝑘 observações mais próximas são selecionadas,
onde 𝑘 é um parâmetro definido previamente. Para inferir o valor ausente, os valores da
característica que possuem o valor faltante das 𝑘 observações mais próximas são conside-
rados, e isso pode ser feito de várias maneiras, como calculando a média, a mediana ou
ponderando os valores (como usando Distância Euclidiana, onde observações mais próxi-
mas são consideradas mais relevantes) (SILVA; HRUSCHKA, 2009). A imputação 𝑘NN é
eficaz quando existe uma relação significativa entre as observações, no entanto, a escolha
cuidadosa do valor de 𝑘 é fundamental, uma vez que um valor inadequado pode afetar a
qualidade da imputação (ZHANG et al., 2017).

A Tabela 4 apresenta um exemplo de um conjunto de dados referente à uma
pesquisa feita com 5 pessoas que assistiram as séries apresentadas na figura. Podemos ver
que o terceiro respondente deixou de dar sua avaliação à série Game of Thrones. Para se
decidir o valor aproximado que servirá como substituição para esse dado de acordo com
a técnica k-Nearest Neighbor deveremos seguir os seguites passos:

• Considere 𝑖 como número da linha e 𝑗 como número da coluna. 𝑥𝑖𝑗 representa o
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valor da posição 𝑖𝑗 no conjunto de dados;

• Selecionar o valor faltante (𝑥𝑖𝑗), nesse caso 𝑥20;

• Selecionar todos os outros valores da mesma observação (𝑥21, 𝑥22 e 𝑥23);

• Escolher um valor para k, ou seja, o número de vizinhos mais próximos considerados
para definirmos o valor final de 𝑥20.

• Calcular a distância euclidiana de 𝑥21, 𝑥22 e 𝑥23 para cada outra observação 𝑦

(Equação 2.1);

• Tendo a distância de 𝑥 para cada outra observação, as k mais próximas são escolhi-
das;

• Por fim, fazer a média dos valores da coluna de 𝑥1 de cada observação selecionada.

𝑑𝑖𝑠𝑡(𝑥, 𝑦) =
(︁
(𝑥2 − 𝑦2)2 + (𝑥3 − 𝑦3)2 + (𝑥4 − 𝑦4)2

)︁1/2
(2.1)

A técnica de imputação de valores faltantes por interpolação linear é uma aborda-
gem que tenta preencher valores ausentes em um conjunto de dados de maneira sequencial,
usando uma relação linear entre as observações próximas (de preferência vizinhas) com
dados disponíveis. Isso envolve o cálculo de uma linha reta que melhor se ajusta aos pon-
tos de dados anteriores e posteriores do valor ausente, permitindo a estimativa do valor
com base na progressão linear entre as observações conhecidas (NOOR et al., 2014).

Tabela 5 – Exemplo de conjunto de dados com dados faltantes.

Registro X Y
0 12,5 137,5
1 14 154
2 15 165,0

Considerando a Tabela 5, para decidirmos o valor aproximado do valor faltante,
os seguintes passos devem ser seguidos:

• Considere 𝑦 como valor à ser descoberto na característica 𝑌 à partir dos valores da
característica 𝑋 e 𝑥 como valor da mesma observação para característica 𝑋;

• Considere 𝑥0 e 𝑦0 como valores da obersavação anterior e 𝑥1 e 𝑦1 como valor da
posterior, representando as características 𝑋 e 𝑌 ;

• O valor utilizado para substituição de 𝑦 é dado por:

𝑛𝑜𝑣𝑜_𝑦 = 𝑦0 + 𝑦1 − 𝑦0

𝑥1 − 𝑥0
(𝑥 − 𝑥0) (2.2)
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A interpolação linear é especialmente útil quando os dados apresentam uma ten-
dência ou padrão linear e quando a sequencialidade das observações é relevante, apesar
de apresentar resultados melhores que imputações de valores faltantes univariados (e.g.,
imputação pela média ou pela mediana), já que estes causam uma disrupção na estrutura
dos dados (NOOR et al., 2015).

É viável, também, a introdução intencional de dados faltantes em um conjunto
de dados que originalmente não apresenta esse tipo de ocorrência. Essa prática é fre-
quentemente adotada com o propósito de avaliar o desempenho de algoritmos de análise
de dados em situações de dados incompletos (RIEGER; HOTHORN; STROBL, 2010;
KNOL et al., 2010). Ferramentas avançadas, como a biblioteca Pandas (MCKINNEY,
2010), oferecem meios para inserir deliberadamente dados ausentes em um conjunto de
dados, permitindo a realização de experimentos controlados que podem revelar como os
algoritmos se comportam diante dessa situação.

2.1.2 Técnicas de Detecção e Tratamento de Valores Discrepantes

Um valor discrepante (comumente chamado de outlier) é:

um ponto de dados que é significativamente diferente dos outros pontos
de dados, ou não se conforma ao comportamento normal esperado, ou
se conforma bem a um comportamento anormal definido (CHANDOLA;
BANERJEE; KUMAR, 2009).

Os outliers podem ser classificados em outliers de Ponto ou outliers Coletivos. O
primeiro acontece quando uma instância de dados está extremamente afastada do restante
do conjunto de dados. Já um outlier coletivo pode ser observado quando um grupo de
instâncias de dados está anormal do restante do conjunto, mesmo que cada instância
esteja próxima de outra dentro do mesmo grupo (BOUKERCHE; ZHENG; ALFANDI,
2020).

Técnicas de detecção de outliers desempenham um papel fundamental na identifi-
cação de observações incomuns ou discrepantes em conjuntos de dados. Duas abordagens
comuns incluem o uso do método de “3 Sigma” (3𝜎), que se baseia no cálculo de desvio
padrão, e Desvio Absoluto Mediano (Median Absolute Deviation ou MAD). Essas técni-
cas, amplamente aplicadas em diversas áreas como Medicina (YONG; WARD; BIRCH,
2008), Consumo de Energia (NASCIMENTO et al., 2021) e Agricultura (SHAHRIAR et
al., 2016), por exemplo, permitem a identificação de valores atípicos que podem indicar
erros, anomalias ou eventos significativos, contribuindo para a melhoria da qualidade e
integridade dos dados analisados.

A técnica de detecção de outliers por 3 Sigma, também conhecida como regra 68-
95-99.7, é uma abordagem estatística que identifica valores discrepantes em um conjunto
de dados com base na premissa de que quase todos os valores de uma distribuição normal
(99, 73%) estão em até 3 desvios padrão (std) da média (SHAHRIAR et al., 2016) como
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mostrado na subseção 2.1.2. Sendo assim, pode-se assumir que qualquer valor que esteja
além desse intervalo é considerado um possível outlier.

Figura 1 – Porcentagens em uma distribuição normal entre desvios padrão

Fonte: (NASCIMENTO et al., 2021)

Sendo 𝜇 a média e 𝜎 o desvio padrão de uma característica 𝑋 com 𝑁 observações,
para descobrir se um valor 𝑥 seria considerado um outlier de acordo com essa técnica,
primeiro definimos os limites superior (𝑙𝑠𝑢𝑝) e inferior (𝑙𝑖𝑛𝑓 ) aceitos. Caso 𝑥 < 𝑙𝑖𝑛𝑓 ou
𝑥 > 𝑙𝑠𝑢𝑝, então dizemos que 𝑥 é um outlier.

𝜇 =
∑︀𝑁

𝑖=0 𝑋𝑖

𝑁
(2.3)

𝜎 =
√︃∑︀𝑁

𝑖=0(𝑋𝑖 − 𝜇)
𝑁

(2.4)

𝑙𝑠𝑢𝑝 = 𝜇 + 3𝜎 (2.5)

𝑙𝑖𝑛𝑓 = 𝜇 − 3𝜎 (2.6)

Apesar de ser uma abordagem simples e eficaz para identificar observações que
se desviam significativamente da tendência central dos dados, essa técnica acaba por
apontar apenas os casos de outliers mais óvios (NASCIMENTO et al., 2021). Além disso,
por se utilizar da média como forma de tendência central, é uma técnica que é afetada
diretamente pela presença de outliers (LEYS et al., 2013).

Outra técnica muito utilizada como forma de detecção de outliers é o Desvio
Absoluto Mediano (Mean Absolute Deviation ou MAD). A mediana também funciona
como uma medida de centralidade de uma distribuição de valores porém é muito mais
resistente à presença de outliers (LEYS et al., 2013).
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Para calular o MAD de um valor 𝑥 pertencente à uma característica 𝑋 com 𝑁

observações, é necessário calcular a mediana da característica X(𝑚𝑒𝑑𝑋 , apresentada na
Equação 2.7) dessa característica, seguido do cálculo da mediana das deviações absolutas
em relação à mediana (𝑀𝐴𝐷, apresentada na Equação 2.8) onde 𝑏 é um valor constante
(sugerido como 1.4826 (NASCIMENTO et al., 2021)) e 𝑖 é uma observação da caracterís-
tica 𝑋 sendo calculada.

𝑚𝑒𝑑𝑋 = 𝑁 + 1
2 (2.7)

𝑀𝐴𝐷 = 𝑏 * 𝑚𝑒𝑑(|𝑋𝑖 − 𝑚𝑒𝑑𝑋 |) (2.8)

Em seguida, é necessário definir os limites inferior (𝑙𝑖𝑛𝑓 ) e superior (𝑙𝑠𝑢𝑝). Para isso
considera-se a a soma entre a mediana e o valor de 𝑀𝐴𝐷 dessa característica multipli-
cado por um valor de conservadorismo da detecção, 3 para muito conservador, 2,5 para
moderadamente conservador ou até mesmo 2 para pouco conservador (MILLER, 1991).
Caso 𝑋𝑖 < 𝑙𝑖𝑚𝑖𝑛𝑓 ou 𝑋𝑖 > 𝑙𝑖𝑚𝑠𝑢𝑝 a observação testada será considerada um outlier.

𝑙𝑖𝑛𝑓 = 𝑚𝑒𝑑𝑋 − 3 * 𝑀𝐴𝐷 (2.9)

𝑙𝑠𝑢𝑝 = 𝑚𝑒𝑑𝑋 + 3 * 𝑀𝐴𝐷 (2.10)

2.1.3 Normalização de dados

A normalização de dados tem como objetivo escalar os valores de variáveis de um
conjunto de dados para um intervalo específico. Isso é feito para garantir que as ca-
racterísticas do conjunto tenham escalas comparáveis e para evitar distorções na análise
estatística, principalmente em algoritmos de aprendizado de máquina e em redes neu-
rais (NAYAK; MISRA; BEHERA, 2014). Diferentes técnicas podem ser utilizada para
normalizar os dados, como a normalização min-max e a normalização Z-Score.

A normalização de dados pela técnica min-max transforma os valores dados rece-
bidos em uma faixa pré definida (normalmente [0, 1] ou [−1, 1]. Esse método normaliza os
valores de uma característica 𝑋 de acordo com os valores máximos e mínimos dessa carac-
terística. Ele transforma um valor 𝑥 dessa característica em uma faixa [𝑚𝑖𝑛𝑖𝑚𝑜, 𝑚á𝑥𝑖𝑚𝑜]
usando as fórmulas apresentadas na Equação 2.11 e Equação 2.12, onde a primeira trans-
forma os valores em uma nova faixa [0, 1] e a segunda transforma o valor em uma faixa
[−1, 1].

𝑥′ = 𝑥 − 𝑚𝑖𝑛

𝑚𝑎𝑥 − 𝑚𝑖𝑛
(2.11)

𝑥′ = 2 * 𝑥 − 𝑚𝑖𝑛

𝑚𝑎𝑥 − 𝑚𝑖𝑛
− 1 (2.12)

A normalização de dados pela técnica Z-Score, por sua vez, se utiliza dos valores
de média (𝜇) e desvio padrão (𝜎) de uma característica 𝑋 para definir um novo valor para
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𝑥. Para chegar no novo valor de x, a equação apresentada na Equação 2.14 é utilizada.
Os novos valores são uma representação da distância dos valores em relação à média.

𝑥′ = 𝑥 − 𝜇

𝜎
(2.13)

𝑥′ = 104 − 86.75
15.12 (2.14)

A normalização de dados é uma etapa extremamente importante tanto para a
vizualização do conjunto de dados quanto para o seu uso em algoritmos de ML e de redes
neurais. Técnicas sólidas como o min-max e Z-Score podem aumentar o desempenho de
tais algoritmos significativamente (SINGH; SINGH, 2020); (SUPRAJITNO et al., 2022);
(PATEL et al., 2022).

2.2 Métodos de Classificação

Métodos de classificação são técnicas responsáveis por definir classes (também
chamados de categorias) a dados de um conjunto de dados (KRISHNAIAH; NARSIMHA;
CHANDRA, 2014). Esses métodos empregam algoritmos e modelos estatísticos para
treinar um sistema de classificação capaz de fazer previsões precisas em novos dados não
rotulados. Diferentes técnicas podem ser empregadas para realizar essa tarefa, entre elas
se destacam:

• Árvores de Decisão (Decision Trees): Árvores de decisão são estruturas que clas-
sificam instâncias ao organizá-las com base nos valores das características. Cada
nó em uma árvore de decisão representa uma característica em uma instância a ser
classificada, e cada ramo representa um valor que o nó pode assumir. As instân-
cias são classificadas a partir do nó raiz e ordenadas com base em seus valores de
características (KOTSIANTIS et al., 2007).

• Floresta Aleatória (Random Forest): Baseada no conceito de bagging, à fim de
reduzir a variância, a floresta aleatória é um método de aprendizado supervisionado
proposto por Ho (HO, 1995), que pode ser utilizado para resolver problemas de
classificação. O algoritmo consiste em uma combinação de classificadores de árvores
de decisão. Cada árvore emite um voto unitário a fim de classificar a entrada e a
classe mais popular é determinada. Quanto maior o número de árvores na floresta,
maior a precisão e menor a probabilidade de sobreajuste (overfitting) (KOKLU;
OZKAN, 2020).

• Máquina de Vetores de Suporte (Support Vector Machines ou SVM): é um método
baseado em kernel com alta capacidade computacional para problemas de classi-
ficação com o uso de um separador de margem máxima (IZMAILOV; VAPNIK;



2.2. Métodos de Classificação 35

VASHIST, 2013). Por meio do uso de uma técnica chamada de truque de kernel
(kernel trick) ele pode resolver problemas que utilizam de dados não lineares ao
separá-los em um espaço de características de alta dimensão (SCHÖLKOPF, 2000).
As SVMs têm a capacidade de representar problemas complexos e são resistentes
ao sobreajuste.

• 𝑘 Vizinhos mais Próximos (𝑘 Nearest Neighbors ou 𝑘NN): Este algoritmo realiza a
classificação de acordo com o valor 𝑘 fornecido, conforme a classe do vizinho mais
próximo. No algoritmo 𝑘NN, a classificação de uma observação é feita usando o
conjunto de todas as observações com classe conhecida. A observação a ser testada
é processada individualmente com cada amostra no conjunto de treinamento, então,
para determinar a classe da observação a ser testada, são selecionadas as 𝑘 observa-
ções mais próximas dessa amostra no conjunto de treinamento (DENG et al., 2016).
Essa distância pode ser medida de diferentes formas, como (i) Distância Euclidi-
ana, (ii) Distância de Manhattan e (iii) Distância de Minkowski, por exemplo. No
agrupamento formado pelas amostras selecionadas, a classe com mais amostras será
definida como a classe da observação.

• Perceptron Multicamadas (Multi Layer Perceptron ou MLP): MLP são redes neurais
compostas por camadas de perceptrons capazes de aprender eventos e determinar
respostas de maneira similar à tomada de decisão do cérebro humano (KOKLU;
OZKAN, 2020). Essas redes são compostas por uma camada de entrada (responsável
por receber os valores de entrada), uma ou mais camadas ocultas (que definem o
fluxo dos dados pela rede) e uma camada de saída (onde os resultados podem ser
encontrados).

Dentre essas técnicas, MLP e 𝑘NN são amplamente empregadas na literatura atual
devido à sua eficácia reconhecida em lidar com problemas complexos de classificação, cada
uma destacando-se por características específicas que as tornam robustas e versáteis em
diferentes contextos de análise de dados.

2.2.1 k-Nearest Neighbour (𝑘NN)

𝑘-Nearest Neighbors (𝑘-NN) é uma técnica de aprendizado supervisionado que
opera com base na proximidade espacial entre observações no espaço de características
multidimensionais. Seu uso é bastante relevante em áreas como segurança de informa-
ções (LIAO; VEMURI, 2002), agricultura (HOSSAIN; HOSSAIN; RAHAMAN, 2019) e
classificação de textos (MOLDAGULOVA; SULAIMAN, 2017), entre outras.

O 𝑘-NN classifica novos pontos de dados atribuindo a eles a classe predominante
entre os 𝑘 vizinhos mais próximos, onde 𝑘 é um hiperparâmetro definido pelo usuário. A
proximidade é geralmente calculada usando uma métrica de distância, como a distância
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euclidiana. Durante o treinamento, o algoritmo não cria um modelo explícito, mas man-
tém todo o conjunto de dados de treinamento na memória. Quando um novo ponto de
dados precisa ser classificado, o 𝑘-NN calcula as distâncias para todos os pontos de trei-
namento, identifica os 𝑘 vizinhos mais próximos e determina a classe com base na maioria
dos votos entre esses vizinhos (TAUNK et al., 2019). O 𝑘-NN é simples de entender e
implementar, sendo especialmente útil em problemas de classificação em que a estrutura
dos dados não é facilmente parametrizável por modelos matemáticos. No entanto, a esco-
lha do valor de 𝑘 é crítica, pois pode afetar significativamente o desempenho do algoritmo
(ZHANG et al., 2017).

Escolher um valor muito pequeno para 𝑘 (por exemplo, 𝑘 = 2) pode resultar em
classificações excessivamente sensíveis a ruídos e flutuações nos dados, levando a uma alta
variância. Por outro lado, escolher um valor muito grande para 𝑘 (por exemplo, 𝑘 = N,
onde N é o tamanho do conjunto de dados de treinamento) pode suavizar a fronteira de
decisão e levar a um alto viés . A escolha apropriada de 𝑘 é muitas vezes determinada por
meio de técnicas de validação cruzada ou otimização de hiperparâmetros, com o objetivo
de encontrar o equilíbrio entre viés e variância que melhor se ajusta ao conjunto de dados
específico (TAUNK et al., 2019).

(a) Valor de k = 2. (b) Valor de k = 5.

Figura 2 – Classificação Pelo método k-Nearest Neightbour com valores de 𝑘 diferentes

Fonte: Próprio Autor

A Figura 2 apresenta um exemplo de algoritmo de classificação de dados baseado
na técnica 𝑘NN. No exemplo, os dados devem ser classificados como “A” ou “B”. Nesse
caso, temos um dado sem classificação que foi chamado de “A ou B”. Na Figura 2(a)
foi usado um valor de k = 2. Nesse caso, o algoritmo buscaria, à partir da posição do
dado “A ou B”, os dois vizinhos mais próximos, retornando o conjunto de dados dentro
do círculo. Nesse caso, como todos os dados retornados são da mesma classe, o dado “A
ou B” seria classificado com “B”. Já no exemplo Figura 2(b) foi usado o valor de k = 5.
Dessa maneira, o algoritmo busca pelos 5 vizinhos mais próximos, retornando o conjunto
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de dados circulados. Sendo assim, como a maioria dos dados pertence a classe “A”, essa
seria a classificação do dado “A ou B”.

Apesar de apresentar bons resultados, kNN tem um alto custo na classificação
de novas instâncias uma vez que quase toda a computação ocorre no momento da clas-
sificação, em vez de quando os exemplos de treinamento são inicialmente encontrados
(ZHANG, 2020). Além disso, devido ao custoso armazenamento de todo o conjunto de
treinamento ser necessário para novas classificações, conjuntos de dados muito grandes
podem representar um problema para esse modelo (GUO et al., 2003).

2.2.2 Redes Neurais Artificiais

As redes neurais são um componente fundamental na área de aprendizado de má-
quina e inteligência artificial, modeladas a partir do funcionamento do cérebro humano.
Essas redes são projetadas para realizar tarefas complexas de processamento de informa-
ções, incluindo reconhecimento de padrões, previsão e classificação. Elas consistem em
uma coleção de unidades interconectadas, chamadas neurônios artificiais, que são organi-
zados em camadas. Uma rede neural é composta por uma camada de entrada, que recebe
os dados de entrada, uma ou mais camadas ocultas (exceto no caso de um perceptron,
que não possui camadas ocultas) que processam esses dados usando funções de ativação,
e uma camada de saída que produz o resultado final. O processo de treinamento envolve
a apresentação de exemplos de entrada junto com as saídas desejadas, ajustando iterati-
vamente os pesos das conexões para minimizar a diferença entre as saídas previstas e as
saídas desejadas, geralmente usando algoritmos de otimização.

Um perceptron é um exemplo de rede neural básica, proposto por Rosenblatt (RO-
SENBLATT, 1958) em 1958, ele é constituído apenas de uma camada de entrada com
nós completamente conectados com um nó na camada de saída. A Figura 3 apresenta
o modelo do perceptron de Rosenblatt. Nesse caso, 𝑥1 . . . 𝑥𝑛 são os valores de entrada
da rede neural, 𝑤1 . . . 𝑤𝑛 são os pesos atribuídos pela rede neural para a entrada, 𝑏 é
o viés e Σ é o somatório do produto entre as entradas e os pesos definidos à elas com o
viés definido pela rede neural. Esse valor é então aplicado à uma função de ativação (𝜎)
resultando na saída da rede neural.

O perceptron, entretanto, é capaz somente de classificar problemas lineares, limi-
tando seus casos de uso em muitos problemas do mundo real onde a distribuição dos
dados é não-linear (FU; ROBLES-KELLY; ZHOU, 2010). Para resolver problemas desse
tipo, redes neurais mais avançadas devem ser utilizadas, como por exemplo um Perceptron
Multicamadas (Multilayer Percetron ou MLP). Um MLP é um tipo de rede neural que
consiste em uma camada de entrada, uma ou mais camadas ocultas e uma camada de
saída (Figura 4), onde cada neurônio de uma camada está conectado a todos os neurônios
da camada seguinte em uma arquitetura chamada de propagação direta (feedfoward pro-
pagation), e essas conexões têm pesos associados que são ajustados durante o treinamento
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Figura 3 – Perceptron de Rosenblatt

Fonte: Próprio Autor

por meio de uma técnica chamada de retropropagação (backpropagation) (POPESCU et
al., 2009). O resultado do somatório dos produtos das entradas de cada neurônios são
adicionados à uma contantes (chamada de viés ou bias) e aplicados à uma função de ati-
vação, o resultado dessa função define se a conexão com o neurônio da próxima camada
será ativada (GARDNER; DORLING, 1998).
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Figura 4 – Exemplo de Rede Neural de Múltiplas Camadas

Fonte: Próprio Autor
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Treinar uma rede neural consistem em definir os valores associados aos pesos e
aos vieses da rede. Para isso é necessário é necessário prover à rede neural um conjunto
de dados que possuem o valor de saída esperado, chamado de conjunto de treinamento
(training set). Então, a rede escolhe valores aleatórios pequenos para os pesos e para
os vieses (GARDNER; DORLING, 1998). Assim, é possível calcular a diferença entre
o valor de saída nessa rede, comparado com o valor de saída esperado, valor chamado
de erro. Então, por meio da técnica de retropropagação, o valor do erro é transferido
para as camadas anteriores. Em seguida os valores dos pesos e dos vieses são ajustados
por meio de uma técnica de redução de erro, como por exemplo o método do gradiente.
A taxa de aprendizado é um parâmetro que determina o tamanho do passo durante o
processo iterativo de aprendizado pelo método do gradiente, um valor muito alto de taxa
de aprendizado pode levar a rede neural a omitir valores de pesos ou vieses que levariam
à menor taxa de erro, enquanto valores muito pequenos podem tornar o treinamento
muito lento (GARDNER; DORLING, 1998). Com os pesos ajustados, a rede é testada
novamente, seguindo os mesmos passos. A etapa de treinamento pode ter milhares de
iterações, dependendo da complexidade da rede neural, até que a taxa de erro esteja em
um nível adequado.

A função de ativação de um neurônio de uma MLP deve ser escolhido com cuidado,
uma vez que a escolha de uma função linear não aumenta a capacidade computacional
de uma MLP comparada com um perceptron, portanto funções não lineares como a sig-
moide logística (Equação 2.15) e a tangente hiperbólica (Equação 2.16) se tornam escolhas
comuns (POPESCU et al., 2009). Outras funções não lineares, como unidade linear reti-
ficada (Equação 2.17) ou softplus (Equação 2.18), também são amplamente utilizadas.

𝑓(𝑠) = 1
1 + 𝑒−𝑠

(2.15)

𝑓(𝑠) = 1 − 𝑒−𝑎·𝑠

1 + 𝑒−𝑎·𝑠 (2.16)

𝑓(𝑠) = 𝑚𝑎𝑥(0, 𝑠) (2.17)

𝑓(𝑠) = log𝑒 (1 + 𝑒𝑠) (2.18)

Redes neurais são utilizadas em aplicações como reconhecimento de imagem (GUO
et al., 2017), detecção de fraudes (ASHA; KR, 2021), diagnóstico médico (MARQUES;
AGARWAL; DÍEZ, 2020) e muito mais. A capacidade de adaptabilidade e generalização
das redes neurais artificiais as torna uma escolha extremamente útil para problemas de
classificação em uma variedade de domínios (LIU; ZHANG; PHILIP, 2018).
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3 TRABALHOS RELACIONADOS
Neste capítulo será realizada uma revisão da literatura recente, explorando tra-

balhos que versam sobre as aplicações de aprendizado de máquina e técnicas de proces-
samento de dados em contextos semelhantes aos abordados neste estudo. Na seção 3.1
serão investigados trabalhos que exploram o impacto do pré-processamento de dados.
Na seção 3.2 serão vistos trabalhos que investigam métodos de classificação de semen-
tes. Já na seção 3.3 serão abordados trabalhos recentes que abordam o impacto do
pré-processamento na área de classificação de sementes.

3.1 Técnicas de Pré-processamento de Dados

Técnicas de pré-processamento de dados podem aprimorar drasticamente o de-
sempenho de técnicas (ZELAYA, 2019). Recentemente, a estimativa desse impacto tem
se tornado foco de diferentes estudos. Dong et al. (DONG et al., 2019) apresentam um
modelo de imputação de valores faltantes baseado em k-NN para conjuntos de dados
trans-ômicos (que possuem informações sobre diversos tipos de organismos diferentes) e o
compara com outras técnicas (e.g., imputação pela média e deleção de valores faltantes)
no contexto de ocorrências de 4 tipos diferentes de câncer em pacientes, onde esse modelo
apresentou resultados melhores, reduzindo o erro de imputação. De forma similar, Daber-
daku et al. (DABERDAKU; TAVAZZI; CAMILLO, 2020) comparam o uso das técnicas
de interpolação linear, k-NN e da técnica proposta (uso combinado de interpolação linear
e k-NN para imputação de dados laboratoriais de pacientes, onde os resultados apontam
um aumento de perforance de 7, 9% comparado com o algoritmo base (3D-MICE) quando
a interpolação linear é combinada com o k-NN.

Nascimento et al. (NASCIMENTO et al., 2021) propõem um método de detectção
de outliers que combina técnicas de regressão com técnicas estatísticas para a predição de
consumo de energia, onde o método de regressão floresta aleatória foi utilizado, juntamente
com métodos estatísticos 3𝜎, MAD e boxplot ajustado, entre outros, obtendo o melhor
resultado com o uso do boxplot ajustado. Saleem, Aslam e Shaukat (SALEEM; ASLAM;
SHAUKAT, 2021) compararam o desempenho de diversas técnicas de detecção de outliers
em cenários de dados com diferentes números de observações e tipos de distribuições. Foi
observado que técnicas baseadas no desvio padrão (como a técnica 3𝜎, por exemplo)
não têm uma boa taxa de acerto na detecção de outliers em conjuntos pequenos e em
conjuntos que possuem uma distribuição muito próxima da distribuição padrão. Por outro
lado, para conjuntos de dados maiores e mais distorcidos, a taxa de acerto é maior. Além
disso, técnicas que se utilizam da mediana (como a técnica MAD) não foram afetadas pelo
tamanho e tipo de distribuição do conjunto. Li et al. (LI et al., 2021) estuda o impacto de
diferentes técnicas de pré-processamento de dados (i.e., imputação de valores faltantes,
tratamento de outliers, tratamento de rótulos errados, tratamento de inconsistências e
remoção de observações duplicadas). Pôde ser observado que a imputação de valores



42 Capítulo 3. Trabalhos Relacionados

faltantes aumentou a performance de técnicas de ML em mais casos, comparado com a
deleção das obserções que possuem esse tipo de ocorrência. Também foi observado que
a escolha do método de detecção de outliers é bastante importante quando se espera
aumentar o desempenho de técnicas de ML.

D. Singh e B. Singh (SINGH; SINGH, 2020) investigaram o impacto da normaliza-
ção de dados em diferentes conjuntos de dados. No estudo foram utilizados 24 conjuntos
de dados diferentes e 12 métodos de normalização foram comparados em relação à classi-
ficação pelo método 𝑘NN. O estudo também aborda o impacto da seleção e exclusão de
características do conjunto de dados. Foi observado que a faixa de valores escolhidas para
o método min-max (e.g., [0, 1], [-1, 1]) tem baixo impacto na acurácia da classificação,
mas que o uso dessa técnica aumentou a taxa de acurácia em relação ao conjunto de dados
não normalizado. Ainda, o uso do método de normalização Z-Score teve boa performance
quando o conjunto de dados não foi submetido à seleção de características e, em geral,
teve performance melhor do que o método min-max. Em relação à seleção de característi-
cas, os resultado apontam um aumento na acurácia média quando combinada com todos
os métodos de normalização de dados. De maneira semelhante Raju et al. (RAJU et
al., 2020) compara diferentes técnicas de normalização e transformação de dados em três
métodos de classificação diferentes (i.e., 𝑘NN, SVM Radial e SVM Sigmoidal), onde pode
ser observado que a utilização de normalização de dados aumentou a acurácia dos clas-
sificadores em até 10%, com o método min-max obtendo a melhor performance quando
utilizado com o classificador SVM Radial.

3.2 Classificação de Sementes

A utilização de técnicas de machine learning no setor de agricultura tem se tor-
nado mais proeminente nos últimos anos (TANTALAKI; SOURAVLAS; ROUMELIOTIS,
2019). Nesse contexto, a classificação de sementes tem sido objeto de estudo, uma vez
que a utilização de sementes de baixa qualidade pode resultar em baixa produtividade,
mesmo em condições de cultivo favoráveis (KOKLU; OZKAN, 2020). Salimi e Boelt (SA-
LIMI; BOELT, 2019) utilizaram um classificador baseado em espectroscopia (MSI) para
classificar sementes de beterraba-sacarina (Beta vulgaris) em diferentes tipo de dano à
semente, chegando a taxas de acurácia de até 85%. Keya, Majumdar e Islam (KEYA;
MAJUMDAR; ISLAM, 2020) realizaram a segmentação de imagens com uso de uma rede
neural convolucional (CNN) para classificar 5 tipos diferentes de sementes (i.e., arroz,
milho, abóbora, abóbora-d’água e porongo), obtendo uma acurácia superior à 90%. Kira-
tiratanapruk et al. (KIRATIRATANAPRUK et al., 2020) avaliou o impacto de técnicas
de pré-processamento de imagem (orientação e triagem das sementes) no resultado final
da classificação de sementes de arroz, obtendo resultados que apontaram uma melhora de
até 1,3% na classificação por redes neurais e 2-3% na classificação por SVM e 𝑘NN. Além
disso, comparou métodos de classificação SVM e 𝑘NN com o uso de redes neurais profun-
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das na classificação de sementes de arroz, onde a acurácia obtida pela rede neural utilizada
foi 11, 24% maior. Medeiros et al. (MEDEIROS et al., 2020a) investigou a capacidade
de predição de germinação e vigor de sementes de U. brizantha (conhecida comumente
como grama paliçada) por métodos de ML. Com o auxílio de captura de características
por espectroscopia e raio-X, a acurácia em prever a capacidade de germinação das se-
mentes chegou à 85%. Entretando, a acurácia em estimar o vigor das sementes foi de
apenas 62%. Medeiros et al. (MEDEIROS et al., 2020b) apresentou um modelo machine
learning interativo para classificação de 7 classes de sementes de soja, onde o treinamento
foi realizado com a supervisão humana, à fim de reduzir o custo computacional e o ta-
manho do conjunto de treinamento. Dessa forma comparada com o método de Floresta
Aleatória e SVM o modelo proposto apresentou a melhor acurácia entre os três, apesar
de utilizar apenas 10% das observações totais como conjunto de treinamento (comparado
com os 70% utilizados pelos outros métodos). O trabalho também propões um método
de classificar as sementes de acordo com sua qualidade fisiológica, onde a melhor taxa de
acurácia foi obtida pelo método de floresta aleatória (random forest). Koklu e Ozkan (KO-
KLU; OZKAN, 2020) investigaram o desempenho de técnicas de classificação baseadas
em machine learning para a classificação de sementes de feijão, obtendo resultados que
indicam que as técnicas de SVM e MLP apresentam alto desempenho (taxa de acurácia de
93,13% e 91,73%, respectivamente) na classificação deste tipo de semente. Koklu, Sarigil
e Ozbek (KOKLU; SARIGIL; OZBEK, 2021) compararam o uso de diversas técnicas de
classificação baseadas em machine learning para a classificação de sementes de abóbora.
Dentre as técnicas utililizadas no estudo, SVM e MLP obtiveram os melhores resultados,
com taxa de acurácia de 88, 64% e 88, 52%, respectivamente.

3.3 Impacto do Pré-processamento na Classificação de Sementes

Apesar do impacto positivo de técnicas de pré-processamento de dados em métodos
de classificação por ML ser bastante aceito, poucos estudos foram feitos para quantificar
esse impacto (HAMID et al., 2022). Xu et al. (XU et al., 2022) estudaram o impacto
da seleção de características na classificação do vigor de sementes de milho, e obteram o
melhor resultado com a utilização do método UVE (Uninformative Variable Elimination
ou Elimição de Variável Não Informativa). Macuácua, Centeno e Amisse et al. (MA-
CUÁCUA; CENTENO; AMISSE, 2023) estudaram o efeito do balanceamento de classes
das sementes de feijão, obtendo um aumento na taxa de acurácia de até 1, 6%, quando
utilizada a técnica SVM comparada com o estudo de Koklu e Ozkan (KOKLU; OZKAN,
2020). Slowinski (SŁOWIŃSKI, 2021) estuda o efeito da redução de características com
alta taxa de correlação na classificação de sementes de feijão, obtendo resultados que
apontam que a eliminação dessas características não afetou negativamente a acurácia da
classificação. De maneira similar, Khan et al. (KHAN et al., 2023) compara o resultado
de técnicas de ML na classificação de sementes de feijão após o balanceamento das classes
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do conjunto de entrada, além de realizar a remoção de outliers, obtendo aumentos na
taxa de acurácia de até 6% se comparados com os dados não balanceados. Esse trabalho
não estuda o impacto que a remoção dos outliers causou no resultado final dos métodos
de classificação.

Dentre os estudos abordados neste capítulo, é evidente que poucas pesquisas reali-
zam a avaliação do impacto das técnicas de pré-processamento de dados sobre os métodos
de aprendizado de máquina empregados. Portanto, o presente trabalho visa preencher
essa lacuna de maneira técnica, direcionando-se especificamente para a avaliação deta-
lhada do impacto das técnicas de pré-processamento de dados (i.e., imputação de valores
faltantes, tratamento de outliers e normalização de dados) sobre os métodos de ML 𝑘NN
e MLP.
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4 METODOLOGIA
Neste capítulo será apresentada a metodologia aplicada no desenvolvimento desse

trabalho, tendo como objetico final analisar o impacto das técnicas de pré-processamento
de dados na classificação de sementes de feijão.

A seção 4.1 apresenta a base de dados escolhida para a realização dos experimentos,
a seção 4.2 descreve o ambiente de desenvolvimento dos experimentos, a seção 4.3 detalha
os métodos de classificação que serão utilizados nos experimentos, a seção 4.5 apresenta as
técnicas de pré-processamento de dados utilizadas e os experimentos que serão realizados.
A seção 4.4 explica o método de validação cruzada que será utilizado para garantir a
qualidade dos resultados obtidos. Por fim, a seção 4.7 descreve as métricas de avaliação
de desempenho dos experimentos.

4.1 Base de Dados e suas características

O estudo utilizou um conjunto de dados do Repositório de Aprendizado de Má-
quina da UCI (Universidade da California, Irvine) proveniente do experimento conduzido
por (KOKLU; OZKAN, 2020). Esse conjunto de dados corresponde a imagens de 13.611
feijões secos de sete variedades diferentes determinadas pelo Instituto Turco de Padrões,
obtidas de produtores de sementes certificados (REPOSITORY, 2020).As variedades in-
cluem Barbunya, Bombay, Cali, Dermason, Horoz, Seker e Sira. Essas imagens foram
capturadas por uma câmera RGB de 2.2 megapixels chamada Prosilica GT2000C, com
uma resolução de 2048 × 1088, um sensor CMOS e uma faixa efetiva de temperatura
operacional de -20 °C a +65 °C. Antes de capturar as imagens, os feijões foram colocados
em um fundo escuro para facilitar o processo de segmentação. Durante o processo de
captura de imagem, a câmera foi posicionada a 15 cm acima das amostras na parte supe-
rior da caixa, visando proporcionar um ambiente de iluminação homogêneo. As lâmpadas
na parte superior da caixa permitiram a eliminação de ruídos ambientais. A Figura 5
apresenta o resultado da captura de imagens das sementes segundo o método descrito.

Segundo (KOKLU; OZKAN, 2020) a próxima parte do experimento foi a remoção
das sombras e de ruídos do fundo da imagem, seguido pela separação das sementes por
meio de segmentação das imagens. Para esse fim, a imagem foi convertida para escala
de cinza, e o método de limiarização global de Otsu foi utilizado. Esse método permite
binarizar uma imagem, maximizando a separabilidade de duas classes: primeiro plano e
plano de fundo. A partir da imagem binária resultante de cada semente, 16 características
espaciais foram computadas com o software MATLAB (INC., 2022), incluindo algumas
medidas geométricas diretas, como distâncias ou área (apresentadas na Figura 6), e outras
na forma de índices calculados a partir delas, como a compacidade, conforme mostrado
abaixo:

• Área (A): A área de uma zona de feijão e o número de pixels dentro de seus limites;
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Figura 5 – Imagens das sementes de feijões capturadas.

Fonte: (KOKLU; OZKAN, 2020)

• Perímetro (P): A circunferência do feijão é definida como o comprimento de sua
borda;

• Comprimento do eixo maior (L): A distância entre as extremidades da linha mais
longa que pode ser desenhada a partir de um feijão;

• Comprimento do eixo menor (l): A linha mais longa que pode ser desenhada a partir
do feijão enquanto está perpendicular ao eixo principal;

• Razão de aspecto (K): Define a relação entre L e l:

𝐾 = 𝐿

𝑙

• Excentricidade (Ec): Excentricidade da elipse que tem os mesmos momentos que a
região;

• Área convexa (C): Número de pixels no polígono convexo mínimo que pode conter
a área de uma semente de feijão;

• Diâmetro equivalente (Ed): O diâmetro de um círculo que tem a mesma área que a
área de uma semente de feijão. Calculada pela seguinte fórmula:

𝐸𝑑 =
√︃

4 · 𝐴

𝜋
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• Extensão (Ex): A razão dos pixels na caixa delimitadora para a área do feijão.
Calculada pela seguinte fórmula;

𝐸𝑥 = 𝐴

𝐴𝐵

onde 𝐴𝐵 = Área do retângulo delimitador

• Solidez (S): Também conhecida como convexidade. A razão dos pixels na casca
convexa para aqueles encontrados nos feijões. Calculada pela seguinte fórmula;

𝑆 = 𝐴

𝐶

• Circularidade (R): Calculada pela fórmula seguinte:

𝑅 = 4 · 𝜋 · 𝐴

𝑃 2

• Compacidade (CO): Mede a circularidade de um objeto. Dada pela fórmula seguinte:

𝐶𝑂 = 𝐸𝑑

𝐿

• Fator de Forma 1 (SF1) - calculado por:

𝑆𝐹1 = 𝐿

𝐴

• Fator de Forma 2 (SF2) - calculado por:

𝑆𝐹2 = 𝑙

𝐴

• Fator de Forma 3 (SF3) - calculado por:

𝑆𝐹3 = 𝐴
𝐿
2 · 𝐿

2 · 𝜋

• Fator de Forma 4 (SF4) - calculado por:

𝑆𝐹4 = 𝐴
𝐿
2 · 𝑙

2 · 𝜋

4.2 Ambiente de Desenvolvimento

No desenvolvimento deste trabalho, foi utilizado o ambiente de desenvolvimento
Google Colaboratory (Colab)1, uma plataforma baseada em nuvem que oferece suporte
à execução de código Python2 em notebooks Jupyter. O Colab proporciona uma infraes-
trutura computacional gratuita com aceleração por GPU, permitindo a implementação e
1 https://colab.research.google.com/
2 https://www.python.org/
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Figura 6 – Exemplo de caracterísitcas espaciais obtidas da imagem binária

Fonte: Adaptado de (MACUÁCUA; CENTENO; AMISSE, 2023)

execução eficiente de modelos de aprendizado de máquina e análises de dados. A escolha
pelo Colab se deve à sua acessibilidade, facilidade de uso e capacidade de integração com
bibliotecas populares de machine learning, proporcionando um ambiente eficaz para o de-
senvolvimento e experimentação ao longo do projeto. Além disso, as seguintes bibliotecas
e pacotes serão utilizados:

• Pandas: biblioteca de limpeza, transformação, agregação e manipulação de dados
(TEAM, 2020);

• Numpy: biblioteca fundamental para operações numéricas eficientes, especialmente
em contextos de aprendizado de máquina (HARRIS et al., 2020);

• matplotlib: biblioteca em Python para criação de gráficos e visualizações de dados
(HUNTER, 2007);

• scikit-learn: biblioteca em Python que oferece ferramentas simples e eficientes para
análise de dados e aprendizado de máquina, incluindo algoritmos de classificação,
regressão, clustering e pré-processamento de dados (PEDREGOSA et al., 2011).

4.3 Métodos de Classificação utilizados

Neste trabalho optou-se por empregar os métodos de classificação 𝑘NN (k-vizinhos
mais próximos) e rede neural MLP (perceptron de múltiplas camadas), conforme descritos
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no trabalho de (KOKLU; OZKAN, 2020). Essa abordagem visa realizar uma comparação
abrangente e justa do impacto de técnicas de pré-processamento aplicadas no conjunto
de dados.

Dessa maneira, será utilizado um modelo de classificação por machine learning do
tipo k Nearest Neighbors, como descrito na subseção 2.2.1, utilizando a distância euclidiana
como forma de cálculo de distância e valor de 𝑘 = 10 e uma rede neural MLP (Multi Layer
Perceptron) que segue o modelo de (KOKLU; OZKAN, 2020), possuindo 4 camadas,
dispostas da seguinte maneira:

• Camada de Entrada: 16 perceptrons (𝑥1 −𝑥16), representando as características das
sementes de feijão, como descritas na seção 4.1;

• Camadas Ocultas: De acordo com (KOKLU; OZKAN, 2020) a melhor estrutura
de camadas ocultas para essa finalidade possui duas camadas, a primeira com 12
perceptrons e a segunda com 3 perceptrons;

• Camada de Saída: 7 perceptrons (𝑂1 − 𝑂7) representando os tipos de sementes de
feijão, sendo elas Barbunya, Bombay, Cali, Dermason, Horoz, Seker e Sira.

A Figura 7 exibe uma representação da rede neural utilizada. Os parâmetros
utilizados nessa rede neural estão apresentados na Tabela 6.

Figura 7 – Rede Neural MLP utilizada.

Fonte: Adaptado de (KOKLU; OZKAN, 2020)
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Tabela 6 – Parâmetros da Rede Neural.
Nome do Parâmetro Valor
Número de Camadas Ocultas 2
Função de Ativação das Camadas Ocultas Sigmóide
Número de Ativação da Camada de Saída Sigmóide
Taxa de Aprendizado 0,3
Gradiente Mínimo de Desempenho 1e−5

Meta de Desempenho 1e−3

Número de Épocas Máximo para Treinamento 500

4.4 Validação Cruzada

A validação cruzada é uma abordagem desenvolvida para aumentar a robustez
da classificação. Nesse método, o conjunto de dados é aleatoriamente dividido em um
número especificado de conjuntos de tamanho idêntico. Um dos subconjuntos é utilizado
como conjunto de teste e o sistema é treinado com os conjuntos restantes. Esse processo é
repetido até que todos os conjuntos tenham sido testados no sistema (ARLOT; CELISSE,
2010). Esse método aumenta a generalização dos testes, garantindo a qualidade dos
resultados. Nesse trabalho o número de subconjuntos utlizados foi 10, ou seja, cada
subconjunto terá um tamanho igual a 10% do tamanho do conjunto total.

4.5 Técnicas de Pré-processamento de Dados e Experimentos

Como forma de avaliar o impacto do pré-processamento no desempenho dos méto-
dos de classificação, as seguintes técnicas de pré-processamento de dados serão testadas:

• Imputação de Valores Faltantes por 𝑘NN (𝑘NN-I), com os parâmetros apresentados
na Tabela 7;

Tabela 7 – Parâmetros do método kNN para Imputação.

Nome do Parâmetro Valor
Número de Vizinhos Observados 5
Métrica de Cálculo de Distância nan_euclidean
Cálculo de Peso uniform

• Imputação de Valores Faltantes por Interpolação Linear (IL), com os parametros
apresentados na Tabela 8;

• Remoção de Outliers por 3𝜎 (3𝜎);

• Remoção de Outliers por Desvio Absoluto Mediano (MAD);

• Normalização de dados por min-max (min-max);
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Tabela 8 – Parâmetros do método Interpolação Linear para Imputação.

Nome do Parâmetro Valor
Método nearest
Ordem 3
Limite None
Direção Ambas

• Normalização de dados por Z-Score (Z-Score).

Para a realização dos experimentos, diferentes técnicas serão combinadas, dessa
maneira teremos 16 experimentos diferentes, dispostos de acordo com a Tabela 9, onde
cada experimento recebe um nome (e.g., E1, E2, E3...) e é composto pela aplicação de
uma técnica de imputação de valores faltantes (IVF), uma técnica de remoção de outliers,
uma técnica de normalização de dados e um método de classificação.

Tabela 9 – Descrição dos experimentos à serem realizados.

Experimento IVF Outliers Normalização Classificação
Experimento 1 (E1) 𝑘NN-I 3𝜎 min-max 𝑘NN
Experimento 2 (E2) 𝑘NN-I 3𝜎 min-max MLP
Experimento 3 (E3) 𝑘NN-I 3𝜎 Z-Score 𝑘NN
Experimento 4 (E4) 𝑘NN-I 3𝜎 Z-Score MLP
Experimento 5 (E5) 𝑘NN-I MAD min-max 𝑘NN
Experimento 6 (E6) 𝑘NN-I MAD min-max MLP
Experimento 7 (E7) 𝑘NN-I MAD Z-Score 𝑘NN
Experimento 8 (E8) 𝑘NN-I MAD Z-Score MLP
Experimento 9 (E9) IL 3𝜎 min-max 𝑘NN
Experimento 10 (E10) IL 3𝜎 min-max MLP
Experimento 11 (E11) IL 3𝜎 Z-Score 𝑘NN
Experimento 12 (E12) IL 3𝜎 Z-Score MLP
Experimento 13 (E13) IL MAD min-max 𝑘NN
Experimento 14 (E14) IL MAD min-max MLP
Experimento 15 (E15) IL MAD Z-Score 𝑘NN
Experimento 16 (E16) IL MAD Z-Score MLP

4.6 Aperfeiçoamento da Rede Neural

Também serão realizados testes de maneira à aprimorar a rede neural proposta por
Koklu e Ozkan (KOKLU; OZKAN, 2020) onde os seguintes parâmetros serão alterados:

• Taxa de Aprendizado Inicial (TAI);

• Número Máximo de Épocas (NME);

• Neurônios da Primeira Camada (NPC);
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• Neurônios da Segunda Camada (NSC).

Para a realização dos experimentos, diferentes tamanhos de redes neurais serão
testados, gerando um total de 16 experimentos diferentes, apresentados na Tabela 10,
onde cada experimento recebeu um nome (e.g., A1, A2, A3...) e diferentes combinações
de parâmetros de execução da rede neural.

Tabela 10 – Descrição dos experimentos à serem realizados.

Experimento TAI NME NPC NSC
Koklu e Ozkan 0.3 500 12 3
Experimento A1 0.001 2000 10 5
Experimento A2 0.001 2000 10 10
Experimento A3 0.001 2000 10 15
Experimento A4 0.001 2000 10 20
Experimento A5 0.001 2000 15 5
Experimento A6 0.001 2000 15 10
Experimento A7 0.001 2000 15 15
Experimento A8 0.001 2000 15 20
Experimento A9 0.001 2000 20 5
Experimento A10 0.001 2000 20 10
Experimento A11 0.001 2000 20 15
Experimento A12 0.001 2000 20 20
Experimento A13 0.001 2000 25 5
Experimento A14 0.001 2000 25 10
Experimento A15 0.001 2000 25 15
Experimento A16 0.001 2000 25 20

4.7 Métricas de Avaliação de Desempenho

A avaliação de um modelo de classificação é feita a partir da comparação entre
as classes preditas pelo modelo e as classes verdadeiras de cada exemplo. Todas as mé-
tricas de classificação têm como objetivo comum medir quão distante o modelo está da
classificação perfeita, porém fazem isto de formas diferentes.

Uma forma bastante simples de visualizar a performance de um modelo de classifi-
cação é através de uma matriz de confusão. Esta matriz indica quantos exemplos existem
em cada grupo: falso positivo (FP), falso negativo (FN), verdadeiro positivo (VP) e ver-
dadeiro negativo (NV). A Tabela 11 apresenta o funcionamento da matriz de confusão
em relação aos grupos descritos.

Outra métrica importante para a avaliação de desempenho de uma classificação
é a acurácia, que nos diz quantos de nossos exemplos foram de fato classificados cor-
retamente, independente da classe. Por exemplo, se temos 100 observações e 90 delas
foram classificados corretamente, nosso modelo possui uma acurácia de 90%. A acurácia
é definida pela Equação 4.1.
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Tabela 11 – Matriz de Confusão
Positivos Predito Negativos Predito

Positivos Reais Positivo Verdadeiro (PV) Falso Negativo (FN)
Negativos Reais Falso Positivo (FP) Negativo Verdadeiro (NV)

Embora seja uma métrica valiosa, a acurácia pode distorcer a avaliação do desem-
penho do modelo. Em um cenário em que um conjunto de dados contém 1000 observações
de pacientes, dos quais 990 estão saudáveis e 10 têm câncer, a criação de um modelo para
prever a presença ou ausência de câncer pode levar a interpretações enganosas. Se o mo-
delo simplesmente rotular todos os pacientes como saudáveis, ainda assim alcançaria uma
acurácia de 99%.

𝐴𝑐𝑢𝑟á𝑐𝑖𝑎 = predições corretas
todas predições = 𝑉 𝑃 + 𝑁𝑉

𝑉 𝑃 + 𝑁𝑉 + 𝐹𝑃 + 𝐹𝑁
(4.1)

A precisão, dada pela Equação 4.2, é uma métrica que corrige essa representa-
ção inadequada, considerando as observações que foram erroneamente classificadas como
positivas. Ela representa a quantidade de vezes que o modelo classificou de maneira cor-
reta uma observação positiva. Essa representação ignora as classificações negativas, não
representando de maneira completa o desempenho do modelo.

𝑃𝑟𝑒𝑐𝑖𝑠ã𝑜 = predições de positivos verdadeiros corretas
todas as predições positivas = 𝑉 𝑃

𝑉 𝑃 + 𝐹𝑃
(4.2)

A revocação, por sua vez, dá maior ênfase para os erros por falso negativo. Esta
métrica é definida pela razão entre a quantidade de exemplos classificados corretamente
como positivos e a quantidade de exemplos que são de fato positivos, conforme a Equação
4.3.

𝑅𝑒𝑣𝑜𝑐𝑎çã𝑜 = predições de positivos verdadeiros corretas
todos positivos reais = 𝑉 𝑃

𝑉 𝑃 + 𝐹𝑁
(4.3)

A métrica F1-score representa uma média harmônica entre a precisão e a revoca-
ção, sendo calculada de acordo com a Equação 4.4. Os valores do F1-score variam entre
0 e 1, assumindo o valor 0 quando todos os valores foram classificados incorretamente e 1
quando todos os valores foram classificados corretamente (CHICCO; JURMAN, 2020).

𝐹1 = 2 * Precisão * Revocação
Precisão + Revocação (4.4)

Uma característica fundamental da média harmônica é que, quando a precisão ou
a revocação se aproximam de zero, o F1-score também terá um valor próximo de zero.
Em outras palavras, para alcançar um F1-score elevado, é necessário que tanto a precisão
quanto a revocação sejam altas. Assim, um modelo com um bom F1-score demonstra
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habilidade não apenas em realizar previsões corretas (alta precisão), mas também em
recuperar exemplos da classe de interesse (alta revocação). Portanto, essa métrica se
destaca como um indicador mais abrangente da qualidade do modelo.
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5 DESENVOLVIMENTO
Neste capítulo será apresentada o desenvolvimento deste trabalho, tendo como ob-

jetico final analisar o impacto das técnicas de pré-processamento de dados na classificação
de sementes de feijão.

A seção 5.1 apresenta os resultados dos experimentos propostos no Capítulo 4. A
seção 5.2 avalia os resultados de aperfeiçoamentos aplicados à Multi Layer Perceptron uti-
lizada nos experimentos. Por fim, a seção 5.3 apresenta a comparação entre os resultados
obtibos neste trabalho com os resultados de Koklu e Ozkan (KOKLU; OZKAN, 2020),
além de uma breve discussão sobre os resultados obtidos.

5.1 Resultados dos Experimentos

Conforme apresentado na Tabela 9 do Capítulo 4, foram realizados 16 experimen-
tos, abrangendo todas as combinações possíveis entre as técnicas de pré-processamento e
os classificadores propostos. Como o conjunto de dados utilizado não possui dados fal-
tantes, foram inseridos 5% de dados faltantes de maneira totalmente aleatória para todos
os experimentos. Cada um dos experimentos foi repetido 50 vezes, de maneira à garantir
resultados consistentes e minimizar os efeitos de variabilidade.

Os experimentos descritos por Koklu e Ozkan (KOKLU; OZKAN, 2020) foram
refeitos conforme a metodologia proposta. Contudo, os resultados obtidos divergem dos
apresentados em seu estudo. Essas disparidades possivelmente decorrem de procedimentos
de pré-processamento de dados não documentados ou incompletamente descritos na obra
em questão.

Os resultados obtidos pelos experimentos propostos serão comparados com os re-
sultados obtidos pela repetição dos experimentos de Koklu e Ozkan (KOKLU; OZKAN,
2020). Adicionalmente, foi realizada a normalização dos dados antes da aplicação dos mé-
todos de Koklu, o que resultou em números mais próximos dos relatados em seu estudo.
Durante este capítulo, os resultados que aplicam a normalização antes da classificação
serão descritos com o sufixo min-max, uma vez que foi esse método de normalização que
foi utilizado.

A Tabela 12 apresenta os resultados dos experimentos que aplicam classificadores
𝑘NN. Os resultados apresentam um impacto grande do uso da normalização de dados na
classificação, especialmente quando comparamos os resultados de Koklu-KNN e Koklu-
KNN-minmax. Apesar disso, parece que as outras técnicas tem um impacto pequeno nas
métricas de avaliação.

A Tabela 13 apresenta os resultados dos experimentos envolvendo classificadores
MLP. Os achados sugerem uma baixa eficácia da MLP ao lidar com dados não normali-
zados. Além disso, a aplicação de outras técnicas demonstrou contribuir para a melhoria
das métricas de avaliação de desempenho da classificação.

Dentre os resultados apresentados, o experimento 11 teve o melhor desempenho
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Tabela 12 – Resultados dos Experimentos com Classificadores KNN.

Nome Acurácia (%) Precisão (%) Revocação (%) F1-Score (%)
Experimento 1 91.84 93.31 92.76 93.00
Experimento 3 92.07 93.54 93.04 93.26
Experimento 5 91.84 93.33 92.76 93.01
Experimento 7 92.10 93.56 93.07 93.29
Experimento 9 92.41 93.85 93.35 93.57

Experimento 11 92.60 94.04 93.60 93.79
Experimento 13 92.43 93.87 93.36 93.59
Experimento 15 92.59 94.03 93.57 93.78

Koklu-KNN 71.96 73.26 71.63 72.09
Koklu-KNN-minmax 92.18 93.64 93.15 93.36

Tabela 13 – Resultados dos Experimentos com Classificadores MLP.

Nome Acurácia (%) Precisão (%) Revocação (%) F1-Score (%)
Experimento 2 86.70 87.27 87.08 86.58
Experimento 4 90.41 91.97 91.40 91.51
Experimento 6 86.57 87.02 87.01 86.45
Experimento 8 90.33 91.80 91.31 91.38

Experimento 10 87.71 88.42 88.17 87.79
Experimento 12 90.89 92.40 91.93 92.00
Experimento 14 87.52 87.94 87.82 87.35
Experimento 16 90.91 92.38 91.97 92.02

Koklu-MLP 26.05 3.72 14.29 5.91
Koklu-MLP-minmax 87.40 88.22 87.99 87.61

dentre os experimentos que utilizam o 𝑘NN como método de classificação, apontando a
efetividade das técnicas IL, 3𝜎 e min-max para o pré-processamento de dados para esse
classificador. De maneira similar, o experimento 16 teve o melhor desempenho dentre os
experimentos que utilizam a rede neural MLP como método de classificação. Isso aponta
uma efetidade grande da combinação das técnicas de Interpolação Linear, Median Absolute
Deviation e Z-Score. O Apêndice O apresenta a Matriz de Confusão do Experimento 15
e o Apêndice P apresenta a Matriz de Confusão, o Gráfico de Acurácia por época e o
Gráfico de Perda por Época, para referência.

5.2 Aperfeiçoamentos da Rede Neural

Embora os resultados da classificação da MLP sejam favoráveis, ainda há margem
para aprimoramentos por meio de ajustes de parâmetros. A rede neural proposta apre-
senta certos parâmetros que se destacam por sua singularidade, especialmente a taxa de
aprendizado inicial e a configuração das camadas ocultas.

Segundo o site oficial da biblioteca scikit-learn (PEDREGOSA et al., 2011), o
valor padrão de taxa de aprendizado para uma Multi Layer Perceptron é de 0.001, dessa
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maneira o valor utilizado por Koklu e Ozkan (KOKLU; OZKAN, 2020)(0.3) é bastante
chamativo. Esse valor alto causa ajustes repentinos durante o treinamento da rede neural,
sendo facilmente percebido nos gráficos de perda e de acurácia contidos nos anexos deste
trabalho.

Outro parâmetro interessante foi o número máximo de épocas parametrizado no
trabalho original. A utilização de apenas 500 épocas para treinamento da rede neural
pode interromper o processo de aprendizado da rede neural antes que a taxa de erro seja
baixa o suficiente. Nesse caso, foram realizados testes iterativos para encontrar um ponto
de convergência da rede neural, que levaram ao resultado de que a rede neural precisava
de um número próximo de 2000 épocas para chegar à um erro mínimo.

Além disso, a escolha da topologia das camadas ocultas da rede neural também
chama a atenção, o ajuste repentino da primeira camada (que contém 12 neurônios) para a
segunda camada (que contém apenas 3 neurônios) pode ocasionar a perda de informações
durante o processo de treinamento.

Levando em consideração os pontos destacados, uma nova bateria de experimentos
foi realizada, onde foram testados diversos parâmetros da rede. Os parâmetros destes
testes são apresentados na Tabela 10 do Capítulo 4. Para estes experimentos foram
utilizadas as ténicas de pré-processamento do Experimento 16, uma vez que esse foi o
experimento que apresentou melhor resultado durante os testes iniciais.

Tabela 14 – Resultados dos Experimentos de Aperfeiçoamento da MLP.

Experimento Acurácia (%) Precisão (%) Revocação (%) F1-Score (%)
Koklu e Ozkan (baseline) 91.73 93.11 92.68 92.88
Experimento A1 92.95 94.11 93.86 93.97
Experimento A2 93.12 94.32 94.03 94.15
Experimento A3 93.07 94.27 94.01 94.12
Experimento A4 93.08 94.28 94.04 94.14
Experimento A5 93.07 94.29 94.03 94.14
Experimento A6 93.14 94.35 94.09 94.20
Experimento A7 93.15 94.37 94.09 94.21
Experimento A8 93.16 94.37 94.09 94.21
Experimento A9 93.13 94.39 94.11 94.23
Experimento A10 93.11 94.35 94.07 94.19
Experimento A11 93.14 94.37 94.10 94.22
Experimento A12 93.16 94.39 94.11 94.23
Experimento A13 93.05 94.31 94.00 94.13
Experimento A14 93.10 94.32 94.02 94.15
Experimento A15 93.18 94.40 94.14 94.25
Experimento A16 93.12 94.36 94.08 94.20

A Tabela 14 apresenta os resultados dos experimentos realizados. Todos os experi-
mentos realizados tiveram uma acurácia significativamente maior do que os experimentos
iniciais. A pequena diferença entre as diferentes configurações de camadas da rede neu-
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ral sugere um interferência maior pela taxa inicial de aprendizado e limite máximo de
iterações.

5.3 Comparação e Discussão

Neste estudo, buscamos avaliar o impacto das técnicas de pré-processamento de
dados na classificação de sementes de feijão, comparando nossos resultados com aque-
les obtidos por Koklu e Ozkan (KOKLU; OZKAN, 2020). Utilizamos duas abordagens
principais de classificação: 𝑘NN e MLP, aplicando diversas técnicas de pré-processamento.

Inicialmente, reproduzimos os experimentos de Koklu e Ozkan (KOKLU; OZKAN,
2020) conforme a metodologia descrita por eles. No entanto, observamos divergências
nos resultados, o que indicou possíveis lacunas na documentação dos procedimentos de
pré-processamento de dados realizados no estudo original. Ao aplicar a normalização min-
max, obtivemos resultados mais próximos dos relatados por Koklu e Ozkan, destacando
a importância dessa etapa para a performance dos classificadores.

Os experimentos denominados Koklu-KNN e Koklu-KNN-minmax ilustram que
a normalização min-max melhorou substancialmente a performance. Entretanto, outras
técnicas de pré-processamento não demonstraram melhorias significativas quando com-
binadas com 𝑘NN. O melhor desempenho foi observado no experimento 15, que utilizou
uma combinação de Interpolação Linear, Median Absolute Deviation e Z-Score. A Figura 8
apresenta o resultado das métricas destes experimentos.

A Figura 9 revela que os classificadores MLP são altamente sensíveis à normaliza-
ção dos dados. A MLP apresentou uma performance inferior com dados não normalizados,
mas mostrou melhorias significativas ao aplicar diversas técnicas de pré-processamento.
O experimento 16, que também utilizou Interpolação Linear, Median Absolute Deviation,
e Z-Score, teve o melhor desempenho, corroborando a efetividade dessa combinação de
técnicas. Podemos notar a maior eficiência ao se utilizar a técnica de normalização de
dados Z-Score em relação à técnica min-max. Os experimentos 4, 8, 12 e 16 utilizam
dessa técnica e apresentam métricas de avaliação consideravelmente mais altas que os
experimentos 2, 6, 10 e 14.

Com base nos resultados iniciais, realizamos uma nova série de experimentos fo-
cados em ajustar parâmetros da rede neural, como taxa de aprendizado e configuração
das camadas ocultas. Conforme a Tabela 14, todos os ajustes resultaram em melhorias
significativas na acurácia em comparação com os experimentos iniciais. Nota-se que a
taxa de aprendizado inicial e o número máximo de iterações tiveram um impacto mais
relevante do que a configuração das camadas ocultas.

A Figura 10 apresenta o resultado dos experimentos realizados. Foi possível ob-
servar que o ajuste dos parâmetros da rede neural resultou em um perceptível aumento
de desempenho da rede neural, principalmente os valores de taxa de aprendizado inicial
e de máximo de iterações.
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Figura 8 – Métricas dos Experimentos Iniciais com KNN.

Fonte: Próprio Autor

Por fim, foi feita uma comparação dos resultados obtidos em ambas baterias de
experimentos em relação ao resultado apresentado por Koklu e Ozkan (KOKLU; OZKAN,
2020). A Figura 11 apresenta a comparação entre os resultados obtidos. Os resultados
obtidos apontam que os experimentos iniciais tiveram um resultado levemente inferior
aos descritos por Koklu e Ozkan (KOKLU; OZKAN, 2020), podendo ser resultado da
baixa documentação em seu trabalho. Entretanto, foi possível observar uma melhora
significativa na classificação das sementes pela rede neural aprimorada.
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Figura 9 – Métricas dos Experimentos Iniciais com MLP.

Fonte: Próprio Autor
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Figura 10 – Métricas dos Experimentos de Aperfeiçoamento da MLP.

Fonte: Próprio Autor

Figura 11 – Comparação dos Resultados dos Experimentos.

Fonte: Próprio Autor





63

6 CONSIDERAÇÕES FINAIS
Este trabalho teve como objetivo avaliar o impacto das técnicas de pré-processamento

de dados na classificação de sementes de feijão e propor um modelo aprimorado de Per-
ceptron Multicamadas (MLP) capaz de melhorar o desempenho da classificação em com-
paração com o modelo proposto por Koklu e Ozkan (KOKLU; OZKAN, 2020). Através
de experimentos extensivos, incluindo a replicação dos métodos de Koklu e Ozkan e tes-
tes adicionais focados no pré-processamento de dados e ajustes nos parâmetros da rede
neural, resultados importantes foram obtidos.

Os experimentos demonstraram o papel crítico do pré-processamento de dados na
melhoria do desempenho dos modelos de aprendizado de máquina. Especificamente, téc-
nicas de normalização de dados impactaram significativamente o desempenho dos classifi-
cadores k-Nearest Neighbors (kNN) e MLP. Os resultados indicaram que os classificadores
MLP são particularmente sensíveis à normalização de dados, sendo o método Z-Score mais
eficaz do que o min-max.

O Experimento 16, que combinou Interpolação Linear, Desvio Absoluto Mediano
e normalização Z-Score, alcançou o melhor desempenho, destacando a sinergia dessas
técnicas. As descobertas ressaltam a necessidade de um pré-processamento de dados
minucioso para maximizar o desempenho dos modelos de aprendizado de máquina.

Além disso, o modelo aprimorado de MLP, com parâmetros otimizados como taxa
de aprendizado inicial e configuração das camadas ocultas, mostrou melhorias considerá-
veis em relação aos experimentos iniciais e ao modelo de base de Koklu e Ozkan (KOKLU;
OZKAN, 2020). Essa otimização levou a ganhos significativos nas métricas de avaliação,
demonstrando a importância de ajustar cuidadosamente os parâmetros da rede neural
para alcançar resultados superiores na classificação.

Os resultados encontrados nesse trabalho revelam um espaço grande de avanço de
pesquisa. Trabalhos futuros podem explorar métodos de aprendizado de máquina dife-
rentes, como o SVM e DT realizados no trabalho de Koklu e Ozkan (KOKLU; OZKAN,
2020). Além disso, o impacto do pré-processamento de dados pode ser avaliado em outros
conjuntos de dados, como de outros tipos de sementes (e.g., sementes de arroz, sementes
de abóbora). Por fim, o conjunto de dados utilizado nesse trabalho não é balanceado,
podendo ser analisado o impacto do balanceamento de dados utilizando diferentens téc-
nicas.
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ANEXO A – EXPERIMENTO 1
No experimento 1 foi utilizado kNN como método de imputação de valores faltan-

tes, 3𝜎 como método de detecção de outliers, min-max como método de normalização e
kNN como método de classificação. A Figura 12 mostra a matriz de confusão do Experi-
mento 1.

Figura 12 – Matriz de Confusão do Experimento 1.
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ANEXO B – EXPERIMENTO 2
No experimento 2 foi utilizado kNN como método de imputação de valores faltan-

tes, 3𝜎 como método de detecção de outliers, min-max como método de normalização e
Multi Layer Perceptron como método de classificação. A Figura 13 mostra a matriz de
confusão do Experimento 2, enquanto a Figura 14 e a Figura 15 apresentam os gráficos
de acurácia e de perda por época.

Figura 13 – Matriz de Confusão do Experimento 2.
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Figura 14 – Acurácia por época do Experimento 2.

Figura 15 – Perda por época do Experimento 2.
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ANEXO C – EXPERIMENTO 3
No experimento 3 foi utilizado kNN como método de imputação de valores faltan-

tes, 3𝜎 como método de detecção de outliers, Z-Score como método de normalização e kNN
como método de classificação. A Figura 16 mostra a matriz de confusão do Experimento
3.

Figura 16 – Matriz de Confusão do Experimento 3.
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ANEXO D – EXPERIMENTO 4
No experimento 4 foi utilizado kNN como método de imputação de valores faltan-

tes, 3𝜎 como método de detecção de outliers, Z-Score como método de normalização e
Multi Layer Perceptron como método de classificação. A Figura 17 mostra a matriz de
confusão do Experimento 4, enquanto a Figura 18 e a Figura 19 apresentam os gráficos
de acurácia e de perda por época.

Figura 17 – Matriz de Confusão do Experimento 4.
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Figura 18 – Acurácia por época do Experimento 4.

Figura 19 – Perda por época do Experimento 4.



83

ANEXO E – EXPERIMENTO 5
No experimento 5 foi utilizado kNN como método de imputação de valores faltan-

tes, MAD como método de detecção de outliers, min-max como método de normalização
e kNN como método de classificação. A Figura 20 mostra a matriz de confusão do Expe-
rimento 5.

Figura 20 – Matriz de Confusão do Experimento 5.
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ANEXO F – EXPERIMENTO 6
No experimento 6 foi utilizado kNN como método de imputação de valores faltan-

tes, MAD como método de detecção de outliers, min-max como método de normalização
e Multi Layer Perceptron como método de classificação. A Figura 21 mostra a matriz de
confusão do Experimento 6, enquanto a Figura 22 e a Figura 23 apresentam os gráficos
de acurácia e de perda por época.

Figura 21 – Matriz de Confusão do Experimento 6.
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Figura 22 – Acurácia por época do Experimento 6.

Figura 23 – Perda por época do Experimento 6.
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ANEXO G – EXPERIMENTO 7
No experimento 7 foi utilizado kNN como método de imputação de valores faltan-

tes, MAD como método de detecção de outliers, Z-Score como método de normalização e
kNN como método de classificação. A Figura 24 mostra a matriz de confusão do Experi-
mento 7.

Figura 24 – Matriz de Confusão do Experimento 7.
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ANEXO H – EXPERIMENTO 8
No experimento 8 foi utilizado kNN como método de imputação de valores faltan-

tes, MAD como método de detecção de outliers, Z-Score como método de normalização
e Multi Layer Perceptron como método de classificação. A Figura 25 mostra a matriz de
confusão do Experimento 8, enquanto a Figura 26 e a Figura 27 apresentam os gráficos
de acurácia e de perda por época.

Figura 25 – Matriz de Confusão do Experimento 8.
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Figura 26 – Acurácia por época do Experimento 8.

Figura 27 – Perda por época do Experimento 8.
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ANEXO I – EXPERIMENTO 9
No experimento 9 foi utilizado Interpolação Linear como método de imputação

de valores faltantes, 3𝜎 como método de detecção de outliers, min-max como método
de normalização e kNN como método de classificação. A Figura 28 mostra a matriz de
confusão do Experimento 9.

Figura 28 – Matriz de Confusão do Experimento 9.
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ANEXO J – EXPERIMENTO 10
No experimento 10 foi utilizado Interpolação Linear como método de imputação

de valores faltantes, 3𝜎 como método de detecção de outliers, min-max como método de
normalização e Multi Layer Perceptron como método de classificação. A Figura 29 mostra
a matriz de confusão do Experimento 8, enquanto a Figura 30 e a Figura 31 apresentam
os gráficos de acurácia e de perda por época.

Figura 29 – Matriz de Confusão do Experimento 10.
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Figura 30 – Acurácia por época do Experimento 10.

Figura 31 – Perda por época do Experimento 10.
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ANEXO K – EXPERIMENTO 11
No experimento 11 foi utilizado Interpolação Linear como método de imputação

de valores faltantes, 3𝜎 como método de detecção de outliers, Z-Score como método de
normalização e kNN como método de classificação. A Figura 32 mostra a matriz de
confusão do Experimento 11.

Figura 32 – Matriz de Confusão do Experimento 11.
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ANEXO L – EXPERIMENTO 12
No experimento 12 foi utilizado Interpolação Linear como método de imputação

de valores faltantes, 3𝜎 como método de detecção de outliers, Z-Score como método de
normalização e Multi Layer Perceptron como método de classificação. A Figura 33 mostra
a matriz de confusão do Experimento 8, enquanto a Figura 34 e a Figura 35 apresentam
os gráficos de acurácia e de perda por época.

Figura 33 – Matriz de Confusão do Experimento 12.
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Figura 34 – Acurácia por época do Experimento 12.

Figura 35 – Perda por época do Experimento 12.
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ANEXO M – EXPERIMENTO 13
No experimento 13 foi utilizado Interpolação Linear como método de imputação

de valores faltantes, MAD como método de detecção de outliers, min-max como método
de normalização e kNN como método de classificação. A Figura 36 mostra a matriz de
confusão do Experimento 13.

Figura 36 – Matriz de Confusão do Experimento 13.
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ANEXO N – EXPERIMENTO 14
No experimento 14 foi utilizado Interpolação Linear como método de imputação de

valores faltantes, MAD como método de detecção de outliers, min-max como método de
normalização e Multi Layer Perceptron como método de classificação. A Figura 37 mostra
a matriz de confusão do Experimento 4, enquanto a Figura 38 e a Figura 39 apresentam
os gráficos de acurácia e de perda por época.

Figura 37 – Matriz de Confusão do Experimento 14.
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Figura 38 – Acurácia por época do Experimento 14.

Figura 39 – Perda por época do Experimento 14.
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ANEXO O – EXPERIMENTO 15
No experimento 15 foi utilizado Interpolação Linear como método de imputação

de valores faltantes, MAD como método de detecção de outliers, min-max como método
de normalização e kNN como método de classificação. A Figura 40 mostra a matriz de
confusão do Experimento 15.

Figura 40 – Matriz de Confusão do Experimento 15.
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ANEXO P – EXPERIMENTO 16
No experimento 16 foi utilizado Interpolação Linear como método de imputação

de valores faltantes, MAD como método de detecção de outliers, min-max como método
de normalização e Multi Layer Perceptron como método de classificação. A Figura 41
mostra a matriz de confusão do Experimento 16, enquanto a Figura 42 e a Figura 43
apresentam os gráficos de acurácia e de perda por época.

Figura 41 – Matriz de Confusão do Experimento 16.
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Figura 42 – Acurácia por época do Experimento 16.

Figura 43 – Perda por época do Experimento 16.
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ANEXO Q – KOKLU KNN
Nessa repetição do experimento descrito por Koklu e Ozkan (KOKLU; OZKAN,

2020), os dados brutos foram alimentados diretamente para o algoritmo de classificação
𝑘NN. A utilização de dados brutos geralmente não é indicada, provada pelo resultado
atingido pela classificação desses dados. A Figura 44 apresenta a matriz de confusão
resultante da classificação.

Figura 44 – Matriz de Confusão da Repetição do Experimento de Koklu KNN.
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ANEXO R – KOKLU KNN COM NORMALIZAÇÃO
Nessa repetição do experimento descrito por Koklu e Ozkan (KOKLU; OZKAN,

2020), os dados brutos foram noramlizados antes de serem alimentados para o algoritmo
de classificação 𝑘NN. Com os dados normalizados, o 𝑘NN conseguiu classificar de maneira
melhor os dados. A Figura 45 apresenta a matriz de confusão resultante da classificação.

Figura 45 – Matriz de Confusão da Repetição do Experimento de Koklu KNN com Nor-
malização.
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ANEXO S – KOKLU MLP
Nessa repetição do experimento descrito por Koklu e Ozkan (KOKLU; OZKAN,

2020), os dados brutos foram noramlizados antes de serem alimentados para o algoritmo
de classificação MLP. A utilização de dados brutos geralmente não é indicada, provada
pelo resultado atingido pela classificação desses dados. A Figura 46 apresenta a matriz
de confusão resultante da classificação, a Figura 47 apresenta o gráfico de acurácia por
época (para treinamento e teste) e a Figura 48 apresenta o gráfico de perda por época
(para treinamento e teste).

É possível percebem que com os dados não normalizados a rede neural apenas
"chutou"uma classe para todos os dados recebidos, assim conseguindo classificar apenas
uma das classes corretamente. Esse comportamente é facilmente percebido pela matriz
de confusão e pelo comportamento dos gráficos de perda e de acurácia.

Figura 46 – Matriz de Confusão da Repetição do Experimento de Koklu MLP.
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Figura 47 – Acurácia por época do Experimento de Koklu MLP.

Figura 48 – Perda por época do Experimento de Koklu MLP.
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ANEXO T – KOKLU MLP COM NORMALIZAÇÃO
Nessa repetição do experimento descrito por Koklu e Ozkan (KOKLU; OZKAN,

2020), os dados brutos foram noramlizados antes de serem alimentados para o algoritmo de
classificação MLP. A classificação com os dados já normalizados apresenta um resultado
melhor, mas que poderia ser ainda melhor caso outras técnicas de pré-processamento
de dados fossem aplicadas. A Figura 49 apresenta a matriz de confusão resultante da
classificação, a Figura 50 apresenta o gráfico de acurácia por época (para treinamento e
teste) e a Figura 51 apresenta o gráfico de perda por época (para treinamento e teste).

Figura 49 – Matriz de Confusão da Repetição do Experimento de Koklu MLP com Nor-
malização.
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Figura 50 – Acurácia por época do Experimento de Koklu MLP com Normalização.

Figura 51 – Perda por época do Experimento de Koklu MLP como Normalização.
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