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RESUMO

A disponibilidade hidrica é um dos fatores fundamentais para o sucesso da producao
agricola. Em condi¢fes naturais, os cultivos recebem o suprimento da agua por meio
da precipitacdo e, em épocas de estiagem, sdo necessarias tarefas de manejo com
irrigacdo. A irrigacao € uma técnica artificial destinada ao fornecimento de agua para
os cultivos, e para que esta tarefa possa ser bem manejada, precisa-se do parametro
de irrigacdo. O parametro de irrigacdo € o principal indicador ao fazer tarefas de
irrigacdo, normalmente expresso em milimetros. No verdo, as condi¢cdes
meteoroldgicas podem restringir a disponibilidade hidrica, o que vem a causar
problemas nas culturas e cadeias produtivas. Para fazer frente a este problema de
baixa disponibilidade hidrica, em parceria entre Embrapa Pecuaria Sul e Sulpasto, foi
desenvolvido e lancado o capim-suddo BRS Estribo, que é uma forrageira anual de
verao, que vem ganhando preferéncia por parte dos produtores. Esta forrageira vem
sendo adotada porque, se bem manejada, tem um elevado potencial de producéo.
Neste estudo apresentamos um modelo empirico que, a partir de uma data de
semeadura, dados meteorologicos e parametros da forrageira, calcula o parametro de
irrigacdo. Também é mostrado que os modelos CART, SVM e ANN conseguem prever
o parametro de irrigacdo com um R? de 0,986; 0985 e 0,988 respectivamente, a partir
do modelo empirico. Os resultados apresentados neste estudo indicam que o modelo
empirico e os modelos de inteligéncia artificial podem ser utilizados na aplicacéo

pratica do planejamento e gestao dos recursos hidricos.

Palavras-chave: Agrometeorologia. Balanco hidrico. Aprendizado de maquina.



ABSTRACT

Water availability is one of the key factors for the success of agricultural production.
Under natural conditions, the crops are supplied with water through precipitation, and
during drought periods irrigation management tasks are required. Irrigation is an
artificial technique used to supply water to crops, and in order for this task to be well
managed, the irrigation parameter is needed. The irrigation parameter is the main
indicator when doing irrigation tasks, usually expressed in millimeters. In summer,
weather conditions can restrict water availability, which causes problems in crops and
productive chains. To tackle this problem, in partnership between Embrapa Pecuaria
Sul and Sulpasto, the capim-sudao BRS Estribo was developed and launched, which
is an annual summer forage, which has been gaining preference among producers.
This forage has been adopted because, if well managed, it has a high potential of
production. In this study we present an empirical model, which based on a sowing date,
meteorological data and forage parameters, calculates the irrigation parameter. It is
also shown that the CART, SVM and ANN models can predict the irrigation parameter
with an R? equal to 0,986; 0,985 and 0,988 respectively, from the empirical model. The
results presented in this study indicate that the empirical model and artificial
intelligence models can be used in the practical application of planning and

management of water resources.

Keywords: Agrometeorology. Water balance. Machine learning.
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1 INTRODUCAO

O parametro de irrigacdo ou lamina de irrigacdo é a principal métrica ao fazer
tarefas de irrigacdo, normalmente expresso em milimetros (mm). Segundo Lima
(1999), denomina-se irrigacdo o conjunto de técnicas artificiais destinadas ao
fornecimento de 4gua para os cultivos, em quantidade suficiente e no momento certo,
proporcionando o volume hidrico no solo suficiente para o crescimento das plantas,
corrigindo a distribuicdo natural das chuvas.

O capim-sudao BRS Estribo é uma forrageira anual de verao, langcada em 2013,
desenvolvida pela equipe de melhoramento vegetal da Embrapa Pecuéria Sul e
Sulpasto, com base no processo de selecao, visando alta qualidade e produtividade
como principais caracteristicas. Desta maneira, o capim-sudao BRS Estribo faz parte
das cultivares lancadas pela Embrapa Pecuaria Sul, que tem como finalidade
disponibilizar ao produtor uma opc¢édo para melhorar a produtividade e facilitar o
planejamento de oferta de forragem, prevendo um periodo de escassez de agua. O
pecuarista do sul vem usando, além do campo nativo, forrageiras desenvolvidas e
lancadas pela Embrapa Pecuaria Sul, o que contribui para incrementar os ganhos com
gado de corte ou leite em diferentes tipos de propriedade (EMBRAPA, 2014). O capim-
suddo BRS Estribo oferece importantes vantagens quando comparada a outras
forrageiras de verdo. Por exemplo, quando comparado com o sorgo forrageiro e o
milheto, o capim-sudédo BRS Estribo apresenta um ciclo mais longo (um més e meio
a mais de forragem para o consumo animal). Em comparacdo ao sorgo, 0 capim-
suddo BRS Estribo ndo apresenta riscos de intoxicagcdo aos animais nos estagios
iniciais de desenvolvimento. O capim-sudao BRS Estribo € adaptavel a varios tipos de
solos, apresentando boa tolerancia ao pastejo e ao pisoteio e, alto perfilhamento apos
o pastejo. (SILVEIRA et al., 2015).

O capim sudéao, além de ser responsivo ao fotoperiodo (variavel climatica a qual
identifica o periodo de luminosidade solar em uma regido e época do ano, ou seja, 0
periodo que vai do amanhecer ao pér do sol), € muito sensivel ao déficit e excesso de
agua. Assim, pequenos periodos com estiagem no subperiodo semeadura-
emergéncia e reprodutiva comprometem o sucesso da producdo de forragem. O
capim-suddo BRS Estribo também possui boa tolerancia a deficiéncia hidrica. A
necessidade hidrica para atingir o rendimento potencial do capim-suddo BRS Estribo

varia entre 350 mm a 700 mm, condicionada ao desenvolvimento ao longo do ciclo,
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com base nas condicbes meteoroldgicas locais, caracteristicas da cultura e manejo
do pastejo (SILVEIRA et al., 2015).

De acordo com Medrano et al. (2007), a disponibilidade hidrica é um fator
limitante na produg&o agricola. Em condi¢des naturais, as culturas sdo abastecidas
de agua por meio da precipitacdo pluviométrica, que varia em quantidade e
distribuicdo durante os meses do ano. Nos meses em que a precipitacao pluviométrica
é insuficiente a demanda das culturas, ocorre o estresse hidrico, gerando perdas na
producéo (SACCON, 2018). Geralmente na regido do Rio Grande do Sul ocorre déficit
hidrico no periodo do verdo, devido ao aumento da evapotranspiracéo e a insuficiente
precipitacdo pluviométrica para a demanda hidrica das culturas. Considere-se que a
precipitacdo é a entrada de agua no ecossistema, enquanto que a evapotranspiracdo
é a principal forma de saida (WREGE et al., 2012).

Para Avila et al. (1996), os meses mais criticos para as culturas em relacdo a
precipitacdo séo novembro, dezembro, janeiro e fevereiro. Seu estudo considerou a
série historica de 78 anos (1913-1990), e demostrou que a probabilidade de
ocorréncia de precipitacao pluvial é igual ou menor a 40% na regido da Campanha do
estado do Rio Grande do Sul.

A probabilidade da ocorréncia da precipitacdo pluvial é associada a
produtividade do cultivo. Berlato, Farenzena e Fontana (2005) demostraram que no
Rio Grande do Sul ha uma associacao a fases do fenémeno El Nifio Oscilacao Sul
(ENOS). A fase EI Nifio favorece a probabilidade da ocorréncia da precipitacéo pluvial
e a producdo das culturas, o que poderia dar oportunidade a alta produtividade.
Contrariamente, a fase La Nifia reduz a probabilidade da ocorréncia de precipitacao
pluvial, o que representa riscos de periodos longos de estiagem, tendo como
consequéncia uma queda na produtividade.

Trentin et al. (2016) avaliaram o capim-suddo BRS Estribo submetido a
diferentes disponibilidades hidricas 0%, 50%, 100% e 150% da evapotranspiracdo de
referéncia (perda de agua em milimetros por evaporacao do solo e transpiracdo do
cultivo de referéncia), em um experimento realizado na Embrapa Pecuaria Sul. O
periodo experimental iniciou no verdo de 2014 e terminou no outono de 2015. A
irrigacdo com nivel de 50% da evapotranspiracdo de referéncia obteve 78,069
kg/hectare de matéria verde total, representando a maior producdo do experimento,
seguida de 69,309 kg/hectare para o tratamento com nivel de irrigagdo de 100% da

evapotranspiragdo de referéncia; 59,283 kg/hectare para tratamentos com nivel de



16

irrigacdo de 150% da evapotranspiracao de referéncia e, finalmente 57,604 kg/hectare
para o tratamento sem irrigacao.

Assim, os beneficios do capim-suddo BRS Estribo, quando bem manejado séo
observados nédo somente pela producao de forragem (kg/hectare) ou pelo ganho de
peso animal na pastagem da forma produtividade (kg vivo/hectare), mas também pelo
impacto positivo no sistema como um todo, que vao além da producédo da forragem.
Por exemplo, a reducdo de riscos causados pela estiagem, aumento da taxa de
prenhez e a velocidade do ganho de peso animal. Com isso, € possivel realizar a
venda antecipada do animal no verdo, antes do preco cair devido ao excesso de
oferta, reduzindo a carga animal no outono, devido a fenologia e o efeito na
produtividade. Além disso, num enfoque de sistema de producdo, € fundamental
considerar que a viabilidade econdmica ndo é o preco de venda do produto final, nem
o0 custo de producédo, mas sim a produtividade da pastagem por hectare, a mesma que
€ a base de uma cadeia produtiva (EMBRAPA, 2017). Portanto se fazem necesséarias
tarefas de planejamento ou manejo na produtividade.

Estas tarefas sdo importantes pois a regidao Sul do Brasil tem grande parte de
sua economia associada ao agronegocio, onde as caracteristicas do clima e suas
variagbes podem determinar anos mais, ou menos favoraveis para a producao
agricola e criacao de animais. O agronegocio € uma atividade que ao longo dos anos
tem contribuido para a economia nacional. Em 2017 o PIB do agronegécio foi de R$
1,42 trilhdo, representando 22% do PIB brasileiro e o PIB da pecuaria foi de 433
bilhdes, 31% do agronegdcio (ABIEC, 2018). O Brasil possui o maior rebanho bovino
comercial do mundo, e € um dos maiores exportadores mundiais de carne em
toneladas e em faturamento. Segundo Abiec (2018), em 2017 foram reportadas 13,5
milhdes de cabecas de bovinos, o que representa 6,21% da participacédo do rebanho
do estado no total do Brasil. Nos ultimos 7 anos, o rebanho bovino no Rio Grande do
Sul se manteve relativamente estavel, tendo por aptidao produtiva, prioritariamente, o
gado de corte (INFORMATIVO NESPRO & EMBRAPA PECUARIA SUL, 2018).
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1.1 Problema

Em condi¢Bes naturais, os cultivos recebem o suprimento da agua por meio da
precipitacdo e, em épocas de estiagem, sdo necessarias tarefas de manejo com
irrigacdo para corrigir as deficiéncias hidricas nos cultivos. O parametro de irrigacao é
um dos indicadores no planejamento forrageiro em termos de escassez de recursos
hidricos. O cultivar capim-suddo BRS Estribo, produz abaixo do seu potencial em
condicOes de deficiéncia ou excesso hidrico. Por isso, € necessario conhecer quando
e 0 quanto irrigar ao longo do seu ciclo.

Assim, o problema de pesquisa deste trabalho consiste em determinar os
momentos e a quantidade hidrica que melhor caracterizam as condi¢des solo-agua-
planta-atmosfera para suportar 0 manejo da irrigacédo do capim-sudéao BRS Estribo ao

longo de seu ciclo.

1.2 Justificativa

O desenvolvimento deste trabalho radica no impacto produtivo, econdémico,
ambiental e tecnoldgico que poderia ter o calculo do parametro de irrigacdo, ja que os
modelo propostos poderiam tornar-se uma ferramenta para os produtores. Assim, o
impacto produtivo poderia ocorrer na ado¢ao e manejo do capim suddao BRS Estribo
como estratégia para periodos com riscos de baixa disponibilidade hidrica. O impacto
econdmico poderia ocorrer no processo de dar suporte, ndo s6 ao manejo da irrigacao
em sistemas de producdo de forragem, representada na forma em kg/hectare, mas
também na produtividade da forragem pelo ganho de peso animal em kg vivo/hectare,
gue pode ser representado em preco do bovino gordo na forma R$/kg vivo. Por outra
parte, o recurso hidrico bem manejado pode ter um impacto ambiental, porque a agua
€ um recurso natural limitado que tem a agricultura como a maior consumidora.
Finalmente, o impacto tecnologico poderia ocorrer no processo da apropriacdo da
informacdo como elemento chave na tomada de decisdes no setor agropecuario,
como também o processo de generalizar a irrigacdo, a partir dos dados e de modelos
empiricos e de aprendizado de maquina. Por isso salienta-se a importancia deste
trabalho para suportar o manejo da irrigacdo do capim-suddo BRS Estribo ao longo

de seu ciclo.
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1.3 Objetivos

Neste contexto, o objetivo geral deste trabalho € modelar o parametro de
irrigacdo que melhor caracterize o desenvolvimento do capim-sudédo BRS Estribo ao
longo de seu ciclo. Para este fim, tém-se o0s seguintes objetivos especificos:

— Modelar empiricamente o parametro de irrigacdo que melhor caracterize o

desenvolvimento do capim-sudédo BRS Estribo ao longo de seu ciclo;

— Aplicar modelos de inteligéncia artificial para aprender e prever o parametro de
irrigacédo do capim-sudao BRS Estribo ao longo de seu ciclo;

— Avaliar o desempenho dos modelos na determinagéo do parametro de irrigacao
do capim-sudéo BRS Estribo ao longo de seu ciclo.

1.4 Escopo de trabalho

Sendo um trabalho interdisciplinar das areas agropecuaria e computacao, o
trabalho tera como objetivo principal a modelagem do parametro de irrigacdo com
base em parametros do cultivo e dados meteorologicos da estagcdo Embrapa Pecuaria
Sul, Bagé, RS. Além disso, propde-se o uso de 4 modelos de inteligéncia artificial para
poder generalizar a determinacéo do parametro de irrigacédo e avaliar o desempenho

dos modelos.

1.5 Principais contribuicdes

A principal contribuicdo deste trabalho € desenvolver, aplicar e validar um
modelo que permita obter o parametro de irrigagcdo com as variaveis solo, planta, agua
e atmosfera e, consequentemente, preservar 0s recursos hidricos e otimizar a
producédo, bem como avaliar a possibilidade de extrapolar o uso do modelo para outras
culturas forrageiras, que apresentam comportamento semelhante ao capim-sudao
BRS Estribo.
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1.6 Organizagé&o do trabalho

Este trabalho € composto por cinco capitulos, os quais estédo estruturados da
seguinte forma: No Capitulo 2, denominado Revisdo de Literatura, estabelece-se a
fundamentacao tedrica para manejo do capim-suddo BRS Estribo, a temperatura e
ciclo de desenvolvimento do capim-suddao BRS Estribo, o consumo de &agua e
necessidade de irrigacao, a precipitacéo e a irrigacédo, assim como o referencial teérico
para os modelos de inteligéncia artificial com foco no aprendizado de méaquina. O
Capitulo 3, denominado metodologia, € constituido pelas fases e métodos para o
trabalho, bem como pela apresentacdo do modelo empirico proposto para o célculo
do parametro de irrigacdo e a aplicagdo dos modelos de inteligéncia artificial. No
Capitulo 4, denominado resultados, s&o discutidos o0s resultados obtidos,
contrastando os valores obtidos pelo modelo empirico e os modelos de inteligéncia

artificial. E, por fim, no Capitulo 5, sédo apresentadas as consideracdes finais.
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2 REVISAO DE LITERATURA

Neste capitulo serdo apresentados conceitos correspondentes ao objetivo do
trabalho. Por conseguinte, na Secdo 2.1 serdo descritos os aspectos relativos da
irrigacdo do capim-sudao BRS Estribo. A Secé&o 2.2 descreve os conteudos referentes
aos modelos de inteligéncia artificial e, finalmente, na Secdo 2.3 sera apresentado o

detalhamento dos trabalhos correlatos.

2.1 O capim-sudao BRS Estribo

O capim-sudao BRS Estribo é uma forrageira anual de verao, lancada em 2013.
Desenvolvido pela equipe de melhoramento vegetal da Embrapa Pecuaria Sul e
Sulpasto, com base no processo de selecao, visando a produtividade como principal
objetivo (EMBRAPA, 2014). O capim-suddo BRS Estribo complementa a cultivares
lancadas pela Embrapa Pecuéria Sul, permitindo montar uma cadeia de producgéo de
forragem dentro de um sistema de producdo estratégico, especialmente porque
apresenta boa tolerancia a deficiéncia hidrica, sendo bem adaptado aos estados do
Parana, Santa Catarina e Rio Grande do Sul (SILVEIRA et al., 2015).

Além disso, o capim-suddo BRS Estribo apresenta boas taxas de
perfilhamento, rebrota e rapido crescimento. Foram observadas folhas proxima aos
26 cm, com taxa de aparecimento de folhas de 0.27 cm/perfilho/dia, taxa de
alongamento das folhas em torno de 10 cm/perfilho/dia, taxa de alongamento do
colmo 1.4 cm/perfilho/dia e a cada 4 dias surge uma nova folha nos perfilhos, sendo
o perfilho é a unidade basica de crescimento das gramineas. O numero de folhas vivas
€ uma constante genotipica e particular para cada planta, o BRS estribo mantém cerca
de 8 folhas por perfilho, com uma taxa de senescéncia foliar de 1.79 cm/perfilho/dia,
tendo as folhas uma duracdo de vida média de 31 dias. Portanto, este cultivar
apresenta um maior potencial de crescimento e desenvolvimento quando se tem
condicBes favoraveis. Porém vale salientar que o valor nutritivo das plantas forrageiras
esta intimamente relacionado ao manejo realizado (SILVEIRA et al., 2015).

As semeaduras do capim-suddo BRS Estribo podem ser realizadas desde
outubro até fevereiro para Rio Grande do Sul. O plantio inadequado desta forrageira
pode a expor a condicdes meteoroldgicas que podem limitar a producdo até anular a

producéo da espécie. Segundo Silveira et al. (2015), o ideal é fazer a semeadura com
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temperatura do solo superior a 18°C a fim de obter uniformidade na emergéncia das
plantas. Temperaturas inferiores a 10°C ndo aportam energia para o crescimento
vegetativo do capim-sudao BRS Estribo.

2.1.1 Temperatura e ciclo de desenvolvimento do capim-sudao BRS Estribo

Juntamente com a disponibilidade de agua e nutrientes, a temperatura € um
dos elementos meteoroldgicos que mais influencia no desenvolvimento vegetativo
(KORNER; HILTBRUNNER, 2018). Silveira et al. (2015) consideram que o capim-
sudao BRS Estribo cresce em temperaturas do ar entre 11°C e 34°C e, nesse sentido,
a temperatura ideal para seu crescimento e desenvolvimento esta préxima de 30°C.

Assim, o desenvolvimento desejado do capim-suddo BRS Estribo pode ser
relacionado com a temperatura meédia do ar, utilizando o método da soma térmica
(ST), conhecida também como unidades térmicas diarias (UTD) ou graus dia (GD).
Neste método de analise, considera-se uma temperatura minima abaixo da qual a
planta paralisa seu desenvolvimento (temperatura base). Acima desta temperatura
base, ocorre a soma térmica com o desenvolvimento do cultivo (BRUNINI et al., 1976).

A soma térmica também é utilizada como estratégia para a implantacdo da
pastagem, o manejo de pragas e a planificacdo de intervalos de cortes ou pastejo.
Assim, a soma térmica para o intervalo da semeadura até a emergéncia € de 56°C,
da emergéncia até o primeiro pastejo cerca de 358°C e, para 0s seguintes pastejos
281°C (MALCORRA et al., 2017).

2.1.2 Consumo de agua e necessidade de irrigacéo

Considera-se, atualmente, que a quantidade total de agua na terra, de 1386
milhdes de km?3, tenha permanecido de modo aproximadamente constante durante os
tltimos 500 milhGes de anos. Do volume total de agua da terra, 97,5% € de agua
salgada formada pelos oceanos, e somente 2,5% € 4gua doce. A maior parte dessa
agua doce (68,7%) esta armazenada nas calotas polares e geleiras. Lagos e rios séo
as formas de armazenamento de agua mais acessiveis para 0 uso humano,

representado apenas 0,27% de agua doce da terra, e cerca de 0,007% do volume
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total. Observa-se que, mesmo tendo 1386 milhdes de km?® de dgua na Terra, a porgéo
de agua doce disponivel ao uso humano é apenas 0,007% (LIMA, 2001).

A 4gua € umrecurso vital e sua disponibilidade é um fator limitante da producéo
agricola (MEDRANO et al., 2007). Em condi¢des naturais, as culturas sao abastecidas
de agua por meio da precipitacdo pluviométrica, que varia em quantidade e
distribuicdo durante os meses do ano. Nos meses em que a precipitacdo pluviométrica
€ insuficiente a demanda das culturas, ocorre o estresse hidrico gerando perdas na
producéo (SACCON, 2017).

Geralmente, na regido do Rio Grande do Sul ocorre déficit hidrico no periodo
do verdo, devido ao aumento da evapotranspiracdo e a insuficiente precipitacéo
pluviométrica para a demanda hidrica das culturas. Considere-se que a precipitacao
€ a entrada de agua no ecossistema, enquanto que a evapotranspiragcao € a principal
forma de saida (WREGE et al., 2012).

Neste contexto, considera-se o capim-suddo BRS Estribo como tolerante a
deficiéncia hidrica, desde que o solo permaneca com umidade de no minimo 20%.
Quando a umidade do solo € inferior a 20%, as plantas sofrem alteracdes fisioldgicas,
como o fechamento estomatico e, consequentemente, reducdo no crescimento.
Assim, a necessidade hidrica para atingir o rendimento potencial do capim-sudao BRS
Estribo varia entre 350 mm a 700 mm, condicionada ao desenvolvimento ao longo do
ciclo, com base nas condicbes meteoroldgicas locais, caracteristicas da cultura e
manejo do pastejo (SILVEIRA et al., 2015).

Trentin et al. (2016) obtiveram a maior producdo de matéria seca do capim-
suddo BRS Estribo com uma irrigacdo deficitaria de 50% da evapotranspiracdo de
referéncia. Em contraste, a irrigacdo utilizando uma reposicdo de 150% da
evapotranspiracdo de referéncia gerou uma menor producdo da matéria seca,
semelhante ao tratamento que néo recebeu irrigacao.

O conhecimento da necessidade hidrica é de consideravel relevancia no
planejamento das atividades relacionadas a agricultura. Portanto, o parametro de
irrigacdo torna-se um indicador que, com o correto manejo pode reduzir os danos
causados por déficit hidrico e economizar a mao de obra, energia elétrica ou diesel
utilizado no processo de irrigacdo, ajudando de forma eficiente na preservacédo do

recurso hidrico.
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2.1.3 Precipitacéao

A precipitacdo é definida como a deposicdo de qualquer forma de adgua em
estado liquido ou sélido, proveniente da atmosfera - chuva, granizo, neve, neblina,
chuvisco e orvalho (CAVIGLIONE et al., 2000), que, normalmente, & expressa em
milimetros. Uma chuva de 1 mm equivale ao volume de 1 Lm-2.

Naturalmente, a precipitacdo é a entrada de agua no ecossistema, enquanto
gue a evapotranspiracao € a principal forma de saida. Uma maneira simples de avaliar
a disponibilidade hidrica climatica é através da comparacao da precipitacdo pluvial
com a evapotranspiracao potencial. Neste contexto, 0S meses mais criticos para as
culturas na Regido Sul em relacao a precipitacdo sdo novembro, dezembro, janeiro e
fevereiro. Uma vez que, a probabilidade de ocorréncia de precipitacéo pluvial € igual
ou menor do que 40% na regido da Campanha do estado do Rio Grande do Sul, em
um estudo no qual se considera a série historica de 78 anos (1913 — 1990), enfatiza-
se a necessidade do planejamento da irrigacdo (AVILA et al., 1996).

Esta probabilidade da ocorréncia da precipitacdo pluvial é associada a
produtividade do cultivo, podendo acrescentar ou diminuir a variabilidade da
precipitacéo pluvial em situacdes do fendémeno do El Nifio-Oscilacdo Sul (ENSO), que
€ caraterizado por anomalias, positivas (El Nifio) ou negativas (La Nifa), de
temperatura da superficie do mar no pacifico equatorial. Este fendmeno climatico faz
parte de um ciclo natural global do clima, uma fase quente conhecida como EIl Nifio e
uma fase fria conhecida como La Nifia. Berlato, Farenzena e Fontana (2005)
demostraram que no Rio Grande do Sul hd uma forte tendéncia do “El Nifio” em
favorecer a probabilidade da ocorréncia da precipitacdo pluvial, e a producédo das
culturas, o que poderia dar oportunidade a alta produtividade. Contrariamente, em
situacles de “La Nifia”, existe uma baixa probabilidade da ocorréncia de precipitacédo
pluvial, o que representa periodos longos de estiagem e, consequentemente, uma
baixa produtividade dos cultivos.

Em contraste, a precipitacdo efetiva é a diferenca entre a precipitacdo total e
as diferentes perdas como escoamento superficial, perdas iniciais e evaporacao da
agua interceptada pela vegetacdo. A utilizacdo da precipitacdo efetiva é de grande
relevancia, porque constitui a agua disponivel no solo e € um dos elementos basicos
a serem considerados na equacado do balango hidrico para determinar os requisitos

de irrigacdo das culturas (ROMERO; GRANA, 1999). No manejo correto da irrigacéo,
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a agua a ser aplicada na cultura deve consistir na diferenca entre a demanda

determinada pela evapotranspiracao e a precipitacao efetiva (SILVA et al., 1994).

2.1.4 Irrigagéo

Denomina-se irrigacdo o conjunto de técnicas destinadas ao fornecimento de
agua para os cultivos em quantidade suficiente e no momento certo, podendo corrigir
a distribuicdo natural das chuvas, proporcionando um teor de umidade no solo
suficiente para o crescimento das plantas (LIMA; FERREIRA; CHRISTOFIDIS, 1999).

No Brasil o potencial de solos aptos para a irrigacdo estdo estimados em
29.564.000 hectares, o que representa aproximadamente 3,5% da area total do
territério nacional. Enquanto isto, para o Rio Grande do Sul, o potencial é 2.165.000
hectares, e isso representa 7,3% do total das areas potencialmente aptas a irrigacao
(ANA, 2018).

No Brasil as areas equipadas para a irrigagdo. Em 2006, eram 4.545.533
hectares, e em 2015, eram 6.954.710 hectares, 0 que representa um crescimento de
35%. Enquanto isso, no Rio Grande do Sul, a area irrigada em 2006 foi 997.108
hectares, e em 2015 foi 1.368.327 hectares, 0 que representa um crescimento de
somente 27%. No entanto, o método de irrigacdo por superficie predomina no Rio
Grande do Sul (78%) na rizicultura, seguida da aspersao com o uso de pivls centrais
(6%), representado os principais métodos de irrigacéo, e as demais culturas irrigadas
por outros métodos (16%) (ANA, 2018).

Embora se reconheca os beneficios relacionados a irrigacdo, ainda ha
dificuldades em se dimensionar sua importancia. Assim, em qualquer planejamento
e/ou operacdo no manejo da irrigacéo, deve-se considerar parametros que dependem
da interacdo solo-agua-planta-atmosfera. Estes planejamentos também devem
considerar aspectos sociais e ecoldgicos, mantendo as condi¢cOes favoraveis ao bom
desenvolvimento do cultivo, minimizando os custos e aumentando a eficiéncia no uso
da 4gua (DRUMOND; AGUIAR, 2005).

E evidente que os periodos com déficit hidrico e sem irrigacdo afetam
principalmente o crescimento e o desenvolvimento da planta, bem como a producéo
de matéria seca e, nessa condicdo, o uso da irrigacao torna-se fundamental. A fim de
aumentar a eficiéncia da agua, Trentin et al. (2016) avaliaram o capim-suddo BRS
Estribo submetido a diferentes disponibilidades hidricas 0, 50, 100 e 150% da
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evapotranspiracdo de referéncia. O experimento foi realizado na Embrapa Pecuaria
Sul com inicio no verdo e término no outono de 2015. A irrigacdo com nivel de 50%
(irrigagao total 137,1 mm) da evapotranspiragdo de referéncia obteve 78.069
kg/hectare de matéria verde total, representando a maior producédo do experimento;
seguida de 69.309 kg/hectare para o tratamento com nivel de irrigacdo de 100%
(irrigacéo total 274,2 mm) da evapotranspiracéo de referéncia; 59.283 kg/hectare para
tratamentos com nivel de irrigacdo de 150% (irrigacdo total 411,3 mm) da
evapotranspiracao de referéncia e, finalmente 57.604 kg/hectare para o tratamento
sem irrigagao.

Por conseguinte, 0 momento e a quantidade de &gua aplicada em cada
irrigacao depende de varios fatores que fazem parte do processo produtivo, tais como:
a capacidade de armazenamento de agua do solo, o tipo da cultura, o estagio de
desenvolvimento da cultura, a estagéo do ano e as condigbes meteorologicas (ALLEN
et al., 2006).

2.2 Inteligéncia artificial

A inteligéncia artificial pode ser definida como um ramo da ciéncia da
computacado, que se ocupa pelo estudo e criagdo de sistemas que possam manifestar
um comportamento inteligente, e realizar tarefas complexas com um nivel de
competéncia que € equivalente ou superior ao de um especialista humano (LUGER,
2004).

Dentre os modelos da inteligéncia artificial, abordamos o aprendizado de
maquina supervisionado, a partir da discussdo de suas areas mais importantes de
pesquisa e aplicacdo. Essa visdo geral revela um campo novo e promissor, cujo
interesse principal € encontrar um modo efetivo de entender e aplicar técnicas
inteligentes para a solucdo de problemas, especificamente com a finalidade de
aprender e prever o parametro de irrigacao.

No presente trabalho, serdo abordados 4 modelos de inteligéncia artificial que
foram elegidos de acordo ao dominio do problema e a natureza do parametro de
irrigacéo, estes modelos séo dos tipos de aprendizagem supervisionada que, por meio
de treinamento, teste e validacdo, sdo capazes de determinar o parametro de
irrigacdo, que € parte do objetivo deste trabalho de pesquisa. Assim, o0 modelo K

vizinhos mais proximos € apresentado na se¢do 2.2.1, as arvores de classificacéo e
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regressao sdo apresentadas na secao 2.2.2, a secao 2.2.3 trata das maquinas de

vetores de suporte e a secao 2.2.4 aborda o modelo de redes neurais artificiais.

2.2.1 K vizinhos mais proximos (KNN)

O método K vizinhos mais préximos (KNN, do inglés k-nearest neighbors) é
um método de aprendizado ndo paramétrico para tarefas de regressdo (ALTMAN,
1992). O algoritmo KNN usa K vizinhos para estimar variaveis continuas. O objetivo é
otimizar o resultado da média ponderada da distancia inversa com os K vizinhos
multivariados mais proximos (AGUIRRE-SALADO et al., 2011). O algoritmo de

aproximacao tem a forma de:

o _ Zi (1/d2) Yi
2 (Ye)

Onde:

y; = Média ponderada da distancia inversa com os K vizinhos multivariados
mais proximos;

d = distancia Euclidiana;

y; = observacgfes para a média.

Em geral, a distancia Euclidiana (d) entre os pontos do espaco euclidiana n-

dimensional, é definida como:

O valor ideal para K é escolhido com base no RMSE mais baixo usando
validacdo cruzada. A validacdo cruzada é outra maneira de determinar
retrospectivamente um bom valor de K usando um conjunto de dados independente
para validar esse valor. E importante mencionar que o KNN é muito suscetivel a

superajuste devido a maldi¢cdo da dimensionalidade (ALTMAN, 1992).
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2.2.2 Arvore de classificacio e regresséo (CART)

As arvores de classificacdo e regressao (CART, do inglés classification and
regression trees) sdo modelos versateis da inteligéncia artificial. Estes modelos de
predi¢do supervisionados séo utilizados em varias areas como: mineracédo de dados,
aprendizado de maquina, andlise de dados e tomada de decisdo em geral, sendo uma
das formas de algoritmos de aprendizado mais simples e de maior sucesso (OLSON,;
WU, 2017)

O modelo, em geral, processa os dados com a finalidade de dividi-los em
grupos. As arvores de classificacdo e regressdo sdo eficazes em problemas com
resultados categoéricos, mas podem ser aplicadas a problemas continuos (GERON,
2017). Para dados continuos, o resultado € um numero continuo, que geralmente € a
média da variavel dependente (WITTEN et al., 2016). O modelo da arvore de decisdo
estd baseado em regras e condi¢des que ocorrem de forma sucessiva para gerar
como saida uma decisdo. Sendo possivel sua representacdo em diagramas como 0
da Figura 1 (DAYCHOUN, 2013).

Figura 1 — Representacdo de uma arvore de decisao

X1<5

SIM NAO
v y

SIM NAO l SIM NAO
X3<8 é

SIM | NAO

Fonte: Daychoun (2013)

A figura 1 apresenta a estrutura da arvore, onde cada né interno corresponde
a um teste do valor de uma propriedade, o né raiz representa a variavel que predomina
no sistema, os ramos dos nds sao rotulados como os resultados possiveis do teste e

cada folha da arvore especifica o valor a ser retornado se aquela folha for alcangada.
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O algoritmo CART funciona dividindo o conjunto de treinamento em dois
subconjuntos, um Unico recurso k e um limite t;, (por exemplo: “temperatura media” >
= 23°C) (GERON, 2017). O par (k, t;,) produz os subconjuntos mais puros, a fungéo

de custo que tenta minimizar o erro médio quadratico é dada por:

~ Y
MSEp 40 = Z'e p (Ynode _y(l))
MSEyign: where 11 neze

5 — i
Ynode = E . y( )
Mnode i Enode

A predicdo de uma instancia em uma arvore de regressao atravessa a arvore

Mieft
m

mright

](k, tk) = MSEleft +

iniciando pela raiz, até chegar ao n6 folha que prediz o valor continuo. Esta predicéo
e simplesmente o valor resultante da média das instancias de treinamento associadas
a este no folha (FRIEDMAN; HASTIE; TIBSHIRANI, 2009).

2.2.3 Maquinas de vetores de suporte (SVM)

As maquinas de vetores de suporte (SVM, do inglés support vector machine)
sdo metodos de inteligéncia artificial baseados na teoria da dimensdo Vapnik-
Chervonenkis e o principio de risco estrutural (SMOLA; SCHOLKOPF, 2004). As SVM
estdo bem estruturadas para generalizar dados ainda nao vistos, e podem ser
aplicadas a problemas de regressdo como uma forma de otimizar os limites de
generalizacdo nos problemas de regressao (ROGEL-SALAZAR, 2018).

As SVM’s apresentam um bom rendimento na resolugdo de problemas de
reconhecimento de amostras nao lineares e de padrbes com alta dimensionalidade,
apresentando vantagens unicas ao superar a maldicdo da dimensionalidade (Em
matematica e estatistica, a maldicdo da dimenséo refere-se aos varios fendémenos que
surgem ao analisar e organizar dados de espacos de mdultiplas dimensdes que nao
acontecem no espaco fisico descrito geralmente com apenas trés dimensdes) e o
excesso do aprendizagem, isto devido ao principio de minimizacao de risco estrutural
ao fazer uso do kernel que ndo depende da dimensionalidade do espaco de entrada
(DRUKER, et al., 1997).

Para o algoritmo SVM (Figura 2) suponha-se que se tem dados de treinamento
da forma: {(xi,y1), (x2,¥2), .., (x;,v;)} C X X R, onde x; representa 0 espagco da

entrada e, y; representa o espaco da saida e, f(x):
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f(x) = (w,x)+ b with we x,b € R
Figura 2 — Funcéo de perda para a regressao do SVM
Y

s+ Yy=Wx + b + ¢

y=ux+b -

g y=wx+b

e Yy=wx+b—c¢

Fonte: Smola & Schélkopf (2004)

O modelo tenta minimizar a norma ||w||? = (w,w), da forma:
minimizar > [lw]|?

yi— {w,x;)—b
w,x;))+b —y;

IA A

Sujeto a {

A ideia é que a funcao f aproxima todos os pares (x;, y;) com precisao €, neste
caso 0 problema da otimizacdo convexa € viavel. No entanto, este ndo pode ser o
caso, porque a ideia é generalizar, portanto, as variaveis de folga &i, &i* sao
introduzidas para lidar com as limitacbes do problema de otimizacdo que de outra

forma seriam inviaveis, atingindo a forma:

n
1
minimizar E”WHZ + C Z(fi + &)

i=1
Vi — (W:xi)_b <et+ &
Sujetoa {(w,x)+b —y; < e+ &
fiifi* = 0

Para problemas nao lineares, as funcfes de nucleo transformam os dados em
um espaco de carateristicas dimensionais mais altas para possibilitar a separacéo

linear da seguinte forma:
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N

y= (@ = aDdp (.0 () +b

i=1

Onde: 0<eg<C 1<i<N

N
y= (@ = &).K(xpx) + b
i=1

Existem varios Kernel que podem ser usados nos modelos de SVM. Estes

Kernel incluem a forma linear, polinomial, funcédo de base radial (RBF) e sigmoide:

FungGes Kernel
KX, %) = {exp (<v[x: - x,[)
Onde:
K(X, X)) = 0(X).0(X;)

Ou seja, a funcéo kernel representa um produto escalar de pontos de dados de
entrada mapeados para 0 espaco de caracteristicas dimensionais superiores atraves
de uma transformacéo ¢, sendo Gamma um parametro ajustavel de certas funcdes
do kernel (SMOLA; SCHOLKOPF, 2004). O kernel tipo RBF é a escolha mais usada
em SVM, isso se deve principalmente as respostas localizadas e finitas em toda a
faixa real do eixo x (RASCHKA; MIRJALILI, 2017).

2.2.4 Redes neurais artificiais (ANN)

As redes neurais artificiais (ANN, do inglés Artificial Neural Network) sdo modelos
gue surgiram como uma tentativa de reproduzir o funcionamento do cérebro humano,
e assim desenvolver sistemas capazes de realizar calculos sem a intervencédo
humana. Deste modo, as redes neurais possuem a capacidade para resolver
problemas de aproximacao, predicao e otimizacéo, de forma que a partir dos exemplos
analisados elas conseguem extrair as regras gerais que descrevem um problema e
assim podem aplicar estas regras para a solucdo de novos exemplos ndo analisados
anteriormente (LUGER, 2004).
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2.2.4.1 Neurdnio artificial
O neurdnio artificial foi desenvolvido como uma simplificagdo matematica no
funcionamento do neurbénio humano (Figura 3) que tenta reproduzir as principais

caracteristicas destes referentes a forma em que se processa a aquisicdo de
conhecimentos (ROSENBLATT, 1959).

Figura 3 — Esquema de um neurdnio artificial
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Um neurdnio artificial € formado por entradas (x,,x,,..,x,), que recebem os
sinais externos. Associado a cada entrada de um neurénio artificial, existem pesos
(Wk1, Wia,--,Wiyn), Que sdo 0s valores numéricos que representam a forca das
conexdes existentes entre os diversos neurdnios e, uma funcao de ativagao (¢(.)), que
limita a combinacao dos valores obtidos nas entradas e saidas, transmitindo os sinais
recebidos e processados pelo neurbnio para o exterior (BRAGA; LUDERMIR,;
CARVALHO, 2000).

2.2.4.2 Aprendizado do Perceptron

O tipo de neurdnio artificial mais utilizado € o Perceptron, que foi originalmente
desenvolvido por Rosenblatt (1959). Em termos mateméticos, a saida y, de um

Perceptron k com n entradas € descrita pela equacao:
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Vi = ¢ (vy)

Onde o (.) representa a funcdo de ativagdo que normaliza o valor de saida do

neurénio, e v, € o campo local induzido, calculado pela equacao:

m
Vg = Z Wi X + bk
i=1

Onde x4,x,,...,x, sS40 0s valores de entrada, wyq, Wi,,..., Wy, S&0 0S pesos
sinapticos do neurénio k e b, € o bias, que € uma entrada especial que recebe sempre
o valor 1 e que possui um peso associado que pode ser ajustado, assim como 0s
demais pesos do neurdnio.

A funcéo de ativacéo ¢ (.) mais utilizada é sigmoid, definida através da funcéo

logistica:

¢ (vy) = ﬁ

A Figura 4 mostra o gréfico da funcdo ReLU (Unidade Linear Retificada),
definida como f(x) = max (0,x). A fungdo ReLU é néo linear e, faz com que a saida
de um neurbnio seja normalizada entre os valores 0 e 1, e a funcdo é usada no
processo de aprendizado para gerar uma certa estabilidade no sistema, evitando que
0S pesos variem depois que o valor da saida ja se encontre proximo a um dos
extremos. A principal vantagem de usar a funcdo RelLU sobre outras funcbes de
ativacdo € que ela ndo ativa todos os neurdnios ao mesmo tempo (RUMELHART;
HINTON; WILLIAMS, 1986).

Para que o aprendizado seja possivel, em uma rede neural a base de
perceptrons, € necessario que seja fornecido um conjunto de treinamento com as
saidas desejadas para cada exemplo. Este tipo de aprendizado, que é conhecido
como aprendizado supervisionado, ocorre em diversas etapas, nas quais os dados

sdo submetidos a rede neural para o ajuste dos pesos, que foram inicializados

aleatoriamente.
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Figura 4 — Funcéo de ativacdo RelLU

Fonte: Haykin (2001)

2.2.4.3 Aprendizado por retropropagacao

A tarefa de um perceptron multicamada € obter a saida desejada para as
entradas de certos tipos de dados, com o objetivo de resolver problemas que ndo sao
linearmente separaveis (Figura 5). Com esse objetivo, a aprendizagem do perceptron
utilizada pelo algoritmo consiste em determinar o erro na aproximacao do valor
desejado e propaga-lo retroativamente através das camadas ocultas, com a finalidade
de atualizar os pesos dos neurdnios locais. Este principio € realizado até a
estabilizacdo dos pesos em funcéo do erro (ROSENBLATT, 1959).

Na figura 5, também é apresentada: (a) propagacdo direta de sinais, (b)
propagacéao no sentido inverso usando as mesmas ligacdes que em a. (c) propagacao
do erro usando a matriz de peso fixo, que € constante durante o processo de
aprendizagem (LUGER, 2004).

Figura 5 — Técnica de retropropagacao do erro
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Fonte: Luger (2004)

Assim, as fases de propagacao e retropropagacao seguem sequencialmente
uma a uma e formam um ciclo completo de aprendizado. Estes processos séo
repetidos iterativamente para cada exemplo de treinamento por n-épocas, até que o
aprendizado seja concluido. O numero de neurdnios na camada oculta, assim como
0 numero de camadas ocultas, depende do problema que esta sendo abordado, de
forma que ndo existe um valor padrdao que sirva para a maioria dos casos (LUGER,
2004).

2.3 Trabalhos correlatos

Além dos eixos utilizados para criar o referencial teérico sobre a modelagem do
parametro de irrigacéo de cultivos de capim-sudao BRS Estribo por meio de modelos
de inteligéncia artificial, outros trabalhos referentes ao tema abordado foram
estudados e selecionados.

Nesta secdo serdo descritos os trabalhos correlatos identificados na literatura
gue foram selecionados ndo somente pelo tema da irrigacdo, mas também pelo uso
dos modelos de inteligéncia artificial. A secdo 2.3.1 descreve a revisao sistematica
nos repositérios sobre os conteddos do estudo, e a se¢do 2.3.2 descreve 0

detalhamento dos trabalhos.

2.3.1 Revisao sistematica

A revisao foi feita em repositorios on-line para poder obter informacgdes sobre a
irrigacéo por meio de modelos de inteligéncia artificial. Os repositérios principalmente
utilizados foram: Google académico, ScieceDirect (Elsevier), SciELO, Scopus
(Elsevier), Bases de Dados da Pesquisa Agropecuaria (Embrapa), Alice (Embrapa) e
EBSCOhost.
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Na busca bibliografica utilizou-se as principais palavras chaves:
— Capim suddo AND “BRS estribo”
— “Sorghum sudanense L.”
— lrrigation
— K-Nearest Neighbor AND regression
— Classification and Regression Trees
— Support vector machine AND regression

— Atrtificial neural network AND regression

Entre os trabalhos pesquisados ndo foram encontrados trabalhos que fazem
referéncia a irrigacédo do capim-sudao BRS Estribo utilizando modelos de inteligéncia
artificial. Assim, o critério da selecéo foi baseada nos conteudos abordados por uma
parte do capim-sudao BRS Estribo, e por outra do calculo da irrigagdo por meio de
modelos de inteligéncia artificial.

Dos trabalhos que possuiam ligacdo com a pesquisa, destaca-se os trabalhos
de (ROMERO et al., 2018), (HU et al., 2017), (HASSAN-ESFAHANI; TORRES-RUA,;
MCKEE, 2015) e (GOAP et al., 2018). Estes trabalhos tratam a irrigacado aplicando
modelos de inteligéncia artificial especificamente algoritmos de aprendizado maquina
como: ANN, BRT e SVM.

2.3.2 Detalhamento dos trabalhos

O trabalho realizado por Romero et al. (2018), intitulado “Estimativa do estado
da 4gua em vinhedos usando imagens multiespectrais de uma plataforma de UAV e
algoritmos de aprendizado de maquina para 0 gerenciamento de programacao de
irrigacao”, teve como objetivo detectar remotamente o estado da agua em vinhedos.
Os métodos aplicados no estudo foram algoritmos de aprendizado estatistico para
encontrar a correlacdo entre os indices estudados. Regressdo simples e testes
estatisticos ndo mostraram relacdes significativas entre as variaveis estudadas, porém
os resultados de um algoritmo de aprendizado automéatico de tipo ANN obtiveram os
resultados para os dados de treinamento, validacao e teste de R = 0,8; 0,72 e 0,62,

respectivamente.
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O trabalho realizado por Hu et al. (2017), intitulado “Combinando inteligéncia
humana e de maquina para derivar as regras comportamentais dos agentes para
irrigacao de aguas subterraneas”, cujo objetivo foi derivar as regras do comportamento
da racionalidade limitada dos agentes e da escassez de dados. Assim, 0 estudo
propbe uma abordagem "caixa cinza" para enfrentar o desafio, incorporando
conhecimento de dominio especializado (inteligéncia humana) com técnicas de
aprendizagem de méaquina (inteligéncia artificial). Especificamente, se propde 0 uso
dos gréficos de informacao dirigida (DIG), arvores de regressao reforcadas (BRT) e
conhecimento de dominio para inferir os fatores causais e identificar as regras de
comportamento a partir dos dados. Nesse contexto, um estudo € realizado para
investigar o comportamento de agua pelos agricultores no Centro-Oeste dos EUA. Os
resultados confirmam que o comportamento de irrigacdo dos agentes é consistente
com 0s requisitos reais de irrigacdo da cultura, especialmente em areas secas.
Portanto, pode-se concluir que a abordagem baseada em dados utilizando DIG e BRT
supera a abordagem baseada em otimizagao, especialmente em termos de capturar
a incerteza do comportamento dos agentes como um resultado de racionalidade
limitada e imitando seu comportamento real.

O trabalho realizado por Hassan-Esfahani, Torres-Rua e Mckee (2015),
intitulado “Avaliacdo da alocagdo 6tima da agua de irrigagdo para o sistema de
irrigacdo pressurizada usando abordagem de balanco hidrico, maquinas de
aprendizagem e dados de sensoriamento remoto”, modela a alocagéo 6tima de agua
em relacdo a maximizacdo da uniformidade de irrigacdo. A metodologia aplica
imagens Landsat, dados meteorolégicos locais e medi¢cdes de campo, que descrevem
as condicbes do balanco de agua no solo. Assim, o modelo foi testado em uma
fazenda cultivada com alfafa e aveia e equipada com um pivé central em Scipio, Utah.
O modelo segue trés etapas: A primeira usa uma rede neural artificial para determinar
a umidade profunda do solo e a umidade superior do solo, com R-quadrado de 0.7 e
0.8, respectivamente, como resultado deste processo. A etapa seguinte utiliza o
coeficiente Gini para representar a uniformidade da umidade do solo. Finalmente é
utilizado o algoritmo genético para encontrar o valo minimo do coeficiente Gini. Com
base nos resultados de simulagcédo e otimiza¢do obtidos com o modelo, o irrigador
baseado em algoritmos genéticos na area de estudo poderia usar até 20% menos

agua em comparacao aos procedimentos operacionais tradicionais.
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O trabalho realizado por Goap et al. (2018), intitulado “Um sistema de
gerenciamento de irrigacao inteligente baseado em Internet das coisas (IoT) usando
tecnologias de aprendizado de maquina e codigo aberto”, teve como objetivo propor
um sistema de irrigacdo inteligente baseado em IoT. A inteligéncia do sistema
proposto é baseada em aprendizado supervisionado e nao supervisionado utilizando
Support Vector Machine em sua forma de regressao e k-means para determinar a
umidade do solo a partir de dados meteorolégicos, dados de previsdo meteoroldgica
e diferencas da umidade do solo, e fazer a programacéo da irrigacao. A abordagem
Support Vector Machines e k-means forneceu maior precisdo com menor erro
guadréatico médio (MSE, do inglés Mean Squared Error) (0,10) em comparacao com a
abordagem SVR (0,15) e, com R-quadrado de 0,98 em condi¢cbes de estiagem.
Finalmente o valor previsto da umidade do solo é melhor em termos de preciséo e
taxa de erro.

Estes trabalhos correlatos estéo apresentados de forma resumida na Tabela 1.
No processo da pesquisa foi possivel identificar o estado da arte dos modelos de
inteligéncia artificial e, verificar como estdo sendo integradas nas distintas areas do

conhecimento humano, bem como no sector agropecuario.
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Tabela 1 - Resumo do trabalhos correlatos

Objetivo Técnicas Resultados
Os resultados para o algoritmo da inteligéncia artificial
Estimar o de tipo ANN (Artificial Neural Network) sdao:
estado da agua ANN treinamento, validacéo e teste de R=0,8; 0,72 e 0,62,
em vinhedos respectivamente (ROMERO et al., 2018).
A derivacdo de regras DIG (Directed Information
_ Graph), consegue 6timos resultados, combinando a
Derivar regras . )
q DIG inteligéncia humana e modelos de aprendizagem
o]
BRT maquina de tipo BRT (Boosted Regression Trees)
comportamento.
(HU et al., 2017).
O resultado na determinacéo da umidade profunda do
solo pela ANN apresenta R-quadrado de 0,7. O
Modelar a irrigador baseado em GA (Genetic Algorithm)
alocacao da ANN, GA consegue reduzir 20% do uso da agua comparado a
agua. métodos tradicionais (HASSAN-ESFAHANI;
TORRES-RUA; MCKEE, 2015).
SVM (Support Vector Machine) & k-means em
Propor um . . .
. conjunto fornecem maior precisdo com menor MSE
sistema de SVM, k-
L (0,10) em comparacédo com a abordagem SVR (0,15).
irrigacao means
o Para ambos casos R-quadrado de 0,98 (GOAP et al.,
inteligente

2018).

Fonte: Autor (2018)
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3 METODOLOGIA

Neste capitulo serdo descritas as diversas metodologias seguidas para
alcancar os objetivos do estudo. Por conseguinte, na Se¢édo 3.1 serdo descritos 0s
aspectos relativos a metodologia de pesquisa. A Secdo 3.2 descreve as etapas do
processo da pesquisa. Na Secdo 3.3 sera descrito o estudo. Na Secédo 3.4 sera
descrito o modelo empirico. Na Secdo 3.5 sera descrito o modelo de inteligéncia
artificial. Finalmente, a Secédo 3.6 descreve a avaliacdo do desempenho dos modelos

propostos.

3.1 Metodologia de pesquisa

A linha de pesquisa deste trabalho pertence ao tépico “modelagem
computacional do sistema solo-planta-animal”’, estabelecido pelo PPGCAP -
UNIPAMPA/ EMBRAPA. Do ponto de vista da sua natureza, esta pesquisa é
classificada como uma pesquisa aplicada. De acordo com a classificacdo proposta por
Gil (2007), a pesquisa aplicada tem como objetivo gerar conhecimento para aplicacao
de seus resultados, contribuindo, portanto, para fins praticos, visando a solucao para
um problema encontrado na realidade. Dessa forma, esta pesquisa pretende contribuir
de forma pratica ha modelagem para o calculo do parametro de irrigacédo em cultivos
de capim-suddo BRS Estribo. Do ponto de vista da abordagem do problema, a
pesquisa € quantitativa. Para a pesquisa quantitativa, Gil (2007) explica que a
preocupacdo é a de descrever com precisdo as caracteristicas, utlizando
instrumentos padronizados como a coleta de dados, que conduzem a resultados de
natureza quantitativa, bem como a natureza dos dados meteoroldgicos para extrair o
conhecimento, gerar o modelo, simular os dados, analisar os dados, aprender dos
dados, centrando-se na compreensdo e explicacdo das relagcdes de forma
guantificavel. Do ponto de vista dos objetivos do trabalho, a pesquisa é explicativa,
pois tém como prioridade identificar os fatores que determinam a ocorréncia dos
fendbmenos. Nesta etapa a pesquisa pretende contribuir com o modelo do parametro
de irrigacado, identificando e explicando a fenologia do capim-suddo BRS Estribo,
explicando a razdo, e os porqués das coisas (GIL, 2007). Do ponto de vista dos
procedimentos técnicos, a pesquisa € experimental jA que o objeto de estudo dentro

dos procedimentos é o parametro da irrigacdo e, o processo de modelar, nos da a
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capacidade de manipular as variaveis e, assim, observar o comportamento do sistema

e, portanto, a variavel objeto de estudo (GIL, 2007).

3.2 Etapas do processo da pesquisa

O modelo proposto neste trabalho € dividido em trés etapas: Especificagéao,
Implementacdo e Validagdo (Figura 6). A etapa da especificacdo estabelece os
requisitos a partir do dominio do problema. O processo focaliza o problema, os
objetivos, estabelece a base de dados a ser utilizada e define os métodos para gerar
0 modelo.

A etapa da implementacéo tem como obijetivo principal desenvolver o modelo
empirico e a validacdo pelo especialista. O modelo empirico permite emular o
comportamento do parametro de irrigacdo a partir dos dados meteorolégicos (2007-
2018). Este processo também permite gerar dados que serdo necessarios para o
aprendizado de maquina. Os dados gerados pelo modelo empirico foram usados para
o aprendizado dos modelos de IA e para estimar o parametro de irrigacdo. Os
resultados dos modelos seréo avaliados segundo o erro dos modelos de IA.

Finalmente, na Ultima etapa, foi avaliado o desempenho dos modelos propostos

neste trabalho.

Figura 6 — Etapas da Pesquisa
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3.3 Descricao de estudo

Este trabalho foi realizado em colaboracao da Universidade Federal do Pampa
(UNIPAMPA) e a Empresa Brasileira de Pesquisa Agropecuaria - Embrapa Pecuéria
Sul, a fim de alcancar os objetivos propostos.

3.4 Modelo empirico

O modelo empirico baseia-se na experimentacdo e na logica empirica, que,
juntamente com a observacdo dos fendbmenos e sua analise, permite construir
conhecimento. Esse processo de modelagem nos permite observar as relagdes
(fenologia) entre as variaveis e as caracteristicas fundamentais do objeto de estudo
(HAIM, 2005).

O processo de modelagem do parametro de irrigacdo mostrado na Figura 7,
tem variaveis de entrada da forma solo-agua-planta-atmosfera, procurando o balanco
hidrico e a producéo de forragem. Segundo Thornthwaite & Mather (1955) o balanco
hidrico € definido como a contabilidade de entrada e saida de agua do solo. A entrada
de &agua € representada pela precipitacdo ou irrigacdo e a saida pela
evapotranspiracdo. O método utilizado para o célculo do balanco hidrico diario foi o
de Thornthwaite & Mather (1955), descrito por Pereira, Villa-Nova & Sediyama (1997)
e utilizado no roteiro de céalculo similar aos utilizados por Nied (2003) e por Silva
(2008). O calculo do parametro de irrigacdo no dia n foi realizado iterativamente,
baseado no conteudo de 4gua armazenado no solo no dia (n-1). Nos dias com
irrigacdo, o parametro de irrigacao foi considerado como entrada de agua no célculo
do balanco hidrico, nos demais dias somente a precipitacdo efetiva foi considerada
como entrada de agua. Para ambas as formas de entrada de agua no sistema, a
evapotranspiracdo maxima foi considerada como a saida de agua no célculo do

balanco hidrico.
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3.4.1 Dados meteoroldgicos

A base de dados para este estudo foi disponibilizada pela Estacao
Meteorolégica Principal da Embrapa Pecuéaria Sul, Bagé - RS, situando-se entre as
coordenadas -31.347801°, -54.013292° (latitude, longitude) a 226 metros de altitude.
Esta base de dados representa valores diarios das variaveis apresentadas na Tabela
2, obtidas de 05/01/2007 até 31/05/2018 (2823 dias ou registros — Ano agricola).

Tabela 2 - Varidveis meteoroldgicas e Irrigacao

N° Variavel Descricéo Variavel no sistema
1 Tmax Temperatura maxima do ar (°C) Entrada

2 Tmin Temperatura minima do ar (°C) Entrada

3 Prec Precipitagao pluviométrica (mm) Entrada

4 ETo Evapotranspiracdo de referéncia (mm) Entrada

5 Irrigacdo  Parametro de Irrigacdo (mm) Saida

Fonte: Autor (2018)

3.4.2 Parametros da cultura

A cultura do capim-suddo BRS Estribo possui diversos parametros que afetam
seu desenvolvimento. As proximas secdes descrevem em detalhes os principais

parametros da cultura.

3.4.2.1 Epocas de semeadura

A simulacdo do desenvolvimento da cultura do capim-suddo BRS Estribo foi
realizada para os dias 01 e 15 dos meses de outubro, novembro, dezembro, janeiro,
fevereiro e marco dos anos 2007 a 2018. O periodo preferencial para o plantio do
capim-suddo BRS Estribo, em grande parte do Rio Grande do Sul, é a partir de outubro
até fevereiro, com a capacidade de producao de forragem para os animais até maio-
junho, dependendo em grande parte da ocorréncia de geadas que podem antecipar o
fim do ciclo do capim-sudao BRS Estribo (SILVEIRA et al., 2015).
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3.4.2.2 Subperiodos do capim-sudao BRS Estribo

A duracéo dos subperiodos foi determinada para a cultura do capim-suddo BRS
Estribo (MALCORRA et al., 2017) utilizando-se a soma térmica (ST) ou Unidades
Térmicas Diéarias (UTD). A soma térmica tem sido usada para representar o efeito da
temperatura do ar sobre o crescimento e desenvolvimento das plantas (GILMORE;
ROGERS, 1958; ARNOLD, 1960).

Nesse sentido, as UTD foram determinadas com base nas temperaturas
maximas (Tmax) e minimas (Tmin), possibilitando o célculo da soma térmica em UTD

no periodo de n dias, pela expressao:

n
ST = Z [(Tmax -2|' Tmin) _ Tb]
i=1

A soma térmica necessaria para o capim-suddo BRS Estribo da semeadura-
emergéncia é de 56°C.dia!, da emergéncia-primeiro corte é de 358°C.dia!, para os
demais cortes, a soma térmica necessaria é de 281°C.dial, considerando uma
temperatura base (Th) de 10°C (MALCORRA et al., 2017).

3.4.2.3 Evapotranspiracdo maxima

Para o célculo da evapotranspiracdo maxima (ET,,) da cultura, utilizou-se a
evapotranspiragéo de referéncia (ET,) calculada e os coeficientes de cultura (K,) para
o capim-sudao BRS Estribo (Allen et al., 2006). Os K, variam conforme os subperiodos

de desenvolvimento do capim-suddo BRS Estribo. Finalmente a ET,, foi calculada por:

ET,, = (ET, * K_)
3.4.2.4 Capacidade de 4gua disponivel para os diferentes solos

A capacidade de armazenamento de agua disponivel do solo (CAD) para a
cultura do capim-sudao BRS Estribo foi calculada em uma escala diaria conforme o

aprofundamento radicular. Durante o subperiodo Semeadura-Emergéncia foi
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considerada a CAD até a profundidade de 0,10 m; durante os cortes restantes a CAD
foi calculada para cada dia (CAD,,).

Para o célculo da CAD,desde a emergéncia, quando se tem a CAD inicial
(CAD;,) até o CAD final (CADy), inclui-se a curva de crescimento sigmoidal do sistema
radicular, apresentada por Dourado-Neto et al. (1999), com a funcéo da fracdo da
soma térmica total do subperiodo (ST) atingida até o dia n (ST,,) em substituicdo a
fracdo do nimero de dias, considerando-se uma CAD;,de 15, uma CADyde 60 e um
fator de forma do crescimento do sistema radicular (F) referido para o capim-sudéo
BRS Estribo a 0,80.

CAD; + CAD; 1y ST\F
CAD, = CAD;, + ( ! > m) * {1 — cos l(n(F) * 5—7:1) ]}

3.4.2.5 Precipitagéo efetiva

A precipitagdo efetiva é somente o volume de agua que infiltra no solo. O
Servico de Conservacgédo de Recursos Naturais (NRCS, do inglés Natural Resources
Conservation Service) utiliza o método da precipitacdo efetiva para determinar a
infiltracdo da agua no solo. A metodologia divide a precipitacdo em perdas por

escoamento superficial e em perdas iniciais (FRIZZONE et al., 2005).

Pi=2—""_508
YT TCN

__ (Preci—0.2s)?

Pr = - quando Preci > 0,2s
(Preci+0.8s)

Pr= 0,0 quando Preci < 0,2s
Sendo que:
s = 254 (% - 1)

Onde:
Pi = perdas iniciais em decorréncia da interceptacdo e do enchimento das
rugosidades superficiais do solo;

Pr = perdas por escoamento superficial;
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Preci = precipita¢do pluviométrica;
CN = curva numero, 91 para os solos com teor de silte + teor de argila > 50%
s = parametro de retencao, adimensional.

Pe = Precipitacao efetiva, mm.

Considera-se que a evaporacgao influenciou em 25% das perdas iniciais e
apenas 75% infiltra no solo, e que a variagdo do conteldo de agua no solo vai
depender da agua que infiltra (FRIZZONE et al., 2005), e foi determinada pelas
seguintes equacoes.

Pe = Preci — Pr— 0,25 * Pi, (quando Preci > Pi)
Pe = 0,75 Preci (quando Preci < Pi)

3.4.2.6 Necessidade de irrigacéo

A necessidade de irrigacdo foi determinada pelo quociente entre o contetudo
atual de agua no solo e a CAD, determinados para o dia n, sendo a irrigacéo realizada
no proximo dia (dia n + 1). A irrigagéo foi realizada sempre que o conteudo relativo de
agua no solo foi igual ou inferior ao limite (i), em que: (1 —1i) = p, p é a fracédo de
esgotamento de agua no solo para os niveis de irrigacdo (TRENTIN et al., 2016).
Dessa forma, a necessidade de agua disponivel as plantas (AD), para o processo de

evapotranspiracao, foi estabelecida pelo manejo de irrigacéo:
AD = (1 —1i)*CAD
3.4.2.7 Balanco hidrico

Em concordancia com Thornthwaite & Mather (1955) o balanco hidrico (BH) foi
definido como a contabilidade de entrada e saida de agua do solo. A entrada de agua
€ representada pela precipitacdo ou irrigacéo e a saida pela evapotranspiracdo. Desta
maneira o método utilizado para o célculo do BH diario foi o de Thornthwaite & Mather

(1955), descrito por Pereira, Villa-Nova & Sediyama (1997) na seguinte equacao:

BH = AD + Pe|Irrigacio- ETm
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3.4.2.7 Parametro de irrigagéo

O célculo para obtencdo do parametro de irrigacdo, no dia n foi realizado
iterativamente, baseado no contetdo de agua armazenado no solo no dia (n — 1). Nos
dias com irrigacéo, o parametro de irrigagcéo seré considerado como entrada de agua
no célculo do BH. Nos demais dias, a precipitacdo efetiva serd considerada como
entrada de 4gua. Para ambos casos a evapotranspiracdo maxima da cultura sera

considerada como a saida de 4gua, determinada pela seguinte equacao:
Irrigagao = AD + Pe- ETm — BH

O modelo empirico foi implementado usando a linguagem Python 3.6.5, no
ambiente de JupyterLab, e as bibliotecas pandas, numpy e plotly a fim de suportar o
objetivo deste trabalho, visando a filosofia de desenvolvimento de software de codigo
aberto.

3.5Modelos de inteligéncia artificial

Dentro da inteligéncia artificial existem distintas subareas de estudo, uma das
subéareas é o aprendizado de maquina que, tipicamente, esta classificado em trés
subéareas: aprendizado supervisionado, aprendizado n&o supervisionado e
aprendizado por refor¢co. Abordaremos o aprendizado supervisionado, discutido no
capitulo 2.2 neste estudo. Especificamente a previsdo da estimativa do parametro da
irrigacéo é um problema de regresséo (OLSON; WU, 2017).

Foram usados os 4 modelos de aprendizado de maquina do tipo supervisionado
KNN, CART, SVM e ANN com o objetivo de aprender e prever o parametro de
irrigacdo. A abordagem de modelos de inteligéncia artificial foi considerada
necessaria, porque sendo o modelo empirico um produto do especialista frente ao
domino do problema, sua capacidade poderia ser potencializada a partir dos modelos
de aprendizado de maquina, dados meteorolégicos e os parametros fenoldgicos
préprios do capim-sudao BRS Estribo.

Na figura 8 é apresentado o resumo do processo de aprendizado de maquina
para alcancar o objetivo deste estudo. O modelo tem como origem o processamento
dos dados, que serdo discutidos na se¢do 3.5.1. O processo continua para a

abordagem dos algoritmos de aprendizagem, onde os dados para os algoritmos
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estarédo apresentados na forma (X, y), onde X = conjunto de dados de entrada (Tabela
2) e y = saida desejada. Posteriormente os hiperparametros e métricas dos modelos
serdo configurados a fim de conseguir um modelo final que consiga aprender a partir
dos conjuntos de dados e generalizar a determinagao do parametro de irrigagéo.
Portanto, o enfoque de modelos de aprendizado de maquina baseado na
regressao do parametro de irrigacao, visa prever um valor que esta proximo do valor
real. Para determinar a eficiéncia dos modelos, a diferenca entre os valores previstos
e os valores reais (erro) se obtera através de varias medidas de erro MSE, RMSE,
MAE e R?, que serdo analisados na secdo 3.5.3.1 - indices de rendimento dos

modelos de aprendizado maquina.

Figura 8 — Processo de aprendizado maquina

U
4
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mEmm———— Validagao cruzada k-folds
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ETI‘W t ANN Otimizagéo de hiperparametros

y= Irrigacéo
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-
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Output = y N Input
Parametro de irrigagao CART X

SVM
ANN
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Fonte: Raschka e Mirjalili (2017)
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3.5.1 Pré-processamento dos dados

O pré-processamento muitas vezes € a parte mais crucial do processo, pois a
qualidade dos dados vai determinar a eficiéncia dos algoritmos. Nesse sentido foi
realizada uma exploracdo dos dados, levando em consideracdo as estatisticas
descritivas dos dados, tais como: valores minimos, valores maximos, média, variancia
e sua normalidade, para poder avaliar possiveis inconsisténcia dos dados.

Nesta etapa, foi integrada a variavel ENSO levando em consideracdo as
respectivas datas. Do mesmo modo, serdo integradas as variaveis da soma térmica
acumulada gerada pelo modelo empirico. Finalmente, serdo acumuladas e integradas
as variaveis evapotranspiracao e precipitacdo da forma evapotranspiracdo acumulada
(Eto2) e precipitacdo acumulada (Preci2), apresentadas na Tabela 3. Este processo
se faz necessario a fim de levar em conta as quantidades para aqueles registros onde

sera necessaria irrigacao.

Tabela 3 - Variaveis de entrada e saida para os modelos de aprendizado de maquina

N° Variavel Descrigcéao Vaflével o
sistema
1 Tmax Temperatura maxima do ar (°C) Entrada
2 Tmin Temperatura minima do ar (°C) Entrada
3 St Soma térmica (°C) Entrada
4 St2 Soma térmica acumulada (°C) Entrada
5 ETo Evapotranspiracdo (mm) Entrada
6 ETo2 Evapotranspiracdo acumulada (mm) Entrada
7 Preci Precipitacdo pluviométrica (mm) Entrada
8 Preci2 Precipitacdo pluviométrica acumulada(mm) Entrada
9 ENSO El Nifio—Southern Oscillation (°C) Entrada
10 Moment Momento de irrigacdo (0 ou 1) Entrada
11 Irrigacao Irrigacao (mm) Saida

Fonte: Autor (2018)
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3.5.2 Processo de aprendizado de maquina

Para a implementacdo dos 4 modelos de inteligéncia artificial, foi usada a
ferramenta Orange (Figura 9). Orange é um kit de ferramentas de visualizacdo de
dados de cddigo aberto, aprendizado de maquina e mineracéo de dados. Ele possui
um front-end de programacao visual para andlise exploratdria de dados e visualizacao
interativa de dados e, também, pode ser usado como uma biblioteca Python (DEMSAR
et al., 2013).

Os componentes de Orange sdo chamados de widgets e variam de simples
visualizacao de dados, sele¢do de subconjuntos e pré-processamento, até avaliacao

empirica de algoritmos de aprendizado e modelagem preditiva.

Figura 9 — Fluxo dos componentes para o aprendizado de maquina no Orange
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Fonte: Autor (2018)

A programacéo visual é implementada por meio de uma interface na qual os

fluxos de trabalho sdo criados vinculando widgets predefinidos ou projetados pelo
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usuario. Enquanto isso, os usuérios avancados podem usar o Orange como uma
biblioteca Python baseado em componentes para manipulagéo de dados, visualizacao
de dados, aprendizado de maquina, mineracao de dados e andlise de dados.

Orange usa bibliotecas Python de codigo aberto para computacdo cientifica,
como humpy, scipy e scikit-learn. O Orange € suportado no macOS, Windows e Linux.
A instalacdo padrdo inclui varios algoritmos de aprendizado de maquina, pré-
processamento e visualizacdo de dados em 6 conjuntos de widgets (dados,
visualizacdo, classificacdo, regressdo, avaliacio e nao supervisionados).
Funcionalidades adicionais estdo disponiveis como complementos (bioinformética,

fuséo de dados e mineragéo de texto).

3.5.3 Hiperpametros para os modelos de aprendizado de maquina

A configuracao dos hiperparametros para modelos de aprendizado de maquina
foi a realizada da seguinte forma:

- Para o modelo KNN, o numero de vizinhos mais proximos foi determinado
observando o RMSE do modelo, onde o numero ideal de vizinhos mais
proximos foi k = 7, utilizando como métrica a distancia euclidiana;

- Para o modelo CART, os hiperparametros para a arvore de regressao incluiram
0 numero minimo de instancias nas folhas, o mesmo foi determinado
observando o RMSE do modelo, onde o numero minimo de instancias na folha
séo 6, limitado a uma profundidade maxima da arvore a 6 niveis em relacdo ao
no principal;

- Para o modelo SVM, o kernel escolhido foi de funcéo de base radial (RBF), com
esta funcdo SVM contém trés hiperparametros principais a serem configurados.
A RMSE do modelo depende de uma boa configuracdo do Custo (C),
regression loss épsilon(e) e dos parametros do kernel. Para o modelo SVM, o
RMSE depende da configuracédo do Custo (C=10) que € o prazo de penalidade
por perda, para tarefas de regressdo dependente da configuracdo do épsilon-
SVR (g = 0,10) que define a distancia dos valores verdadeiros dentro dos quais
ndo ha penalidade associada aos valores previstos. Para gamma (g = 0,20) no
kernel RBF, o valor recomendado é 1/k, onde k € nimero dos atributos, ou g =
auto. Finalmente a otimizacdo dos parametros esta dada pela tolerancia

numeérica 0,01 e 500 iteragdes;
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- Para o modelo ANN foi utilizado o tipo Perceptron multicamadas (MLP) com o
algoritmo backpropagation. Os hiperparametros para a rede neural foram
definidos em duas camadas ocultas com 16 e 8 neurdnios respetivamente, esta
configuracdo esta determinada observando o RMSE do modelo. A funcdo de
ativacdo estd dada pela funcdo da unidade linear retificada (ReLu) e a
otimizac&o dos pesos é dada pelo método da descida do gradiente estocastico
(SGD). O modelo ANN também utiliza o pardmetro Alpha = 0,0001 (L2:
regularizacao Rigde Regression), com 100 iteragOes para permitir uma melhor

convergéncia.

A configuracdo dos hiperparametros empregados nos modelos é apresentada
na Tabela 4, as mesmas que estao baseadas no processo de aprendizado de maquina
supervisionado (Figura 8), considerando os valores das variaveis de entrada e saida
da Tabela 3. Processo que permite obter os valores desejados, possibilitando o
aprendizado e evitando o overfiting. Este trabalho apresenta um enfoque analitico dos
indices de rendimento dos modelos de inteligéncia artificial, dado que a qualidade dos
modelos depende da configuracdo adequada dos hiperparametros. Nessa concepcao,
os hiperparametros foram determinados de forma empirica através de tentativa e erro

buscando os melhores indices de rendimento para os modelos.

Tabela 4 - Hiperpametros para os modelos de aprendizado de maquina

(continua)

Modelo Métricas dos algoritmos
KNN Numero de vizinhos k = 7,

Métrica distancia euclidiana

CART Numero de instancias na folha = 6;
SVM Profundidade maxima da arvore = 6

Custo C=10;

épsilon-SVR ¢ = 0,10;

Kernel = RBF;

g =0,20;

Alpha = 0,01,

Iteracdes = 500
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Tabela 4 - Hiperpametros para os modelos de aprendizado de maquina

(continuacéo)

Modelo Métricas dos algoritmos

ANN 2 camadas ocultas com 16 e 8 neuronios;
Funcao de ativacdo = RelL.u;
Solver = SGD;
Alpha = 0,0001;
Iteracdes = 100

Fonte: Autor (2018)

O processo de treinamento e teste utiliza a técnica de validagédo cruzada. O
modelo de validacdo cruzada é uma técnica importante, usada no aprendizado de
magquina para avaliar a variabilidade de um conjunto de dados e a confiabilidade de
gualquer modelo treinado usando esses dados, a partir da qualidade dos parametros.

O modelo de validagéo cruzada divide aleatoriamente os dados de treinamento
em particdes chamadas k-folds. O modelo padréo utiliza 10 partigdes (k-folds =10).
Os dados de entrada séo divididos em 10 partes, em que uma esta reservada para
teste, e as outras 9 para treinamento. Esse processo € repetido 10 vezes e as métricas
de avaliacédo séo transformadas em médias. Isso ajuda a determinar como o modelo
seria generalizado para novos conjuntos de dados. Apos o teste do modelo, as
métricas de avaliacdo sao usadas para avaliar o desempenho do modelo treinado.

As métricas para avaliar os resultados depois de executar 0os experimentos
(modelos de aprendizado de maquina) representam o erro. O erro representa a
diferenca entre o valor previsto e o valor verdadeiro. Estas métricas de avaliacéo
medem o desempenho de previsdo de um modelo de regressdo em termos do desvio
da média de suas previsdes dos valores verdadeiros. Uma meétrica de erro geral O

significa que o modelo se ajusta perfeitamente aos dados.
3.5.3.1 indices de rendimento para os modelos de aprendizado maquina

O desempenho dos modelos foi avaliado por meio de analise de regressao dos
indices:
- A média dos quadrados dos erros (MSE, do inglés Mean Squared Error) € a

média dos quadrados dos erros de previsao.
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n
1
MSE = EZ(% - 9:)?
i=1

- A raiz quadrada do quadrado médio do erro (RMSE, do inglés Root Mean
Squared Error) é o valor do desvio padréo dos erros de previsdo (residuos). E
uma medida de dispersao dos residuos.

n
1
RMSE = |~ (v, = 9)°
i=1

- O erro médio absoluto (MAE, do Mean Absolute Error) é a média das

magnitudes do erro, ignorando a direcao.

n
1
MAE = _Z P
-y 1Iyl il
i=

- O coeficiente de determinacdo (R?) é a proporcdo da variancia na variavel
dependente em termos da variavel independente (quadrado da medida do

coeficiente de correlacéo).

N2
Rz_l_ ?zl(yi_yi)

(v -7)

3.6 Avaliacdo do desempenho dos modelos propostos

Para avaliar estatisticamente o desempenho dos modelos propostos neste
trabalho, procurou-se correlacionar os valores estimados com as medidas, tomando-
se como base os indicadores estatisticos propostos por (CAMARGO; SENTELHAS,
1997), definidos da forma: correlacdo entre o parametro de irrigacao real e parametro
de irrigacdo modelos “r’; exatidao — indice de Willmott “d” e o desempenho dos
modelos “c” (Tabela 5).

Matematicamente, esta aproximacdo € dada por um indice designado

concordancia, representado pela letra “d” (WILLMOTT et al., 1985), cujos valores
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variam de zero, para nenhuma concordancia, a 1, para concordancia perfeita. O indice

€ dado pela seguinte expressao:

Y (Pi — 0i)?

=1-—
d SUPi— 0]+ [0i = 0])?

Onde Pi é o valor estimado, Oi é o valor observado e, O a média dos valores
observados. O indice de desempenho dos modelos “c” é representado pelo produto

dos indices de precisédo “r’ e de exatidao “d”, expressado da forma:

c=rx*xd

Devido ao fato de serem apresentados mais de um modelo de estimativa para
o parametro de irrigacéo € importante ter um indicador, neste caso o indice “c” (Tabela
5), a fim de ter um critério de comparacao de desempenho dos modelos na tarefa de

estimativa do parametro de irrigacao.

Tabela 5 - Critério de interpretacdo do desempenho dos métodos de estimativa do

parametro de irrigacao, pelo indice “c”.

Valor de “c” Desempenho
>0,85 Otimo
0,76 a 0,85 Muito Bom

0,66 a0,75 Bom
0,61 a0,65 Mediano
0,51a0,60 Sofrivel
0,41 a 0,50 Mau
<=0,40 Péssimo

Fonte: Camargo & Sentelhas (1997)
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4 RESULTADOS

Neste capitulo sdo apresentados os resultados obtidos com o modelo de
irrigacao proposto neste trabalho. Por conseguinte, na Sec¢&o 4.1 séo apresentados
os resultados do modelo empirico. Na Sec¢éo 4.2 sdo apresentados os resultados dos
modelos de inteligéncia artificial. Finalmente, a Sec&o 4.3 apresenta o desempenho

dos modelos propostos.

4.1 Resultados do modelo empirico

O modelo empirico tem como variaveis de entrada temperaturas maximas,
minimas, precipitacdo e parametros da cultura e como variavel de saida o parametro
de irrigagdo. A Figura 10 mostra a distribuicdo das variaveis de entrada ao longo dos
anos de 2007 a 2018.

Figura 10 — Valores médios das temperaturas maximas, minimas e valores
acumulados de precipitacdo e evapotranspiracdo da Estacdo Meteoroldgica Principal
da Embrapa Pecuaria Sul, Bagé - RS, para o periodo de janeiro de 2007 a maio de
2018.
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Para gerar a simulagdo, foram imprescindiveis os parametros sobre o
desenvolvimento do capim-suddo BRS Estribo e, assim, realizar o balanco hidrico
sequencial para as épocas de semeadura dos anos 2007-2018. Foi modelado
empiricamente o parametro de irrigagao que melhor caracteriza o desenvolvimento do
capim-sudao BRS Estribo. Desta maneira, determinou-se a necessidade de irrigacéo,
principalmente devido & possivel ocorréncia de periodos prolongados de escassez de
precipitacao.

Na Figura 11 é apresentada a agua disponivel (AD) simulada para a semeadura
realizada entre 01/10/2016 e 31/05/2017 para o capim-sudao BRS Estribo ao longo
de seu ciclo. Além da necessidade de irrigacdo, é apresentado o comportamento da
precipitacdo e da precipitacao efetiva (que representa a agua que no solo e esteve

disponivel para a planta).

Figura 11 — Valores diarios da agua disponivel, precipitacao e precipitacao efetiva em
mm ao longo do ciclo do capim-suddao BRS Estribo, em funcdo da semeadura
simulada com data 01/10/2016 a 31/05/2017.
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Em concordancia, o parametro de irrigacdo € um complemento da quantidade
de agua disponibilizada pelas precipitacfes (Figura 12). Desta forma, o capim-sudao
BRS Estribo podera ser suprido em suas necessidades hidricas nos dias com
auséncia de precipitacdo, procurando o balanco hidrico ao longo do seu ciclo.

Figura 12 — Valores diarios da necessidade de agua disponivel, precipitacéo efetiva,
irrigacéo, evapotranspiragdo maxima, irrigacédo, balanco hidrico em mm ao longo do
ciclo do Capim-Sudédo BRS Estribo, em fungdo da semeadura simulada com data
01/10/2016 a 31/05/2017
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Fonte: Autor (2018)

A seguir, serdo apresentados os resultados gerados pelas simulacdes, levando
em consideracao os parametros do capim-sudao BRS Estribo para os anos 2007 a
2018, considerando como relevantes as seguintes variaveis: soma térmica
acumulada, evapotranspiracdo maxima, precipitacao efetiva e finalmente o parametro
de irrigacdo. Deste processo se consegue simular 21786 registros, dentro dos quais

506 registros apresentam necessidade de irrigacao.

Na Figura 13 é apresentada a soma térmica acumulada e aproveitada pelo

capim-sudao BRS Estribo ao longo de seu ciclo. A soma térmica acumulada deve ser
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interpretada como a energia aproveitada pelas plantas em Unidades Térmicas Diarias
(UTD). Esta variavel foi acumulada para todo o ciclo do cultivo e agrupada por ano
agricola, e os valores encontrados de soma térmica acumulada por ciclo variaram de
550 a 2707. E possivel identificar pequenas variagdes, provavelmente devido aos
efeitos gerados pelo ENSO. As semeaduras que iniciaram em outubro até dezembro
resultaram em cultivos que possuiam as maiores somas térmicas. Portanto, estas
semeaduras, bem manejadas, poderiam resultar em maior rendimento de forragem
em termos de producéo, isto devido ao fato do capim-suddo BRS Estribo ser

responsivo ao fotoperiodo.

Figura 13 — Soma térmica acumulada em graus dias, acumulados em funcdo das

semeaduras, simuladas durante os anos 2007 a 2018.
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Na Figura 14 séo apresentadas as simulacdes da evapotranspiracdo maxima
acumulada do capim-suddo BRS Estribo ao longo de seu ciclo, que varia de 100mm
até 550mm segundo a data de semeadura. Esta variavel foi acumulada para todo o
ciclo do cultivo e agrupada por ano agricola. As semeaduras que iniciaram em outubro
até meados de dezembro propiciaram cultivos que possuiam os maiores valores de
evapotranspiracdo. E possivel identificar variacbes importantes nos anos com
presenca do ENSO (2009, 2013 e 2015), apresentadas no Anexo 3.
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Figura 14 — Evapotranspiracdo maxima acumulada em mm, em funcdo das

semeaduras, simuladas durante os anos 2007 a 2018.
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Foi determinada a precipitacdo efetiva em milimetros (mm). E esta variavel
deve ser interpretada como a agua que ingressa de forma natural no sistema e que
sera aproveitada pelo capim-sudao BRS Estribo para seu desenvolvimento ao longo
de seu ciclo (Figura 15). A variavel foi acumulada para todo o ciclo do cultivo e
agrupada para o ano agricola. E possivel identificar que esta variavel possui
importantes variacbes especialmente para os anos 2009, 2013 e 2015, onde a
anomalia do ENSO apresenta as maiores variacdes (Anexo 3). O que traz
interessantes oportunidades de manejo na produtividade, alternando entre as

anomalias de El Nifio e La Nina.
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Figura 15 — Precipitagdo acumulada em mm, em fungéo das semeaduras, simuladas
durante os anos 2007 a 2018.
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Finalmente, foi determinada a irrigagcdo acumulada em milimetros (mm). E esta
variavel deve ser interpretada como a agua necessaria que ingressa de forma artificial
no sistema e que sera aproveitada pelo capim-suddo BRS Estribo para seu
desenvolvimento ao longo de seu ciclo, levando em consideracdo a necessidade de
irrigacdo que foi ajustada ao balanco hidrico para os subperiodos do capim-sudéo
BRS Estribo ao longo de seu ciclo (Figura 16). Esta variavel foi acumulada para todo
o ciclo do cultivo e agrupada para o ano agricola. E possivel identificar que esta
variavel possui importantes variacdes especialmente para os anos 2009, 2013 e 2015,
onde a anomalia do ENSO apresenta as maiores variagdes (Anexo 3). Estas irrigacoes
fazem complemento a variavel precipitacdo efetiva acumulada, anteriormente
analisada. E importante mencionar que as primeiras semeaduras possuem as maiores

irrigacoes.
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Figura 16 — Irrigacdo acumulada em mm, em fungdo das semeaduras, simuladas
durante os anos 2007 a 2018.
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Desta maneira, pode-se calcular o parametro de irrigacdo a partir dos dados
meteoroldgicos e parametros da cultura, levando em consideracéo o balanc¢o hidrico
a fim de dimensionar a irrigacao. Esse calculo é especialmente quando ocorrem as
maiores necessidades de irrigacdo, visando manter a produtividade do capim-sudéao

BRS Estribo ao longo de seu ciclo.

4.2 Resultados dos modelos de inteligéncia artificial

A seguir serdo apresentados os resultados obtidos com os modelos de
inteligéncia artificial. A estimativa do parametro de irrigacdo utilizada por esses
modelos tem como referéncia o modelo empirico. Assim, os dados para os modelos
de aprendizado de maquina foram integrados segundo a tarefa de pré-processamento
descrita na se¢do 3.5.1. Deste processo se consegue 21786 registros no total, com
506 registros em dias com a necessidade de irrigacdo. Observe 0 Anexo 4 que mostra
a descricao estatistica das variaveis em forma de boxplot.

O primeiro modelo gerado foi o KNN, apresentado na Figura 17, que mostra um

desempenho baixo, devido ao fato do modelo KNN ser baseado em k vizinhos mais
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préximos, assim a variabilidade da ocorréncia das irrigagdes com vizinhos mais

préximos igual a zero faz com que o modelo ndo consiga um 6timo desempenho.

Figura 17 — Parametro de irrigagdo em mm, real e estimado pelo modelo KNN, em
funcdo da época de semeadura, simulada entre 01/10/2016 e 31/05/2017.
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O aprendizado pelo modelo CART consegue criar regras de regressao
baseadas nas varidveis de maior importancia. Estas regras sdo apresentadas no
Anexo 1 e conseguem estimar o parametro de irrigacdo como é apresentada na Figura
18.

Figura 18 — Parametro de irrigacdo em mm, real e estimado pelo modelo CART, em
funcdo da época de semeadura, simulada entre 01/10/2016 e 31/05/2017.
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O modelo SVM utiliza um kernel para mapear um espaco de carateristicas
(entrada original) em um espaco de alta dimensionalidade. As fronteiras de deciséo
sdo nao lineares. Posteriormente, é construido um modelo linear no espaco das
carateristicas (GAO et al., 2002). Esse processo permite uma melhor aproximacgao
aos valores desejados. Por outro lado, faz com que exista uma certa variagdo nos

valores préximos a zero (Figura 19).

Figura 19 — Parametro de irrigacdo em mm, real e estimado pelo modelo SVM, em
funcdo da época de semeadura, simulada entre 01/10/2016 e 31/05/2017.
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Para finalizar, o modelo da ANN também apresenta uma convergéncia no
aprendizado considerando duas camadas ocultas para poder aprender da funcéo de
descontinuidade do parametro de irrigacdo (HAYKIN, 2001). Esse processo permite
uma melhor aproximacao dos valores desejados, como é possivel observar na Figura
20.
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Figura 20 — Parametro de irrigagdo em mm, real e estimado pelo modelo ANN, em

funcdo da época de semeadura, simulada entre 01/10/2016 e 31/05/2017.

— AD ® NModelo empirico

Parametro de irrigagdo (mm)
(]
(=]
W
T,
"
—

0

Oct 2016 Mowv 2016 Dec 2016 Jlan 2017

Ciclo do capim-suddo BRS Estribo

Fonte: Autor (2018)

Feb 2017

X Modelo AMN

Mar 2017

Apr 2017 May 2017 Jun 2017

Na Tabela 6, sdo apresentados os indices de rendimento para os modelos de

aprendizado de maquina propostos no sec¢ao 3.5.

Tabela 6 - indices de rendimento dos modelos de inteligéncia artificial

Modelo MSE RMSE MAE R?
KNN 8,900 2,983 0,672 0,078
CART 0,132 0,363 0,036 0,986
SVM 0,150 0,387 0,171 0,985
ANN 0,115 0,338 0,077 0,988

Fonte: Autor (2018)

O desempenho do modelo KNN apresenta um RMSE de 2,983 e um R? de

0,078 que sao os indices de erro mais baixos comparados com os 3 modelos

restantes. Uma possivel explicacdo talvez seja que ao realizar a tarefa de

aprendizagem, o namero de k vizinhos considera os vizinhos mais préximos que

contém o valor O (sem irrigacao), prejudicando a estimativa por este método. Porém,

isto ocorre considerando a totalidade dos registros, o0 seja dias com necessidade de

irrigacdo e dias sem necessidade de irrigacdo. Se for considero s6 dias com

necessidade de irrigacdo o desempenho do modelo KNN tem um R? de 0.983. Porem
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os resultados apresentados na Tabela 6, considera os critérios de estandardizagéo na
guantidade dos registros. O desempenho do modelo CART consegue criar regras de
regressao baseadas nas varidveis de maior importancia. Estas regras de regressao
(Anexo 1) conseguem estimar o parametro de irrigacdo proximo aos valores
desejados com um RMSE de 0,387, um R? de 0,986 e um MAE de 0,036, tendo este
altimo indice um valor baixo porque as regras ndo consideram valores inferiores a 0
como parametro de irrigagéo. De forma similar, SVM consegue uma alta aproximacao
aos valores desejados com um RMSE de 0,387 e um R? de 0,985 do modelo final.
Finalmente, o modelo ANN apresenta um RMSE de 0,338 e um R? de 0,988,
mostrando uma convergéncia no aprendizado, o qual representa que a estimacéao do
modelo é préxima aos valores desejados e propostos pelo especialista.

E interessante observar que grande parte do aprendizado ocorre ao incluir a
variavel soma térmica acumulada. No modelo empirico, esta variavel tem correlacao
direta com o desenvolvimento do capim-sudédo BRS Estribo ao longo do ciclo. Este
comportamento fenologico, que responde ao desenvolvimento do cultivo, também
poderia responder a necessidade de irrigacdo. Também se observa que o ajuste fino

ocorre com as vaiaveis de evapotranspiracdo acumulada e temperatura minima.

4.3 Avaliacdo do desempenho dos modelos

Ap6s analisar os indices de regressao obtidos pelos modelos de inteligéncia
artificial, foram avaliados estatisticamente o desempenho com base no indice “c’
proposto por Camargo & Sentelhas (1997). E importante ter em conta que no célculo
do parametro de irrigacdo pelo método empirico, as equacdes empregadas estéao
baseadas em grande parte na soma térmica e na disponibilidade hidrica, que as limita
a serem usadas para locais com as mesmas condicbes onde foi efetuada sua
determinacao. Deste modo, embora algumas dessas equac¢des sejam frequentemente
citadas na literatura, é importante uma analise de desempenho que integre os indices
de rendimento dos modelos de inteligéncia artificial.

Devido ao fato de ser apresentado mais de um modelo de estimativa para o
parametro de irrigacédo, foi importante ter um indicador, neste caso o indice “c” (Tabela
7), a fim de ter um critério de comparacao de desempenho dos modelos na tarefa de
estimativa do parametro de irrigacdo. Portanto, a Tabela 7 apresenta o desempenho

dos 4 modelos de inteligéncia artificial pelo indice “c’. Com base nos indices “c”, 0s
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modelos CART, SVM e ANN se apresentam como oOtimas opc¢Bes na tarefa da
estimativa do parametro de irrigacéo para o capim-suddo BRS Estribo ao longo de
seu ciclo.

Tabela 7 - Desempenho dos modelos de inteligéncia artificial pelo indice “c”

Modelo indice “c” Desempenho
KNN 0,02 Péssimo
CART 0,93 Otimo
SVM 0,93 Otimo
ANN 0,94 Otimo

Fonte: Autor (2018)

Do mesmo modo, a Figura 21 mostra o desempenho dos modelos de
inteligéncia artificial na estimativa do parametro de irrigagcdo com base nos indicadores
estatisticos de Camargo & Sentelhas (1997), em que a precisdo € dada pelo
coeficiente de correlagao “r’, a exatidao representada pelo indice de Willmott “d” e a
confianca ou desempenho pelo indice “c”. O modelo ANN mostrou 6timo desempenho,
muito proximo aos valores dos modelos SVM e CART. Contrariamente o modelo KNN

“on

mostrou-se péssimo segundo o indice “c”. Os indices de desempenho dos modelos
pelo indice “c” apresentam semelhanca aos indices de rendimento dos modelos de
inteligéncia artificial, devido provavelmente ao fato dos resultados dos modelos CART,
SVM e ANN estarem proximos aos valores reais. A dispersdo dos valores do
parametro de irrigacéo estédo delimitadas pelalinha 1:1 (diagonal principal). A diagonal
principal separa os valores do parametros de irrigacdo em valores subestimados
(elementos abaixo da diagonal) e valores sobrestimados (elementos acima da

diagonal).
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Figura 21 — Dispersao do parametro de irrigacédo pelos modelos de KNN, CART, SVM,
ANN em relacdo ao modelo empirico.
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5 CONSIDERACOES FINAIS

O objetivo deste trabalho foi modelar o parametro de irrigacao para o capim-
sudao BRS Estribo. Para que este objetivo fosse atingido, foram abordados modelos
empiricos e modelos de inteligéncia artificial com foco no aprendizado de maquina
supervisionado. A elaboracdo do modelo empirico foi implementada através de um
protétipo que simula os parametros de irrigacdo ao longo do ciclo do capim-sudao
BRS Estribo.

Os experimentos realizados mostraram que este método usando os dados
meteorologicos e parametros do cultivo, permitem modelar empiricamente o
parametro de irrigacdo. Este modelo empirico tem potencial de poder responder a
necessidade hidrica para os cultivos, tendo como diferencial o fato de calcular o
parametro de irrigacdo ao longo do ciclo do capim-sudéo BRS Estribo, a partir de uma
data de semeadura, mantendo um registro historico do parametro cultivo.

Portanto, para fazer frente aos problemas de deficiéncias hidricas é necessario
uma avaliacdo acurada do potencial hidrico. O método que melhor se adequa para
guantificar este potencial € o modelo empirico baseado no balango hidrico, porque é
possivel a integracdo das caracteristicas solo-agua-planta-atmosfera no potencial
hidrico, levando em consideracédo a integracdo destas carateristicas em uma serie
temporal e historica.

A abordagem dos modelos de inteligéncia artificial, por outro lado, ndo esta
condicionada a um registro histérico do balanco hidrico. O aprendizado dos modelos
CART, SVM e ANN esta baseado na extracdo do comportamento dos dados. Este
processo permite modelar e generalizar o aprendizado e, por conseguinte, estimar o
parametro de irrigacdo para o capim-suddo BRS Estribo. Escolher os parametros
otimos para os modelos é um passo importante na etapa do aprendizado. A validacao
cruzada k-fold € uma forma confiavel de determinar os hiperparametros 6timos.
Portanto os modelos finais de inteligéncia artificial séo obtidos depois do treinamento,
utilizando estes hiperparametros 6timos. Os modelos obtidos nesse processo podem
ter propriedades de generalizacao do parametro de irrigacao para o capim-sudao BRS
Estribo. Esses modelos poderiam ser considerados na aplicacéo pratica no processo
de irrigacao, consequentemente no planejamento dos recursos hidricos.

Finalmente, o impacto da aplicacdo dos modelos de inteligéncia artificial no

setor agropecuario poderia criar interessantes oportunidades, levando em
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consideracao a tecnologia, o Big Data e modelos de inteligéncia artificial que possam
dar suporte a estes tipos de enfoque.

Propbe-se como trabalhos futuros a integracdo do modelo empirico na
ferramenta Orange, do mesmo modo uma versdo web do modelo empirico a fim de
levar o balanco hidrico proposto a partir de uma data de semeadura.

Prop6e-se também a possibilidade de extrapolar o modelo para outras culturas,
seguindo a metodologia baseada em dados meteoroldgicos e parametros da cultura.
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Anexo 1
Regras geradas pelo modelo CART para a estimagdo do parametro de irrigacdo, para
as variaveis da Estacao Meteorologica Principal da Embrapa Pecuaria Sul, Bagé - RS,

para o periodo de janeiro de 2007 a maio de 2018.
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Anexo 2

Parametro de irrigacdo pelo modelo CART, levando em consideragdo a soma térmica
acumulada da Estacdo Meteoroldgica Principal da Embrapa Pecuéria Sul, Bagé - RS,
para o periodo de janeiro de 2007 a maio de 2018.
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Fonte: Autor (2018)

Parametro de irrigacéo pelo modelo KNN, levando em consideracéo a soma térmica
acumulada da Estacéo Meteorologica Principal da Embrapa Pecuéria Sul, Bagé - RS,
para o periodo de janeiro de 2007 a maio de 2018.
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Parametro de irrigacdo pelo modelo SVM, levando em consideragdo a soma térmica
acumulada da Estacdo Meteoroldgica Principal da Embrapa Pecuéria Sul, Bagé - RS,
para o periodo de janeiro de 2007 a maio de 2018.
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Fonte: Autor (2018)

Parametro de irrigacéo pelo modelo ANN, levando em consideracdao a soma térmica
acumulada da Estacéo Meteorologica Principal da Embrapa Pecuaria Sul, Bagé - RS,
para o periodo de janeiro de 2007 a maio de 2018.
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Anexo 3

| Ocealmic Nlino Inclzlex (1|950 - 2017|)
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Anexo 4
Temperaturas maximas - Ano agricola (2007 a 2018)
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