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RESUMO

A crescente demanda mundial por proteina animal refor¢a a necessidade de aumentar a produti-
vidade pecudria. Nesse contexto, 0 melhoramento genético contribui para a selecdo de animais
com caracteristicas de interesse. Entre essas caracteristicas, o escore de pigmentagdo ocular ¢
utilizado na avaliacdo de bovinos da raca Hereford, mas sua atribuicao ¢ realizada visualmente
por técnicos treinados, o que torna a avaliacdo sujeita a variabilidade entre avaliadores. Este
estudo teve como objetivo automatizar a identificac¢do e a classificacdo desse escore por meio
de métodos de deep learning. Foram capturadas fotografias de 215 animais e avaliadas dife-
rentes arquiteturas de redes neurais, incluindo as familias Residual Network (ResNet) e Visual
Geometry Group (VGG), o modelo Faster Region-based Convolutional Neural Network (Fas-
ter R-CNN) e a versao 8 da arquitetura You Only Look Once (YOLOVS), além de técnicas de
aprendizado por transferéncia. O modelo YOLOvV8 apresentou precisdo média superior a 96%
na detecc¢do dos olhos, enquanto o desempenho na classificacdo do escore variou entre as classes
avaliadas. Posteriormente, o modelo foi convertido para o formato TensorFlow Lite (TFLite) e
integrado a um aplicativo Android, possibilitando sua execu¢do em dispositivos moveis € sua
utilizacdo como ferramenta de apoio em condi¢des de campo. Os resultados indicam a viabili-
dade técnica da aplicacao de redes neurais profundas a essa tarefa e mostram que a automacgao
pode contribuir para avaliagdes mais rapidas e padronizadas, auxiliando produtores e técnicos

nos processos de selecdao animal.

Palavras-chave: redes neurais artificiais; aprendizagem profunda; bovinos; pecuaria de preci-

sdo; analise fenotipica; processamento de imagens.



ABSTRACT

The growing global demand for animal protein reinforces the need to increase livestock produc-
tivity. In this context, genetic improvement contributes to the selection of animals with desirable
traits. Among these traits, the eye pigmentation score is used in the evaluation of Hereford cattle,
but it is assigned visually by trained technicians, which makes the assessment subject to variabil-
ity among evaluators. This study aimed to automate the identification and classification of this
score using deep learning methods. Photographs of 215 animals were captured, and different
neural network architectures were evaluated, including the Residual Network (ResNet) and Vi-
sual Geometry Group (VGGQG) families, the Faster Region-based Convolutional Neural Network
(Faster R-CNN) model, and version 8 of the You Only Look Once architecture (YOLOVS), as
well as transfer learning techniques. The YOLOvS model achieved an average precision above
96% in eye detection, whereas performance in score classification varied among the evaluated
classes. The model was subsequently converted to the TensorFlow Lite (TFLite) format and
integrated into an Android application, enabling it to run on mobile devices and to be used as
a support tool under field conditions. The results indicate the technical feasibility of applying
deep neural networks to this task and show that automation may contribute to faster and more

standardized assessments, assisting producers and technicians in animal selection processes.

Keywords: artificial neural networks; deep learning; cattle; precision livestock farming; pheno-

typic analysis; image processing.
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1 INTRODUCAO

A evolucao da espécie humana, caracterizada por sua dieta onivora, foi marcada por
transformagoes influenciadas por mudangas climaticas, que impulsionaram os ancestrais do
Homo sapiens sapiens a aumentar o consumo de proteina animal. Essa adaptagdo ¢ conside-
rada um marco no desenvolvimento cerebral humano, conforme estudos nas areas de nutri¢ao
e evolugdo (James et al., 2019; O’Keefe ef al., 2022). Com a transi¢do para um estilo de vida
sedentario, ha aproximadamente dez mil anos, a humanidade adotou a agricultura e desenvolveu
a pecuaria, o que gerou a necessidade de domesticar animais para suprir a demanda alimentar
diante da diminuig¢ao dos recursos provenientes da caca. Assim, a pecuaria consolidou-se como
um componente essencial do desenvolvimento socioecondmico, embora também tenha levan-
tado questdes ecolodgicas significativas devido ao uso intensivo de recursos naturais.

No cendrio contemporaneo, caracterizado pelo crescimento populacional e pelo aumento
do acesso ao consumo de carne, a pressao sobre a producao animal intensificou-se, assim como
as preocupacgOes ambientais relacionadas ao desmatamento e a sustentabilidade da produgao pe-
cuaria. Esses desafios evidenciam a necessidade de estratégias sustentaveis e eficientes, entre
as quais o melhoramento genético desempenha um papel crucial, especialmente por meio da
avaliagdo fenotipica, entendida como a andlise das caracteristicas fisicas observaveis do ani-
mal (Abadias; Fonseca; Barbosa, 2020; Carvalho; Vieira, 2023; Malafaia; Biscola; Dias, 2020;
Malafaia et al., 2019; Silveira; Aratjo, 2023; Souza, 2023).

Entre as caracteristicas fenotipicas, o escore de pigmentagao ocular constitui um critério
subjetivo de selecao, cuja avaliagdo humana apresenta limitagdes. A automacao dessa avaliagao,
por meio da aplicagdo de tecnologias de inteligéncia artificial (IA), particularmente do aprendi-
zado profundo (deep learning) e das redes neurais convolucionais (CNNs, do inglés Convolu-
tional Neural Networks), tem-se consolidado como uma alternativa viavel, com potencial para
proporcionar maior precisdo, reducao de custos e diminuicao dos vieses associados a avaliacao
humana (Dong; Wang; Abbas, 2021; Freitas et al., 2019; Lorensi; Camargo; Genro, 2022; Patel
et al.,2023; Rony et al., 2021; Silva et al., 2023).

1.1 Problema de Pesquisa

Este estudo investiga a viabilidade de empregar a IA, com foco em aprendizado pro-
fundo, para realizar a avaliagdo automatica do escore de pigmentacdo ocular em bovinos e

verificar se o desempenho do método se equipara ou supera o das avaliagdes realizadas por
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especialistas humanos.

1.2 Objetivos

Esta secdo apresenta os objetivos que orientaram o desenvolvimento desta pesquisa, 0s
quais foram definidos com base no problema investigado e na proposta de avaliar a viabilidade
da classificacdo automatica do escore de pigmentagdo ocular bovina. O objetivo geral sintetiza a
finalidade central do trabalho, enquanto os objetivos especificos organizam as etapas necessarias

para alcangé-la.

1.2.1 Objetivo Geral

Desenvolver um método baseado em IA, com énfase em aprendizado profundo e CNNs,
para a classificagdao automatica da pigmentacao ocular em bovinos, a fim de fornecer subsidios

ao processo de melhoramento genético.

1.2.2 Objetivos Especificos

Os objetivos especificos sdo:

a) construir um conjunto de dados de imagens rotuladas para o treinamento das CNNs;
b) implementar e avaliar diversas arquiteturas de CNN para a tarefa de classificagdo;

c) comparar o desempenho da arquitetura de CNN mais eficaz com as avalia¢des realizadas

por especialistas humanos.

Quanto a metodologia, esta pesquisa ¢ de natureza aplicada, com objetivos explicati-
vos, abordagem quantitativa e procedimento experimental. Além de uma revisao sistematica da
literatura, foram coletadas imagens de 215 bovinos da raga Hereford em Dom Pedrito, posterior-
mente catalogadas e anotadas com base nos escores atribuidos por especialistas. Os dados foram
organizados em conjuntos de treinamento, validacdo e teste para a implementacao e avaliacao
de diferentes arquiteturas de redes neurais, cujos resultados foram comparados as avaliagdes

humanas por meio de métricas estatisticas.
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1.3 Organizacio do Trabalho

Esta dissertagdo esta organizada da seguinte forma: a Secao 2 descreve a metodologia
adotada no estudo. A Secdo 3 apresenta uma revisao da literatura pertinente, abordando os as-
pectos biologicos e tecnologicos relacionados ao melhoramento genético bovino e as aplicagdes
de IA na pecudria. A Secdo 4 detalha os resultados obtidos durante a pesquisa. Na Secdo 5, sdo
apresentadas as conclusdes sobre os resultados obtidos, bem como uma breve discussdo acerca

de possiveis aplicagdes e melhorias a serem exploradas em trabalhos futuros.
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2 METODOLOGIA

Esta secdo aborda os métodos e os materiais empregados na condugao da presente pes-
quisa. Sao detalhadas as etapas metodologicas, os materiais utilizados e os procedimentos ex-

perimentais adotados para alcangar os objetivos propostos.

2.1 Caracterizacao

De acordo com as diretrizes apresentadas por Prodanov e Freitas (2013), este estudo ¢
de natureza aplicada, concentrando-se na solu¢do de um problema real que envolve a criagdo
de um método computacional para anélise e classificacdo do escore de pigmentagdo ocular em
bovinos. O escore, utilizado em programas de melhoramento genético, ¢ atualmente atribuido
por especialistas, demandando recursos e tempo significativos. Ao automatizar esse processo,
espera-se reduzir custos e tornar a avaliagdo mais eficiente.

Quanto aos objetivos, esta pesquisa ¢ explicativa, pois busca elucidar como abordagens
de inteligéncia artificial baseadas em redes neurais artificiais podem ser aplicadas a classifica-
¢do automatizada do escore de pigmentagao ocular bovina. Essas abordagens foram aplicadas,
otimizadas e avaliadas nesse contexto.

A pesquisa adota uma abordagem quantitativa, baseada em medidas numéricas para ava-
liar o desempenho dos métodos empregados. Para isso, ¢ realizada uma analise estatistica dos
escores de pigmentagdo ocular, expressos em valores de 1 a 5, a fim de estimar a eficicia da
técnica proposta na classificagdo da pigmentacao ocular dos bovinos.

O procedimento adotado ¢ de natureza experimental e envolve a implementacao e a ava-
liagao de diferentes abordagens baseadas em redes neurais artificiais. Os resultados obtidos sdo
analisados com o objetivo de identificar o método mais adequado para automatizar a avaliagdo

do escore de pigmentagdo ocular em bovinos, considerando sua precisdo e confiabilidade.

2.2 Delimitacio do Problema

A interag@o com a equipe do Laboratorio de Bioinformatica e Estatistica Genomica (La-
begen), da Embrapa Pecuéria Sul, possibilitou compreender os problemas relacionados aos pro-
gramas de melhoramento genético animal dos quais a equipe participa. Nesse contexto, surgiu a

necessidade de desenvolver uma ferramenta capaz de avaliar o escore de pigmentacao ocular de
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maneira mais rapida e econdmica, uma vez que essa tarefa € realizada manualmente por especia-
listas. Esse processo demanda tempo e recursos financeiros e esta sujeito a variagdes decorrentes
da subjetividade dos avaliadores. O escore de pigmentagdo ocular € um critério relevante em
programas de melhoramento genético, como os conduzidos pela Embrapa, por contribuir para a
selecdo de animais destinados a reproducdo e para o aprimoramento do rebanho bovino.

O problema central desta pesquisa, portanto, reside na necessidade de otimizar o pro-
cesso de avaliacdo do escore de pigmentacdo ocular, buscando uma solugdo que ndo apenas
acelere o processo, mas também aumente sua precisao e reduza os custos associados. A apli-
cacdo de uma abordagem automatizada, utilizando inteligéncia artificial, tem potencial para
abordar essas questdes ao fornecer uma ferramenta capaz de realizar as avaliagdes de maneira

consistente e objetiva, com base em imagens digitais dos olhos dos animais.

2.3 Protocolo da Revisao Sistematica de Literatura

Durante a realizagdo desta pesquisa, foi executada uma revisao sistematica para buscar
trabalhos que realizassem algo semelhante ao proposto nesta dissertagdo: encontrar um ponto
de interesse em uma imagem de bovinos, que, no caso deste trabalho, corresponde a area dos
olhos, e, apos sua localizagdo, realizar a classificagdao dessa area. Preferencialmente, ambas as
tarefas deveriam ser executadas por meio de redes neurais artificiais. Como nenhum trabalho
com essas caracteristicas foi encontrado, decidiu-se realizar uma nova revisao sistematica para
buscar estudos que utilizassem redes neurais para detectar e/ou classificar imagens de forma
mais ampla, com a expectativa de adaptar ao objeto desta pesquisa uma solucao desenvolvida
para outra tarefa.

Apos a definicao da questao de pesquisa, iniciou-se a busca por palavras-chave que for-
necessem os resultados mais relevantes em repositorios especializados. Foram realizadas diver-
sas tentativas com diferentes strings de busca. Em alguns casos, os repositdrios retornavam um
nimero excessivo de resultados com pouca ou nenhuma relagdo com o tema da pesquisa; em
outros, ndo retornavam resultados. Entre as combinagdes testadas, a (“neural network” AND
“feature detection” AND image AND (eye OR ocular)) e sua versao em portugueés, (“‘rede neu-
ral” AND “detecgdo de caracteristica” AND imagem AND (olho OR ocular)), proporcionaram
os resultados mais relevantes. Utilizou-se um filtro para descartar trabalhos publicados antes
de 2021. Também se optou por limitar os resultados a trabalhos de livre acesso, para que ou-

tros pesquisadores possam consultar as mesmas fontes sem necessitar de acesso institucional ou

pago.
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Com o apoio da ferramenta online Parsifal', foram utilizados como meios de consulta os

repositorios Engineering Village?, Xplore?, mantido pelo Institute of Electrical and Electronics

Engineers (IEEE), ScienceDirect*, Scopus’ e Acesso Livre a Informagio Cientifica da Embrapa

(ALICE)®.

Como critérios de inclusio, foram utilizados:

a) publicagoes que tratem de detec¢do e/ou classificagdo em imagens: esta dissertacdo busca

b)

criar uma ferramenta capaz de detectar os olhos dos animais e classificar a pigmentacao
em torno da regido ocular. Considerando esse objetivo, os trabalhos incluidos na revisao
deveriam tratar da deteccao e/ou da classificacdo de imagens;

trabalhos dos ultimos trés anos: devido ao rapido avanco das técnicas de inteligéncia
artificial e com o objetivo de evitar o uso de informagdes desatualizadas ou obsoletas,

optou-se por limitar os resultados aos trabalhos publicados entre 2021 e janeiro de 2024;

c) publicagoes que utilizem redes neurais para classificagdo de caracteristicas fenotipicas

em imagens de animais: devido ao poder de generalizag¢do das redes neurais e ao fato de
que esta dissertacdo busca testar especificamente métodos de redes neurais artificiais na
resolucao do problema de pesquisa, foram buscados trabalhos que utilizassem métodos

semelhantes em situacdes proximas ao objetivo deste estudo;

d) publicagoes de livre acesso: para que esta dissertacdo possa servir de base a novas pes-

quisas e para ampliar o numero de pesquisadores capazes de reproduzir e testar seus re-
sultados, considerou-se preferivel utilizar artigos disponiveis gratuitamente, mesmo para

pessoas sem acesso institucional ou pago aos repositorios cientificos consultados;

e) publicagoes nos idiomas portugués ou inglés: como o autor da pesquisa possui familiari-

dade com esses dois idiomas, foram utilizados apenas trabalhos escritos em portugués ou

inglés.

Foram adotados os seguintes critérios de exclusao:

a) pesquisas que ndo utilizem imagens no espectro visivel: este estudo visa desenvolver uma

rede neural para integragdo em um aplicativo moével, considerando que a maioria dos dis-
positivos méveis possui apenas cameras capazes de captar o espectro visivel da radiagao

eletromagnética. Portanto, foram excluidas pesquisas que envolvessem imagens multies-

Thttps://parsif.al/
Zhttps://www.engineeringvillage.com/search/quick.url
3https://ieeexplore.ieee.org/
“https://www.sciencedirect.com
Shttps://www.scopus.com
Shttps://www.alice.cnptia.embrapa.br/
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https://www.engineeringvillage.com/search/quick.url
https://ieeexplore.ieee.org/
https://www.sciencedirect.com
https://www.scopus.com
https://www.alice.cnptia.embrapa.br/
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pectrais, de radar, sonar, lidar, raios X, ressonancia magnética ou outras modalidades fora
do espectro visivel;

b) trabalhos que ndo detalhem as ferramentas utilizadas e suas caracteristicas de funciona-
mento: estarevisao pretende encontrar estudos que tenham utilizado ferramentas passiveis
de adaptacdo ao problema de pesquisa. Caso um trabalho ndo apresentasse detalhes como
caracteristicas da rede neural, linguagem de programacao, ferramentas utilizadas e outras
informagdes necessarias a adaptacao da solugdo, tornava-se invidvel utiliza-lo como base
para a pesquisa;

c) trabalhos que ndo utilizem redes neurais para a andlise e a classifica¢do de imagens:
como disposto na se¢do 2.8, o objetivo desta pesquisa ¢ buscar um método eficiente, ba-
seado em redes neurais artificiais, para classificar o escore de pigmentacao ocular bovina

e analisar sua utilidade em comparagao com os métodos tradicionais;

d) trabalhos duplicados: trabalhos duplicados ndo acrescentam novas informagdes a pes-
quisa; portanto, apenas uma versao de cada estudo foi utilizada, e as duplicatas foram

eliminadas.

2.4 Delineamento Experimental

O delineamento experimental da pesquisa visa avaliar a eficacia de redes neurais arti-
ficiais na classificagdo do escore de pigmentagdo ocular em bovinos. As varidveis essenciais
incluem fotografias dos animais, brincos identificadores e avaliagdes de escore realizadas pelos
especialistas e registradas no programa de melhoramento genético. Esses elementos sao impor-
tantes para o desenvolvimento e a avaliagdo dos modelos de inteligéncia artificial propostos.

A amostra foi composta por animais de uma fazenda que participa ativamente de um pro-
grama de melhoramento genético. A inclusdo de todos os animais do lote em estudo contribuiu
para a coleta de um conjunto de dados representativo, necessario ao treinamento dos modelos
de IA e a captura de uma diversidade significativa nas caracteristicas de pigmentagao ocular.

Para avaliar a robustez e a capacidade de generalizacdo da solucdo criada, o conjunto
de dados foi dividido em conjuntos distintos de treinamento, validagao e teste. Essa separagao
contribui para reduzir o risco de sobreajuste e permite avaliar o desempenho dos modelos em
imagens ndo utilizadas durante o treinamento.

O processo de treinamento de redes neurais no contexto da detecgdo e da classificacao de

imagens exige que o conjunto de imagens seja distribuido entre os conjuntos de treinamento, va-
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lidagdo e teste. Como diferentes proporgdes podem ser utilizadas nessa divisdo, cabe ao pesqui-
sador definir a quantidade de imagens destinada a cada conjunto. Durante os testes preliminares,
foram avaliadas diferentes proporgdes. A divisdo de 80% das imagens para treinamento, 10%
para validacdo e 10% para teste gerou resultados ligeiramente superiores aos das outras divisdes
testadas, em um particionamento semelhante ao utilizado por Kaliappan et al. (2023). Quanti-
dades menores de imagens para o treinamento da rede geraram resultados de menor qualidade
durante o processo de teste.

A etapa de andlise estatistica compara a acuracia dos modelos treinados com as avalia-
¢oes realizadas pelos especialistas do programa de melhoramento genético. Essa comparagao
permite determinar a concordancia entre os métodos de classificagdo automatizada e as avali-
acoes humanas, fornecendo informacoes sobre a utilidade das redes neurais como ferramentas
de apoio a avaliagdo fenotipica.

Por meio desse delineamento, a pesquisa busca demonstrar como as tecnologias de inteli-
géncia artificial podem complementar as abordagens tradicionais de avaliagao no melhoramento
genético bovino. Enfatiza-se a contribui¢cdo potencial das redes neurais para o aprimoramento
das praticas existentes, promovendo avangos na precisao ¢ na eficiéncia das avaliagdes fenoti-
picas.

Para agilizar o processo de revisdo e correcao do texto, utilizou-se a ferramenta Gene-
rative Pre-trained Transformer 4 (GPT-4). Alguns paragrafos foram escritos pelo autor e, em
seguida, submetidos a ferramenta para a correcao de possiveis erros de digitacao, ortografia e
gramatica. Também foram solicitadas sugestdes de melhoria na fluéncia e na formalidade do
texto. Essas sugestdes foram analisadas pelo autor e utilizadas quando consideradas uteis para

aumentar a qualidade e a legibilidade da escrita.

2.5 Coleta de Dados

A captura das imagens ocorreu em 20 de abril de 2023, abrangendo 215 bovinos da raga
Hereford. O local selecionado para a coleta situa-se em Dom Pedrito, Rio Grande do Sul, Brasil,
com coordenadas aproximadas de latitude 31°05'12,8” S e longitude 54°16'38,9"” O. Ao todo,
foram capturadas 5.656 imagens. Como nao havia condi¢des de infraestrutura para capturar
imagens dos dois lados da cabeca dos bovinos, optou-se por registrar apenas o lado esquerdo.
A escolha deveu-se ao fato de que os brincos utilizados para a identificagdo dos animais se
encontravam nesse lado.

A captura das imagens foi realizada de modo a minimizar o desconforto dos animais,
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utilizando-se o menor tempo possivel para ndo prejudicar as atividades normais da fazenda e
buscando-se maximizar o nimero de imagens obtidas. Para essa tarefa, os animais foram colo-
cados em um brete, em grupos de dez a quinze individuos, no qual permaneceram confinados
por alguns segundos. Durante esse periodo, foram utilizados dois smartphones para capturar o
maior numero possivel de imagens de cada animal, sob diferentes angulos e distancias. Essa
abordagem, embora ndo fosse ideal, foi a unica considerada viavel diante das limitacdes e res-
trigdes existentes no momento da coleta.

Dois dispositivos da marca Samsung, modelos SM-A736B e SM-AS505GT, foram utili-
zados para capturar as imagens. As fotografias foram obtidas sob angulos e distancias variaveis,
sem controle especifico de iluminagao, a fim de favorecer a robustez do modelo em desenvolvi-
mento. A primeira imagem foi obtida as 8:01:05, no horério de Brasilia (BRT, do inglés Brasilia
Time), e atiltima, as 10:13:39 BRT. As resolucdes das imagens capturadas foram de 4000 x 3000,
2268 x 4032 e 12000 x 9000 pixels.

Essa metodologia visa assegurar ampla variabilidade nas imagens, necessaria para que o
modelo treinado generalize a partir de diferentes condigdes. Essa abordagem também ¢ impor-
tante para a aplicabilidade do modelo em diversas situagdes praticas, aumentando sua utilidade
em diferentes dispositivos moveis. Contudo, € necessario que esses dispositivos possuam capa-
cidade de processamento suficiente para executar o modelo proposto.

As imagens coletadas foram armazenadas na plataforma em nuvem Google Photos, fa-
cilitando o acesso e a gestao dos dados para analise posterior. Um exemplo dessas imagens €

apresentado na Figura 1, que ilustra o tipo de fotografia obtida durante o processo de coleta de

dados.

2.6 Analise de Dados

Apos a coleta das imagens, procedeu-se a catalogagdo manual dos codigos de identifica-
¢do de cada bovino fotografado. Esses cddigos foram utilizados para correlacionar as imagens
capturadas com os respectivos escores de pigmentagdo ocular previamente atribuidos por es-
pecialistas. Essa etapa foi necessaria para a preparagao dos dados utilizados pelos modelos de
redes neurais artificiais. Foram excluidas da analise as imagens que nao exibiam claramente o
rosto do animal ou que apresentavam qualidade insuficiente para a identificagdo e a classificagao
do escore de pigmentacdo ocular, a fim de ndo afetar negativamente o processo de treinamento
da rede.

Durante o processo de reconhecimento e catalogacdo manual, foram encontrados 230



25

Figura 1 — Imagem capturada para a composi¢ao do conjunto de
dados.

Fonte: Autor (2024).

codigos, dos quais apenas 215 eram compativeis com os dados armazenados no programa de
melhoramento genético. Essa diferenca pode ter ocorrido porque muitos brincos estavam su-
jos ou desbotados, o que dificultava a leitura e o reconhecimento do codigo gravado. Além
disso, os recursos disponiveis para capturar um grande nimero de imagens tornaram inviavel a
identificacdo prévia de cada animal fotografado.

O passo seguinte consistiu na anotagao tanto da regido dos olhos dos bovinos quanto do
respectivo escore de pigmentagdo. Para essa tarefa, foi utilizada a ferramenta Label Studio’.
Para obter resultados preliminares antes do recebimento dos escores registrados no banco de
dados do programa de melhoramento, as primeiras avaliagdes e anotagdes foram realizadas pelo
autor da dissertagdao. Apos o recebimento dos escores atribuidos pelos especialistas, as anotagdes
foram atualizadas para refletir a classificagdo de cada animal.

Das 5.656 imagens capturadas, apenas 4.100 foram consideradas adequadas para uso no
treinamento, em razdo das dificuldades apresentadas na se¢do 2.7. Entre essas imagens, nao
havia nenhuma com escore 1; havia 118 com escore 2, 2.031 com escore 3, 1.554 com escore 4
e 397 com escore 5.

Foi identificada uma possivel falha no método inicialmente utilizado para separar as

imagens entre os conjuntos de treinamento, validagdo e teste. Inicialmente, aplicava-se data

"https://labelstud.io/
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augmentation a todas as imagens para equilibrar o nimero de exemplos entre as classes e, poste-
riormente, realizava-se a divisao aleatéria de 80% das imagens de cada classe para treinamento,
10% para validacdo e 10% para teste. Esse método foi modificado para aumentar o rigor me-
todologico dos resultados. No método final, os animais foram primeiramente distribuidos entre
os conjuntos de treinamento, validagdo e teste, de modo que as imagens de um mesmo animal
permanecessem em apenas um desses conjuntos. Somente apds essa separagdo foi realizada a
etapa de data augmentation, mantendo-se o equilibrio entre as classes. As imagens geradas arti-
ficialmente foram utilizadas em conjunto com as imagens originais no processo de treinamento
da rede.

A analise estatistica dos dados coletados e preparados concentrou-se principalmente na
acuracia dos modelos de rede neural desenvolvidos, comparando os escores de pigmentagado
ocular gerados automaticamente pelos modelos testados com os escores originais atribuidos
pelos especialistas. Essa comparagao permitiu avaliar a precisdo e a confiabilidade das classifi-
cacOes automatizadas, fornecendo um indicativo da capacidade da tecnologia de reproduzir as
avaliacdes humanas. Métricas adicionais, como precisdo, recall e medida F1, também foram

calculadas para fornecer uma avaliagao mais abrangente do desempenho dos modelos.

2.7 Riscos e Dificuldades

Durante a execucdo desta pesquisa, surgiram alguns desafios que afetaram a coleta de
dados e a analise dos resultados. Um desafio significativo foi a quantidade limitada de imagens
disponiveis para o treinamento da rede neural. A qualidade e a diversidade do conjunto de dados
sao fundamentais para desenvolver um modelo de inteligéncia artificial capaz de generalizar para
novas instancias.

A amostra restrita representou uma ameaga a capacidade do modelo de reconhecer va-
riacdes ndo observadas durante o treinamento. Nesse contexto, apos o recebimento dos dados
referentes aos escores, constatou-se que nenhum dos animais possuia escore de pigmentacao
1, o que limitou a capacidade de treinamento dos modelos. A auséncia de animais com escore
1 no treinamento pode dificultar o reconhecimento dessa classe caso o modelo seja aplicado a
novas imagens que contenham bovinos com esse escore. Além disso, havia apenas 4 animais
com escore 2 e 18 com escore 5. Em comparacdo, havia 113 animais com escore 3 e 80 animais
com escore 4.

A obtencao de fotografias adequadas também se mostrou desafiadora devido a inquietude

dos bovinos. Muitos animais apresentaram comportamentos evasivos na presenca da camera,
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dificultando a captura de imagens claras e bem enquadradas. A necessidade de vérias tentativas
para obter imagens utilizaveis prolongou o processo de coleta de dados e evidenciou a imprevi-
sibilidade do comportamento animal em condi¢des de campo.

Além disso, a resisténcia dos animais em manter posturas favoraveis para as fotografias
impds limitagdes. Como ndo era possivel intervir diretamente no posicionamento dos animais,
em razao da preocupagdo com o bem-estar € a minimizagao do estresse, algumas fotografias nao
apresentaram clareza suficiente nem mesmo para a realizacdo de uma avaliagdo humana. Essa
condic¢do reduziu a quantidade de dados uteis disponiveis e evidenciou a necessidade de uma
abordagem cuidadosa e persistente na coleta de dados.

A impossibilidade de registrar os dois olhos dos animais também constituiu uma limi-
tacdo da pesquisa, pois a avaliagdo realizada pelos especialistas considera ambos os olhos. Por
essa razao, o presente estudo deve ser considerado uma prova de conceito, que pode servir de
base para novas pesquisas destinadas a aperfeigoar os métodos de classificacdo do escore de
pigmentacdo ocular em bovinos.

Esses desafios ilustram as dificuldades inerentes a coleta de dados em ambientes na-
turais € com animais em condi¢des de campo. Embora nao tenham sido adotadas estratégias
especificas para superar todas essas barreiras, a experiéncia adquirida reforca a importancia de
um planejamento detalhado e da consideracdo das varidveis envolvidas em pesquisas futuras

semelhantes.

2.8 Resultados Esperados

Esperava-se, ao final da pesquisa, desenvolver um modelo de rede neural profunda capaz
de classificar com precisdo o escore de pigmentacao ocular em bovinos. Esse modelo, treinado
e validado com um conjunto de dados representativo, deveria demonstrar capacidade de ge-
neraliza¢do e permitir a aplica¢do pratica em diferentes contextos do melhoramento genético
bovino.

Além da criagdo de um modelo eficaz, previa-se que a comparacao dos resultados gera-
dos pela inteligéncia artificial com as avalia¢des realizadas por especialistas forneceria informa-
¢oOes sobre a viabilidade de utilizar essas tecnologias como ferramentas de apoio ao processo de
selecdo genética. Esperava-se que o modelo ndo apenas alcangasse alta acuracia na classificagdo
da pigmentagdo ocular, mas também oferecesse uma abordagem mais rapida e econdmica, sem
comprometer a qualidade ou a confiabilidade das avaliagdes.

Outro resultado esperado era a demonstragao da capacidade das redes neurais artificiais
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de complementar as habilidades dos especialistas em melhoramento genético. Ao automatizar
parte do processo de avaliacdo, o modelo proposto poderia permitir que os especialistas se con-
centrassem em tarefas mais complexas e decisivas, otimizando o uso de recursos humanos e de
tempo na pesquisa e na pratica do melhoramento genético.

Por fim, esperava-se que os resultados da pesquisa contribuissem para o avango do co-
nhecimento na interse¢do entre inteligéncia artificial e genética animal. A implementagdo de
um modelo de classificagdo automatizada do escore de pigmentacao ocular em bovinos poderia
servir como estudo de caso e incentivar a exploragdo de abordagens semelhantes em outras areas

da genética e da produgao animal.
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3 REVISAO DE LITERATURA

Esta secdo aborda o campo do melhoramento genético bovino, enfatizando a aplicagao
do escore de pigmentacdao ocular como um critério de sele¢ao. Adicionalmente, explora-se a
contribuicdo das técnicas de inteligéncia artificial, especificamente redes neurais artificiais, para
a solucdo do problema de pesquisa proposto. Uma revisdo sistematica da literatura fundamenta
a discussdo sobre trabalhos correlatos, estabelecendo o contexto no qual a presente pesquisa se
insere e destacando a relevancia das metodologias adotadas para o avango do conhecimento na

area.

3.1 Melhoramento Genético

A introdug¢d@o de bovinos no territério que hoje constitui o Brasil, conforme descrito por
Alencar (2004), ndo foi apenas um marco na histdria da pecuaria nacional, mas também o inicio
de um processo evolutivo que conduziu ao desenvolvimento das primeiras racas brasileiras. Esse
processo de adaptacdo e miscigenagdo, enriquecido posteriormente pela introducao do zebu e
sua notavel adaptacao as condigdes brasileiras, representou os primérdios do melhoramento
genético voltado a otimizagdo do rebanho para as condig¢des locais.

Cardoso (2007) salienta que o melhoramento genético, fundamentado na seleg¢do e no
cruzamento consciente de animais, permite aos criadores aprimorar a produtividade de forma
sustentavel. A genética superior dos animais ndo apenas promove o uso mais eficiente dos recur-
sos disponiveis, mas também proporciona ganhos constantes e cumulativos em produtividade.
Embora os resultados ndo sejam imediatos, em longo prazo observa-se um incremento signifi-
cativo na eficiéncia produtiva do rebanho.

Os conceitos basicos destacados por Cardoso (2007) no campo do melhoramento gené-

tico incluem:

a) fenotipo e genotipo: o fenotipo, conjunto das caracteristicas fisicas observaveis do animal,
resulta da interacdo entre o genotipo — o conjunto de genes do animal — e o ambiente.
Enquanto o fenotipo pode ser influenciado pelo meio, o genotipo ¢ determinado na con-
cepeao e permanece constante, servindo como o principal foco do melhoramento genético

devido a sua estabilidade diante das variagdes ambientais;

b) dominancia e recessividade: a expressao das caracteristicas fenotipicas ¢ influenciada

pela relacdo entre alelos dominantes e recessivos. Caracteristicas resultantes de alelos
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dominantes prevalecem sobre as dos recessivos, enquanto a auséncia de dominancia com-
pleta entre dois alelos pode resultar em fendtipos intermedidrios;

¢) homozigotos e heterozigotos: individuos homozigotos possuem dois alelos idénticos para
determinada caracteristica, enquanto heterozigotos apresentam alelos distintos. Em cruza-
mentos monohibridos entre individuos heterozigotos para uma caracteristica mendeliana
simples, pode ocorrer uma proporcao fenotipica de 3:1 entre caracteristicas dominantes e

recessivas na prole.

Conforme evidenciado por Euclides Filho (1999), a selecao e o cruzamento constituem
ferramentas essenciais no processo de melhoramento genético. A selecdo direciona a escolha
dos individuos que contribuirdo para a préxima gera¢ao, enquanto o cruzamento busca combinar

caracteristicas genéticas desejaveis dos progenitores na prole.

3.1.1 Programas de Avaliacdo Genética

Programas de avaliagdo genética tém sido fundamentais na criacao de bovinos, com foco
no aprimoramento de caracteristicas vitais como a velocidade de ganho de peso, qualidade da
carne ¢ eficiéncia alimentar. Estas iniciativas visam incrementar a produtividade dos rebanhos
por meio de intervengdes genéticas precisas.

A genética, conforme discutido por Pereira (2004), desempenha um papel crucial ao
definir o potencial produtivo dos animais, ao lado de fatores ambientais. Esse entendimento
embasa os esfor¢cos de melhoramento e destaca a importancia da selecao baseada em critérios
genéticos rigorosos.

No Brasil, destacam-se programas como o Geneplus-Embrapa', o Programa de Melho-
ramento Genético de Zebuinos (PMGZ), da Associacio Brasileira dos Criadores de Zebu?, e o
PampaPlus?, conduzido pela Embrapa Pecudria Sul. Esses programas ilustram a diversidade de
abordagens adotadas no pais para otimizar a genética do rebanho nacional.

O Geneplus-Embrapa, especificamente, iniciou em 1996 como uma colaboracao entre a
Embrapa Gado de Corte e a Geneplus Consultoria Agropecuaria Ltda. O programa tem como
proposito auxiliar criadores de gado de corte na sele¢do dos animais, na elaboracao de planos
de acasalamento e nas atividades de comercializacdo, utilizando as avaliagdes genéticas de re-

produtores, matrizes e seus produtos (Geneplus, [20247]).

Uhttps://geneplus.com.br/
Zhttps://www.abcz.org.br/pmgz/apresentacao
3http://www.pampaplusnet.com.br/
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Esses programas enfatizam a mensuracao tanto de caracteristicas genéticas quanto feno-
tipicas para a avaliacdo dos animais. Os resultados dessas avaliagdes, expressos em valores ou
escores, fundamentam o calculo da Diferenga Esperada de Progénie (DEP), detalhada na se¢do

3.1.2.

3.1.2 Diferenca Esperada de Progénie

A Diferenga Esperada de Progénie (DEP), conforme descrita por Cardoso (2009), ¢ um
indicador crucial para avaliar o mérito genético de bovinos. Utilizando um modelo matematico
que leva em consideragdo dados do animal, de seus parentes e de sua progénie, ¢ possivel estimar
a média esperada para os descendentes de um reprodutor. Essa média serve como referéncia,
com a DEP fornecendo valores que indicam a superioridade ou inferioridade genética do animal
em relagdo a caracteristicas especificas.

Valores negativos de DEP podem indicar que a progénie do animal tende a apresentar de-
sempenho abaixo da média para as caracteristicas avaliadas, enquanto valores positivos sugerem
uma tendéncia de desempenho superior. Embora, em algumas circunstancias especificas, uma
DEP negativa possa ser desejavel, esses casos estdo fora do escopo deste trabalho e, portanto,
nao serdo discutidos. Assim, a DEP ¢ essencial para informar decisdes de criacdo, orientando
os criadores na sele¢do de reprodutores que possam melhorar geneticamente o rebanho.

O conceito de criagdo seletiva refere-se ao processo de escolher intencionalmente ani-
mais para reproducdo com base em caracteristicas genéticas especificas desejadas, visando apri-
morar qualidades particulares no rebanho. Essa abordagem considera tanto o potencial genético
quanto os resultados observados na progénie, promovendo ganhos genéticos transmissiveis as
geragdes futuras.

Avangos no campo da gendmica t€ém aumentado a acurdcia das avaliagdes genéticas,
aumentando a confiabilidade da DEP. A integracdo de informag¢des gendmicas ao célculo da
DEP aprofunda o entendimento sobre o perfil genético dos animais, contribuindo para a sele¢ao
de reprodutores (Silva et al., 2008; Zampar, 2007).

Portanto, a DEP constitui uma métrica dindmica e indispensavel na criagao seletiva de
bovinos, permitindo a integragdo de variadas informagdes genéticas. Com o suporte de tecno-
logias avancadas, a DEP viabiliza aos criadores o aprimoramento continuo das caracteristicas

genéticas desejadas em seus rebanhos.
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3.1.3 Escores de Avaliacdo Subjetiva

Avaliagdes subjetivas, que incluem a andlise visual de caracteristicas como conforma-
¢do corporal, qualidade da pelagem e expressao geral, desempenham um papel fundamental na
composi¢ao da Diferenca Esperada de Progénie (DEP). Embora a DEP seja informada tanto por
critérios objetivos quanto subjetivos, os escores de avaliagdo subjetiva fornecem informagdes
relevantes que complementam as medidas quantitativas (Faria et al., 2007).

A defini¢do de escores de avaliagdo subjetiva exige critérios claros e padronizados para
assegurar uma contribui¢do objetiva e confidvel ao célculo da DEP. A precisao e a consisténcia
na aplicagdo desses escores sdo vitais para minimizar a variabilidade e garantir que as avaliagdes
visuais sejam um componente eficaz na selegao genética (Oliveira, 2012).

Além disso, o treinamento dos avaliadores ¢ fundamental para a eficacia dos escores
de avaliagdo subjetiva. Avaliadores bem treinados sdo capazes de aplicar os critérios de forma
consistente, o que € essencial para manter a objetividade e a confiabilidade das avaliagdes visuais
(Teixeira et al., 2015).

A integracao de escores de avaliagdo subjetiva na DEP reflete a compreensao de que
a selecdo genética deve ser informada por uma gama completa de caracteristicas, abrangendo
ndo apenas dados quantitativos, mas também qualidades fenotipicas que sdo mais bem avalia-
das visualmente. Essa abordagem holistica permite uma selecdo mais informada e direcionada,
contribuindo para o aprimoramento continuo das qualidades genéticas e fenotipicas do rebanho.

Em resumo, os escores de avaliagdo subjetiva sdo componentes indispensaveis nos pro-
gramas de melhoramento genético de bovinos. Eles permitem uma avaliagdo mais completa
do potencial genético dos animais, combinando dados objetivos com avaliagdes visuais para
formar uma DEP robusta e informativa. A padroniza¢do dos escores e o treinamento rigoroso
dos avaliadores contribuem para a melhor aplicacdo dessa metodologia, o que pode favorecer

avangos na qualidade e produtividade dos rebanhos.

3.1.4 Escore de Pigmentacio Ocular

O escore de pigmentagdo ocular ¢ um valor qualitativo atribuido com base na pigmen-
tagdo da pelagem ao redor dos olhos de cada animal avaliado. Segundo Curso Internacional
de Melhoramento de Bovinos de Corte do PampaPlus (2016), essa pigmentacao ¢ desejavel em
animais da raga Hereford, pois, quanto mais escura for a regido proxima aos olhos, maior sera a

protecdo contra os raios solares que podem causar desconforto e doengas oculares.
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De acordo com Davis et al. (2015) e Pausch et al. (2012), entre bovinos de racas com
a face branca, aqueles que apresentam pigmentacao escura ao redor dos olhos possuem menor
incidéncia de carcinoma espinocelular ocular, comumente chamado de “tumor ocular” ou “olho
de cancer”, e maior resisténcia a ceratoconjuntivite infecciosa (Jara et al., 2022).

A avaliagdo do escore ¢ realizada de forma especifica para cada raga, variando de 1,
para animais com baixa qualidade de pigmentagdo, a 5, para animais com alta qualidade de
pigmentacdo. No caso da raga Hereford, Curso Internacional de Melhoramento de Bovinos de

Corte do PampaPlus (2016) fornece alguns parametros para a avaliagao:

Quadro 1 — Escore Hereford.

Escore Descrigdo Na raga Hereford

1 Auséncia  Sem pigmentagao

2 Tragos Um olho parcialmente pigmentado

3 Razoavel Um olho totalmente pigmentado

4 Boa Dois olhos parcialmente pigmentados
5 Excelente Dois olhos totalmente pigmentados

Fonte: Adaptado de Curso Internacional de Melhoramento de Bovinos
de Corte do PampaPlus (2016).

Como mostra o Quadro 1, o escore ¢ atribuido com base na pigmentagdo de ambos os
olhos de cada animal. Entretanto, devido a inviabilidade logistica de obter fotografias dos dois
olhos, conforme explicado na se¢do 2.5, neste trabalho foi possivel analisar apenas o lado es-
querdo e considerar que o outro olho apresentava a mesma pigmentacdao. Caso o sistema pro-
posto nesta dissertagdao funcione adequadamente para um olho, estudos futuros poderao testar
uma nova abordagem na qual ambos os olhos sejam fotografados e o escore seja atribuido de
acordo com o quadro.

Embora seja desafiador encontrar materiais que tratem especificamente de o escore de
pigmentagao ocular, algumas técnicas digitais ja foram propostas para esta classificacdo, como
no estudo de Davis et al. (2015). Neste estudo, a quantificagao da pigmentacao ocular em bovi-
nos foi conduzida por meio da captura de imagens digitais dos olhos dos animais, seguida por
uma analise detalhada de pixels. As imagens foram obtidas utilizando cameras digitais especi-
ficas e, apds a captura, foram processadas para isolar visualmente as regides das palpebras e da
esclera corneana.

A edicdo das imagens envolveu a conversdo delas para escala de cinza, facilitando a
identificacdo e contagem dos pixels com base em sua intensidade, que variava de completa-
mente preto (0) a completamente branco (255). Utilizou-se o software ImagelJ para essa analise,

permitindo a quantificagdo precisa da area pigmentada em relacdo a area total observada nas
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regides de interesse.

Para diferenciar entre as areas pigmentadas e ndo pigmentadas nas imagens, aplicou-se a
regressao Locally Estimated Scatterplot Smoothing (LOESS) aos dados dos pixels. Essa técnica
estatistica possibilitou a identificagdo de dois picos principais nas distribui¢des de intensidade
dos pixels, correspondendo as areas pigmentadas e ndo pigmentadas, e um vale (trough) entre
esses picos para delimitar as categorias.

Os resultados demonstraram que a propor¢do de pigmentagao variou significativamente
entre diferentes grupos raciais, com cruzamentos de Hereford e ragas de pigmentacdo escura
apresentando maiores niveis de pigmentagao ocular. Além disso, uma maior pigmentacao estava
associada a uma reducao na incidéncia de lesdes oculares, sugerindo um efeito protetor. Esse
método proporcionou uma abordagem objetiva e quantitativa para a avalia¢do da pigmentagao
ocular, superando as limitagdes das avaliagdes visuais subjetivas e proporcionando uma base
solida para futuras pesquisas sobre a relacao entre pigmentacao ocular e saude em bovinos.

Apesar do exposto, durante a revisao sistematica realizada neste trabalho, nao foi en-
contrado nenhum estudo que utilizasse métodos de deep learning para classificar o escore de
pigmentacdo ocular bovina. Esse escore ¢ um dos parametros utilizados no programa PampaPlus
para o melhoramento genético bovino, conforme mostram Teixeira et al. (2015) e Vidal (2021).
As Figuras 2 e 3 apresentam, respectivamente, o guia utilizado para relacionar a propor¢do de

pigmentagdo ao escore e exemplos visuais dos diferentes niveis de pigmentacao ocular.

Figura 2 — Guia para andlise de escore de pigmentacao.
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100 %
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Fonte: Sociedad Criadores de Hereford del Uruguay (2009), apud Curso Internacional de Melhoramento de
Bovinos de Corte do PampaPlus (2016).
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Figura 3 — Exemplo de escore de pigmentagao.

Fonte Sociedad Crladores de Hereford del Uruguay (2009) apud Curso Internacional de Melhoramento de
Bovinos de Corte do PampaPlus (2016).

3.1.5 Usos de deep learning na pecuaria bovina

Considera-se relevante citar alguns usos de deep learning como ferramenta de apoio para
a resolucdo de problemas na pecuaria de gado bovino. Abaixo sdo resumidos alguns artigos
nos quais pesquisadores utilizaram redes neurais na classificagdo e na detec¢do de imagens de
bovinos para aplicagdes em problemas diversos.

Li, Erickson e Xiong (2022) compararam 59 modelos de redes neurais em 4.923 imagens
de 268 animais, com o objetivo de reconhecer os individuos por meio dos padrdes encontrados
em seus focinhos, que sdo Unicos e comparaveis as impressoes digitais humanas. A melhor
acurdcia obtida pelos pesquisadores foi de 98,7%, e eles concluiram que, com data augmentation
e melhorias na funcdo de perda de entropia cruzada, seria possivel aumentar a acuracia com um
nimero menor de imagens, facilitando o processo de identificagdo e o gerenciamento preciso da
producao.

Porter, Wieland e Basran (2021) utilizaram a arquitetura GoogLeNet com uma aborda-
gem de transfer learning para detectar mastite em vacas leiteiras. Com um total de 398 imagens
dos uberes de vacas de duas fazendas diferentes, os pesquisadores alcangcaram bons resultados
na detecc¢do de hiperqueratose no tecido mamario utilizando um escore de quatro niveis: normal,
liso, aspero e muito aspero. Os pesquisadores concluiram que o uso de redes neurais pode ser
util como ferramenta de deteccdo da condigdo, que normalmente € feita por especialistas.

No estudo de Barney et al. (2023), os pesquisadores desenvolveram um sistema para
detectar claudicagdo em varios bovinos em tempo real, utilizando uma versao adaptada do mo-
delo Mask Region-based Convolutional Neural Network (Mask R-CNN) e o algoritmo Simple
Online and Realtime Tracking (SORT) para analisar a postura e o deslocamento dos animais. A
precisdo do sistema foi avaliada por especialistas do Agriculture and Horticulture Development
Board (AHDB) e validada por meio de validagdo cruzada e eliminagdo recursiva de caracte-
risticas. O sistema alcangou 100% na deteccdo de claudicagdo e 94% na classificacao de sua

gravidade, com coeficiente kappa de Cohen de 0,8782, precisao de 0,8650 e recall de 0,9209.
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Ja Bai et al. (2023) desenvolveram uma versdao modificada do modelo Residual Network
com 50 camadas (ResNet50) para analisar imagens de células somaticas do leite. Esse modelo
integra técnicas que permitem uma identificagao detalhada de células, como macrofagos, linfo-
citos, células epiteliais e neutrofilos. A pesquisa utilizou um conjunto de dados preparado por
meio de pré-processamento para aumentar a variedade de amostras e aplicou o PolyLoss para
lidar com amostras desbalanceadas e complexas, enquanto adotou estratégias para prevenir o
sobreajuste e melhorar a capacidade de generalizacdo do modelo. Os testes indicaram que o
modelo aprimorado alcancou resultados superiores aos de modelos anteriores, superando mo-
delos anteriores em precisao e eficacia na classificagdo de células em amostras de leite.

Em Nye, Zingaretti ¢ Pérez-Enciso (2020), foi apresentado o método DeepAPS, uma
abordagem que combina dois algoritmos para gerar mascaras precisas em imagens de bovinos,
facilitando a classificagdo automatica e acurada de caracteristicas fenotipicas. A metodologia
demonstrou alta precisdo quando comparada as classificacdes manuais da propor¢ao de cor da
pelagem, alcancando coeficiente R? ajustado de 0,926, e possibilitou a extragio automatica de
informacdes referentes a outras 14 caracteristicas morfologicas, evidenciando herdabilidades
significativas para esses tragos. Essa abordagem contribui para aumentar a eficiéncia e a precisao
da avaliacdo fenotipica em pesquisas com bovinos.

Esses estudos ilustram a aplicabilidade e eficacia do deep learning na resolugao de desa-
fios complexos na pecudria bovina, desde a identificag¢do individual até a detec¢ao de condicdes
de saude. A tecnologia, ao facilitar analises precisas e rapidas, demonstra potencial para trans-
formar praticas agricolas ao aumentar a precisao diagnoéstica e operacional, reduzindo custos e
melhorando o bem-estar animal. Esses avangos sugerem que métodos avangados de analise de
dados tém o potencial de se expandir dentro do setor agricola, 8 medida que as ferramentas de
aprendizado de maquina se tornam mais adaptadas as necessidades especificas do setor e mais

acessiveis.

3.2 Tecnologia

Esta secdo contextualiza alguns dos conceitos computacionais utilizados na construgao
da ferramenta de analise automatica do escore de pigmentacao. Sao discutidos conceitos basicos
de visdo computacional, além de aspectos relacionados as técnicas de inteligéncia artificial e a

sua utilizacdo na deteccdo e na classificacdo de imagens.
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3.2.1 Inteligéncia Artificial

Russell e Norvig (2022) apresentam duas formas de definir a inteligéncia artificial (IA).
Uma linha de pensamento caracteriza a IA em termos de fidelidade ao desempenho humano,
enquanto outra prioriza uma defini¢ao abstrata e formal da inteligéncia como racionalidade,
isto ¢, como a capacidade de realizar a acdo correta. A histdria da IA pode ser tracada desde
Aristoteles, que formulou um conjunto de leis destinado a descrever a parte racional da mente.

Wooldridge (2021) prefere citar o matematico Alan Turing como uma figura-chave no
inicio do conceito contemporaneo de IA. Wooldridge considera o teste de Turing — experimento
no qual um interrogador humano conversa por escrito com algo ou alguém e, ao final, tenta iden-
tificar se a outra parte era uma pessoa ou uma maquina — um marco do conceito moderno de
[A. Para Turing, uma maquina capaz de convencer o interrogador de que era humana demonstra-
ria comportamento inteligente. Entretanto, Wooldridge observa que, apesar de ser um conceito
interessante, muitos programadores passaram a utilizar estratégias voltadas apenas a enganar o
interrogador, em vez de desenvolver sistemas verdadeiramente capazes de responder de forma
inteligente.

A TA é um termo amplo para definir diversas técnicas de resolucao automatizada de
problemas. Podem ser citadas a resolu¢do por meio de busca informada (heuristica) e ndo in-
formada, agentes 16gicos, raciocinio e programacdo probabilistica, aprendizado de maquina,

processamento de linguagem natural, visdo computacional e roboética (Russell; Norvig, 2022).

3.2.2 Visao Computacional

Utilizando a definicao de Marengoni e Stringhini (2009), a visdo computacional busca
emular a visdo humana, utilizando uma imagem como entrada e tendo como saida uma inter-
pretagdo de uma parte ou de toda a imagem. A visdo computacional consiste em um conjunto
de técnicas que visam extrair informagdes de imagens digitais com o objetivo de emular, no
computador, a visdo animal, buscando identificar ou classificar quaisquer objetos ou seres que

sejam retratados na imagem (Klette, 2014).

3.2.2.1 Segmentagdo

No contexto de visao computacional, a segmentacao de imagens busca dividir uma ima-

gem digital em partes menores ¢ mais simples de lidar, com o objetivo de facilitar o proces-
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samento ¢ a analise do que esta retratado (Shapiro; Stockman, 2001). Ja Saldanha e Freitas
(2009) utilizam a definicao de Jain (1989), que apresenta a segmentagdo como o processo de
decomposicao de uma imagem digital em diversos segmentos (regides) que a formam.

Com a segmentacao busca-se detectar regides da imagem onde os pixels possuam in-
formagdes como brilho, cor e textura semelhantes, fato que geralmente ocorre em situagdes
onde se encontra um objeto continuo na imagem. Nas regides de fronteira entre objetos, existe
uma tendéncia de que as informacdes dos pixels possuam uma variacao maior (Russell; Norvig,
2022).

Entre os métodos de segmentacao encontram-se a limiarizagao, o crescimento de regioes,
a divisdo e fusdo e a segmentagdo watershed. Cada método apresenta vantagens e limitagoes, €
diferentes situagdes podem responder melhor a técnicas distintas. Tradicionalmente, a segmen-
tacdo de imagens utiliza algoritmos desenvolvidos por especialistas. Entretanto, redes neurais
artificiais (RNAs), uma das abordagens da inteligéncia artificial (IA), também podem ser utili-

zadas nessa tarefa.

3.2.3 Neuronios artificiais

O primeiro modelo de neurdnio artificial, entendido como uma aproximagao matematica
de uma célula neuronal, surgiu na década de 1940 (McCulloch; Pitts, 1943). Para facilitar a
compreensdo dos neurdnios artificiais, apresenta-se inicialmente uma explicacao simplificada
do funcionamento de uma célula nervosa animal e, em seguida, descreve-se o neurdnio artificial,
destacando-se as semelhangas entre os dois modelos.

Embora existam diferentes tipos de neuronios biologicos, a Figura 4 apresenta um mo-
delo simplificado de uma célula nervosa. Na imagem, em (a), encontra-se um dendrito, respon-
savel por receber informagdes na forma de sinais eletroquimicos. Esses sinais chegam ao corpo
celular (b), aumentando ou diminuindo o potencial elétrico do neurdnio. Em (c), encontra-se o
nucleo da célula.

Dependendo do tipo de neurdnio e de outros fatores fisioldgicos e bioquimicos, quando
um potencial elétrico especifico € atingido, o neurdnio dispara uma descarga eletroquimica por
meio de seu axonio (d), revestido pela bainha de mielina (¢). Cada segmento da bainha de
mielina é formado por uma célula de Schwann (f), e os segmentos sdo separados por ndédulos de
Ranvier (g). Ao final do axonio, encontram-se os terminais axonais (h), que transmitem sinais
a outros neurdnios ou células.

Uma explica¢do mais detalhada e precisa das células neuronais e do seu funcionamento



39

pode ser encontrada em livros de neurociéncia ou neurobiologia como os de Kandel et al. (2014)

e Martin et al. (2021).

Figura 4 — Modelo simplificado de neur6nio animal.

@

Fonte: Lokal Profil (2006).

A seguir, analisa-se o funcionamento de um neurdnio artificial. Na Figura 5, as entradas
sdo representadas por x, x, € x3, podendo existir tantos valores de entrada quantos forem ne-
cessarios. Essas entradas correspondem, de forma simplificada, aos sinais recebidos pela célula
bioldgica. Cada valor ¢ multiplicado por um peso, representado na figura por wy, w, € wz. O
circulo interno representa o corpo do neurodnio artificial, no qual se calcula o somatorio das en-
tradas ponderadas juntamente com o bias b. O resultado ¢ utilizado como entrada da fungdo de
ativacao f. O bias pode aumentar ou diminuir a entrada liquida da funcao de ativacao, conforme
seu valor seja positivo ou negativo, respectivamente (Haykin, 2001). Dependendo do valor de
entrada e da fungao de ativagdo, obtém-se a saida y.

Matematicamente o neuronio artificial pode ser representado pela fungao:

g(x1,X2,...,x,) =f (b + inwl-) (D)
i=1

em que g(xy,x,, ..., X,) representa o neurdnio, f (-) € a fungdo de ativacao, b € o bias, x;
representa os valores de entrada e w;, os pesos correspondentes.
Essa ndo ¢ a unica forma de representacdo possivel de um neurdnio artificial. Como

mencionado anteriormente, o primeiro modelo de neuronio artificial foi descrito por McCulloch
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e Pitts (1943). Mais detalhes sobre modelos de neuronios artificiais podem ser encontrados em

Haykin (2001) e Russell e Norvig (2022), entre outros livros e artigos da area.

Figura 5 — Modelo simplificado de neuronio artificial.

Fonte: Gerazov (2023).

3.2.3.1 Funcgoes de ativagdo

As fungdes de ativagdo desempenham um papel fundamental no funcionamento dos neu-
ronios artificiais, pois introduzem nao linearidades essenciais a capacidade de representar rela-
¢oes complexas. Sem essas fungdes, a combinagdo de diferentes camadas lineares permaneceria
equivalente a uma tnica transformacao linear, o que limitaria a variedade de problemas que po-
deriam ser aprendidos pela rede. As fungdes de ativagdo determinam como o valor produzido
pelo somatorio das entradas ponderadas e pelo bias sera transformado antes de ser encaminhado
aos neurdnios seguintes. Dessa maneira, elas influenciam tanto a forma das respostas produ-
zidas pelo modelo quanto o comportamento dos gradientes utilizados durante o treinamento
(Rasamoelina; Adjailia; Sin¢ak, 2020; Sharma; Sharma; Athaiya, 2020). A escolha de uma fun-
¢do adequada depende da arquitetura, do tipo de problema e das caracteristicas desejadas para
a saida.

A primeira funcdo de ativagao, proposta por McCulloch e Pitts (1943), possuia um com-
portamento por vezes denominado “tudo ou nada” (Haykin, 2001). Essa denominagao decorre
do fato de que esse tipo de funcao, chamada de fung¢do de limiar ou modelo de McCulloch—Pitts,

possui uma defini¢do matematica semelhante a seguinte:
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1, sev=0
fv) = (2)
0, sev<O
em que o argumento v ¢ o valor gerado pelo somatorio das entradas e pelo bias. A Figura

6 apresenta graficamente o comportamento dessa fun¢do, com saida 0 para valores negativos e

1 para valores iguais ou superiores a zero.

Figura 6 — Grafico da funcdo de limiar.

limiar(x)

o 4

Fonte: Autor (2024).

Uma variacdo da func¢do anterior ¢ a chamada funcdo bipolar (Apicella et al., 2021),
cuja diferenca esta no valor de saida para entradas menores do que zero. Na funcao bipolar, o

resultado é —1 em vez de 0.

1, sev=>0
f) = 3)

-1, sev<O

em que v € o valor de entrada da funcgdo.

A fungdo identidade (Figura 7) também pode ser usada como uma fungao de ativacao,
assim como a funcao tangente hiperbolica (Figura 8). Outras duas fungdes que podem ser ci-
tadas sao as funcdes sigmoide (Figura 9) e sigmoide bipolar (Figura 10) (Apicella ef al., 2021;
Rasamoelina; Adjailia; Sincdk, 2020; Sharma; Sharma; Athaiya, 2020). A seguir, sdo definidas

as funcdes aqui citadas.

identidade(x) = x 4)

em que x ¢ o valor de entrada da fungao.
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Figura 7 — Gréfico da func¢do identidade ou
linear.

identidade(x)
(e

Fonte: Autor (2024).

_ sinh(x) e*—e™"
tanh(x) = cosh(x) ~ e* 1 e (%)

em que x ¢ o valor de entrada da funcgao.

Figura 8 — Grafico da funcdo tangente
hiperbdlica.
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Fonte: Autor (2024).

o) = 1o (6)

em que v € o valor de entrada.

1-e

og(v) = T+ (7
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Figura 9 — Gréfico da fungao sigmoide.

sigmoide(x)

Fonte: Autor (2024).

em que v € o valor de entrada.

Figura 10 — Grafico da fungao sigmoide
bipolar.
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Fonte: Autor (2024).

A Figura 11 mostra a funcao Rectified Linear Unit (ReLU). Embora ela tenha sido in-
troduzida por Fukushima (1969) em um contexto de neurociéncia visual, a fun¢do passou a ser
usada em redes neurais artificiais apos o trabalho de Nair e Hinton (2010). Segundo esses auto-
res, ela apresentou melhores resultados do que a fungdo sigmoide para tarefas de reconhecimento
de imagens. Glorot, Bordes e Bengio (2011) também concluiram que a fungdo ReL.U produz
melhores resultados do que fungdes como sigmoide e tangente hiperbdlica. Matematicamente,

a ReLU pode ser definida como:
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0, sex<O
flx) = )]

x, sex=>0

em que x € o valor de entrada.

Figura 11 — Grafico da funcdo ReLU.

Fonte: Autor (2024).

Bengio, Simard e Frasconi (1994) descreveram o fendmeno conhecido como vanishing
gradient, ou gradiente que se anula. Esse problema ocorre principalmente em redes neurais
profundas (Deep Neural Networks — DNNSs), discutidas na se¢do 3.2.3.5, quando os gradientes
propagados pelas camadas se tornam muito pequenos e dificultam o ajuste dos pesos. A funcao
ReLU reduz parte desse problema para entradas positivas, mas pode apresentar outra limitagao,
denominada dying ReLU, na qual determinados neurdnios passam a produzir saida zero de forma
persistente (Berner; Elbrachter; Grohs, 2019; Douglas; Yu, 2018; Ferlez; Shoukry, 2020; Goel;
Karmalkar; Klivans, 2019; Hayou; Doucet; Rousseau, 2019; Lu ef al., 2020; Oostwal; Straat;
Biehl, 2021; Petrosyan; Dereventsov; Webster, 2020). Como alternativa, Maas, Hannun e Ng
(2013) propuseram uma variagdo denominada Leaky ReLLU, cujo grafico é apresentado na Figura
12. Para valores menores do que zero, aplica-se a multiplicagdo ax, sendo @ um valor pequeno,

geralmente 0,01 ou 0,001. A funcdo Leaky ReLU ¢ definida como:

ax, sex<0
fx) = )
X, sex >0
Outra fungdo que busca reduzir algumas limitagdes da ReLU ¢ a Softplus. A fungdo ¢

definida como:
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Figura 12 — Grafico da funcao Leaky ReL.U.
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4
Fonte: Autor (2024).
softplus(x) = log(1 + ¢*) (10)
em que x € o valor de entrada.
A Figura 13 apresenta o grafico da funcao Softplus.
Figura 13 — Gréfico da fungao Softplus.
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Fonte: Autor (2024).

Uma fungao utilizada na ultima camada de classificadores multiclasse para fazer com
que os resultados de saida sejam transformados em valores probabilisticos ¢ a chamada SoftMax

(Bridle, 1990a, 1990b). A fun¢ao SoftMax ¢ definida como:

elZ[

SoftMax(z;, 1) =

Az (11)

. e
]

em que z; representa os valores de entrada, A € o parametro de ajuste de temperatura e
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o denominador corresponde a soma de e para todos os valores de j, garantindo que as saidas

somem 1 e possam ser interpretadas como probabilidades. A Figura 14 apresenta o grafico da
fun¢ao SoftMax com A = 4.
Figura 14 — Gréfico da fungdo SoftMax.
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Fonte: Autor (2024).

No trabalho de Apicella et al. (2021), as funcgdes de ativagdo apresentadas sao classifica-
das como fungdes de forma fixa, pois suas caracteristicas sao predefinidas e ndo se modificam
durante o treinamento das redes. Nesse mesmo estudo, os autores descrevem outro tipo, deno-
minado fung¢do treindvel, cujas caracteristicas podem ser ajustadas juntamente com 0s pesos e
os biases da rede durante o treinamento. O objetivo ¢ melhorar os resultados e o desempenho
dos modelos. As funcdes de ativagdo treindveis ndo serdo detalhadas neste trabalho, pois ndo
foram utilizadas na solu¢do do problema de pesquisa.

Em resumo, as func¢des de ativacdo sao componentes criticos na modelagem de neurd-
nios artificiais, cada uma trazendo caracteristicas tinicas que as tornam adequadas para diferentes
contextos dentro da inteligéncia artificial. A evolu¢do das funcdes de ativacdo desde a funcao
de limiar, passando pela sigmoide, tangente hiperbdlica, até as mais recentes como ReLU e suas
variantes, Leaky ReLLU e SoftPlus, reflete a busca continua por eficiéncia e eficacia no treina-
mento de modelos. A fun¢do de limiar e sua variante bipolar sdo fundamentais para tarefas que
requerem decisoes binarias simples. Fungdes continuas e suaves, como a sigmoide e tangente
hiperbolica, sdo preferidas para problemas onde a suavidade do gradiente ¢ crucial. A ReLU,
por sua simplicidade e eficdcia, tornou-se a escolha dominante para redes neurais profundas,
embora suas variantes, como a Leaky ReLU e a SoftPlus, tenham sido desenvolvidas para mi-
tigar limitagdes especificas, como o efeito de neurdnios mortos e vanishing gradient. A fungao
SoftMax ¢ particularmente util em contextos de classificacao multiclasse, pois ela converte os

valores de saida brutos e nao normalizados de uma rede neural em probabilidades claramente
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interpretaveis. Esse panorama das fungdes de ativacao ilustra como a escolha depende intrinse-
camente do tipo de problema, da arquitetura do modelo e do comportamento desejado durante o
aprendizado, orientando assim a sele¢ao para otimizar o desempenho e a convergéncia do mo-
delo. Os conceitos de redes neurais e redes neurais profundas serdo apresentados nas sec¢oes

seguintes.

3.2.3.2 Aprendizado de Maquina

Considera-se agente toda entidade que age ou interage com algo ou com determinada
situacdo. Um agente racional busca agir de modo a alcancar o melhor resultado possivel. Seu
desempenho pode melhorar quando realiza observacdes sobre a tarefa e o ambiente em que ela
ocorre. Quando o agente que aprende ¢ um computador, esse processo ¢ denominado aprendi-
zado de maquina (Russell; Norvig, 2022).

De acordo com Monard e Baranauskas (2003), o aprendizado de maquina € um campo da
inteligéncia artificial voltado ao desenvolvimento de técnicas de aprendizagem computacional
e de sistemas capazes de adquirir conhecimento automaticamente. O aprendizado de maquina
¢ uma tecnologia que esta presente em diversos aspectos da sociedade atual, incluindo, entre
outros, mecanismos de busca na internet, filtros de conteidos em redes sociais, sistemas de
recomendacao em websites de lojas, e diversos produtos de consumo como cameras ¢ telefones

celulares (LeCun; Bengio; Hinton, 2015).

3.2.3.3 Redes Neurais Artificiais

Com base nos conceitos de neuronios artificiais e fungdes de ativagdo, pode-se defi-
nir uma rede neural artificial (RNA). Em sua forma mais simples, uma RNA consiste em uma
organizacao de neurdnios artificiais capaz de realizar tarefas mais complexas do que aquelas
processadas por um tnico neurdnio. Um dos primeiros modelos foi o perceptron, proposto por
Rosenblatt (1962). Por possuir uma tnica camada de processamento, esse modelo ¢ limitado a
solu¢do de problemas linearmente separaveis.

Devido a caracteristica acima descrita, a definicdo do perceptron de camada tnica pode
ser usada de forma intercambiavel com a definicdo de neurdnio artificial mostrada em 3.2.3.
Quando sdo unidos varios neurdnios em uma camada, forma-se de modelo de multiplos per-
ceptrons ou rede neural de camada tnica (Haykin, 2001). Uma rede também pode ter varias
camadas, com quantidades diferentes de neurénios em cada uma. As camadas que ndo cor-

respondem a entrada nem a saida sdo denominadas de hidden layers, ou camadas ocultas. O
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ajuste de quantas camadas uma rede terd, quantos neurdnios em cada camada e quais fungoes de
ativacao utilizar sdo exemplos de hiperparametros, e devem ser ajustados de acordo com quais
conjuntos de hiperparametros geram o melhor resultado final para o problema a ser solucionado.

Quando todos os neuronios de uma camada estao conectados a todos os neuronios da ca-
mada seguinte, a rede ¢ denominada fully connected ou densely connected. Em uma arquitetura
do tipo feedforward, os sinais se propagam em uma Unica dire¢ao durante a etapa de inferéncia:
partem da entrada, atravessam as camadas ocultas e chegam a camada de saida, como demons-
trado na Figura 15. Na Figura 15, o diagrama apresenta trés camadas ocultas, duas delas com
quatro neurdnios € uma com trés neurdnios. Para que os parametros das camadas sejam ajusta-
dos durante o treinamento, utiliza-se o algoritmo de backpropagation, desenvolvido em meados
da década de 1970 (Linnainmaa, 1976; Werbos, 1982, 1974). Esse algoritmo calcula os gra-
dientes do erro em relagdo aos pesos e aos biases, propagando essas informacdes da saida em

dire¢do as camadas anteriores e permitindo o ajuste dos parametros das camadas ocultas.

Figura 15 — Diagrama de RNA totalmente conectada do tipo
feedforward.
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Fonte: Autor (2024).

Com o backpropagation, o erro calculado pela fungao de perda ¢ propagado no sentido
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inverso ao fluxo de saida, e seus gradientes sdo utilizados por um método de otimizagao, como
o gradiente descendente estocastico, para ajustar os pesos € os biases dos neuronios (Haykin,
2001). A passagem completa do conjunto de dados pela rede ¢ denominada epoch.

A medida que o nimero de epochs aumenta, a rede pode aproximar seus pesos de valores
mais adequados a tarefa, mas também cresce o risco de overfitting. No overfitting, o modelo
se ajusta excessivamente aos dados de treinamento, podendo memorizar padrdes especificos e
apresentar desempenho inferior em dados nao utilizados durante o treinamento. Por outro lado,
um numero insuficiente de epochs pode causar underfitting, situacdo em que a rede nao aprende
adequadamente os padrdes necessarios a tarefa e permanece incapaz de produzir resultados sa-
tisfatorios.

Para evitar tanto o risco de overfitting quanto de underfitting ¢ essencial que o nimero
de dados utilizados para treinamento seja o maior e mais variado possivel, sejam eles imagens,
videos, valores, dudios ou qualquer outra informacao que se queira utilizar a rede para resolver
um problema. Entretanto, um niimero maior de dados também aumenta o tempo de treinamento
da rede (Goodfellow; Bengio; Courville, 2016). Existem algumas outras estratégias para tentar
amenizar o overfitting, como o dropout, que desliga um ou mais neuroénios durante o treina-
mento, para forcar a rede a utilizar outros neuronios, e reduzir a dependéncia de combinagdes
especificas de neuronios.

Entretanto, durante muito tempo nao havia poder computacional suficiente para se reali-
zar tarefas complexas em tempo habil utilizando-se RNAs. Mais recentemente, com o aumento
do poder computacional e a criagdo de hardware especializado para o calculo necessario em uma
RNA os computadores passaram a dispor de velocidade suficiente para realizar o processamento
de informagdes de maior complexidade em um tempo viavel para a utilizagdo deste método de

forma mais intensa.

3.2.3.4 Aprendizado Supervisionado

O aprendizado supervisionado ¢ uma das maneiras de se treinar uma RNA. No apren-
dizado supervisionado, um conjunto de dados previamente classificado por um especialista hu-
mano ¢ utilizado no treinamento de uma rede neural. Inicialmente, os pesos utilizados em cada
n6 da rede podem ser inicializados com valores aleatorios, € apos cada ciclo de treinamento, o
resultado gerado pela rede ¢ comparado com a classificagdo ja existente, e, utilizando uma fun-
¢do de perda sobre os resultados obtidos, os pesos da rede sdo reajustados buscando minimizar
o erro (Haykin, 2001).

Redes neurais artificiais podem ser utilizadas em diferentes tipos de dados e informagdes.
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Figura 16 — Simulacdo de uma imagem apos
reconhecimento por rede neural.

* CACHORRO - 0,88

Fonte: Autor (2024).

No caso especifico em que uma rede neural ¢ utilizada para reconhecer ou extrair informagdes
de imagens, pode-se compreender o processo de aprendizado supervisionado utilizando a ex-
plicacdo dada por LeCun, Bengio e Hinton (2015): primeiro um grande conjunto de imagens €
coletado, podendo mostrar diversos objetos ou seres diferentes. Essas imagens sdo categoriza-
das e recebem uma /abel, ou rétulo, uma descricdo do que a imagem mostra. Durante o processo
de treinamento a maquina recebe as imagens e gera como saida um vetor de scores, um para cada
categoria.

ApOs esse processo, o resultado gerado pela rede neural ¢ entdo comparado com as in-
formagdes reais de cada imagem, e por meio de uma fungdo de erro calcula-se o quao distante
a rede esta de produzir as respostas corretas. Os pesos e biases da rede entdo sao modificados
na tentativa de diminuir a distancia entre seus resultados e a referéncia correta. O objetivo ¢
diminuir o erro a0 minimo possivel, ou seja, fazer com que o resultado gerado pela rede neural
aproxime-se 0 maximo possivel da realidade, até que eventualmente a rede consiga identificar o
que estd na imagem com uma precisao proxima ou mesmo maior do que um observador humano
teria.

A Figura 16 simula a saida de uma RNA treinada para reconhecer gatos e cachorros. Na
imagem, os animais sdo circundados por bounding boxes, acompanhadas de uma /abel e de um
valorentre 0 e 1. Esse valor representa o nivel de confianga da classificagdo, sendo 0 equivalente
a 0% e 1 equivalente a 100%. No aprendizado supervisionado, a imagem possui um arquivo
separado com as coordenadas das bounding boxes e os respectivos rotulos, que, nesse exemplo,

poderiam ser “gato” e “‘cachorro”. A rede recebe a imagem como entrada e tenta identificar seu
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contetido. A menos que tenha sido inicializada com os pesos exatos para encontrar os animais,
as chances de realizar corretamente a deteccao e a classificagdo ja na primeira epoch sao muito
pequenas. Entretanto, a medida que o treinamento avanga e os pesos sdo ajustados, espera-se
que a rede aprenda a tarefa e alcance niveis elevados de precisao e acuracia.

Com base no que foi explicado sobre a Figura 16, pode-se perceber que RNAs apresen-
tam resultados probabilisticos. Uma rede bem treinada recebendo como entrada uma imagem
clara e de boa qualidade do objeto a ser reconhecido conseguiré atingir uma confian¢a maior na
sua classificagdo. Em contraste, uma rede que ndo foi corretamente treinada ou que recebe uma
imagem pouco clara do objeto, pode ndo conseguir reconhecé-lo, pode reconhecer com baixo
nivel de confianga, ou ainda pode realizar uma classifica¢ao errada, como no caso da Figura 16

onde uma rede mal treinada poderia confundir o gato com um segundo cachorro, ou o inverso.

3.2.3.5 Aprendizado Profundo

Métodos convencionais de aprendizado de maquina eram limitados em sua habilidade de
processar dados naturais em sua forma pura. O conceito de aprendizado profundo ¢ dado a redes
nas quais existe mais de uma camada oculta, entretanto redes neurais profundas possuem fre-
quentemente dezenas ou centenas de camadas ocultas (Goodfellow; Bengio; Courville, 2016).
Cada camada ¢ responsavel por detectar caracteristicas cada vez mais abstratas, tornando-as
capazes de aprender fun¢des de grande complexidade (LeCun; Bengio; Hinton, 2015).

De acordo com Russell e Norvig (2022), o aprendizado profundo compreende uma ampla
familia de técnicas de aprendizado de maquina nas quais as hipoteses assumem a forma de
circuitos algébricos complexos, cujas intensidades de conexdo podem ser ajustadas. Como ja
dito, tipicamente uma rede neural profunda pode possuir dezenas, centenas ou mesmo milhares
de camadas, como, por exemplo, a arquitetura Residual Network (ResNet), que chegou a ser
testada com um total de 1.202 camadas (He et al., 2016), porém possui versdes com 50 camadas
(ResNet50), 101 camadas (ResNet101), entre outras.

O aumento do nimero de camadas traz vantagens e desvantagens. Entre as vantagens,
as redes profundas possuem potencial para resolver problemas de elevada complexidade, que
seriam dificeis para redes com apenas uma camada oculta. Entre as desvantagens, podem ser ci-
tados o0 aumento do tempo de processamento, a necessidade de maior capacidade computacional

e o risco de overfitting (Dong; Wang; Abbas, 2021).
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3.2.3.6 Redes Neurais Convolucionais

As redes neurais convolucionais (CNNs, do inglés Convolutional Neural Networks) ti-
veram como precursor o neocognitron proposto por Fukushima (1980) e foram posteriormente
desenvolvidas em aplica¢des como a apresentada por LeCun ez al. (1998). No trabalho de LeCun
et al. (1998), os autores buscaram uma forma mais eficiente de reconhecer caracteres escritos
a mao. O funcionamento das CNNs foi inspirado em estudos sobre o cortex visual de gatos
(Hubel; Wiesel, 1962).

A rede proposta por LeCun ef al. (1998), denominada LeNet-5, recebia imagens em
escala de cinza com dimensao de 32x32 pixels, contendo caracteres escritos a mado. A arquitetura
possui sete camadas: duas convolucionais, duas de subsampling, duas totalmente conectadas e

uma camada de saida. A Figura 17 apresenta um diagrama da LeNet-5.

a) camadas de convolugdo: o objetivo dessas camadas ¢ extrair caracteristicas da imagem de
entrada ou da camada anterior. A extracao ocorre pela aplicagdo de uma pequena matriz
de pesos, denominada kernel ou filtro, geralmente com dimensao de 3 x 3, embora possa
ser maior. Ao multiplicar os valores dos pixels, o filtro gera uma versao modificada da
imagem, na qual determinadas caracteristicas podem ser acentuadas ou suavizadas. De-
pendendo dos valores do kernel, podem ser detectados detalhes como curvaturas, linhas
verticais ou horizontais e bordas. Os kernels também podem produzir efeitos como au-
mento de nitidez, desfoque e relevo. Os kernels deslocam-se pela imagem de acordo com
um passo denominado stride. Quanto maior o stride, menor tende a ser o mapa de ca-
racteristicas resultante. A escolha desse valor depende dos objetivos da modelagem, das
caracteristicas do conjunto de dados e do equilibrio desejado entre eficiéncia computaci-
onal e preservacao de informagdes. Testes sistematicos sao importantes para definir um
valor adequado ao problema,;

b) camadas de pooling ou subsampling: a funcdo do pooling ¢ reduzir a dimensionalidade
dos mapas de caracteristicas da camada anterior, geralmente uma camada convolucional.
Em vez de aplicar matrizes como kernels, no pooling pequenas janelas sao extraidas do
mapa de caracteristicas anterior. Com uma operagao de max pooling, preserva-se apenas
o maior valor da janela; com o average pooling, calcula-se a média de seus valores. Essa
janela também se desloca por meio de um stride predefinido. Quanto maiores forem a
janela e o stride, menor serd o mapa de caracteristicas produzido. Com essa redugao,
diminuem o nimero de parametros da rede, o risco de overfitting e a sensibilidade a pe-

quenas translacdes e deformacdes. Contudo, ¢ importante ndo reduzir excessivamente a
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Figura 17 — Diagrama da LeNet-5.
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Fonte: LeCun et al. (1998).

dimensionalidade, pois isso pode causar a perda de informagdes relevantes para os pro-

cessos de deteccao e classificacao;

¢) camadas totalmente conectadas: ap6s as etapas de convolugao e subsampling, as infor-
magoes sao encaminhadas a camadas totalmente conectadas, nas quais ocorre a classifi-
cacdo. Conforme LeCun et al. (1998), seria possivel executar todo o processo com uma
rede totalmente conectada, mas o custo computacional seria maior e os resultados ndo ne-
cessariamente teriam a mesma qualidade. As camadas de convolugdo e pooling reduzem
significativamente o nimero de parametros, sobretudo em dados como imagens e videos,

que exigiriam grande quantidade de neurdnios de entrada.

3.2.3.7 Aprendizado por transferéncia

O aprendizado por transferéncia, ou fransfer learning, ¢ um processo que vem sendo
desenvolvido ao longo do tempo (Lim; Salakhutdinov; Torralba, 2011; Pan; Yang, 2010), cujo
objetivo ¢ reutilizar uma rede neural previamente treinada em uma tarefa para executar outra
tarefa semelhante, reduzindo os recursos computacionais e o tempo necessarios. Essa técnica se
beneficia do fato de que os pesos do modelo ja foram ajustados durante um treinamento anterior,
em vez de partirem de valores aleatdrios, que inicialmente sdo incapazes de produzir resultados
uteis. Para exemplificar, pode-se imaginar uma rede treinada para detectar cachorros e gatos
em imagens que sera reutilizada para detectar cavalos. Durante o treinamento original, os pesos
da rede foram ajustados a partir de uma grande quantidade de imagens, permitindo que o mo-
delo aprendesse caracteristicas gerais relevantes para tarefas de reconhecimento visual. Dessa
forma, espera-se que o novo treinamento seja mais eficiente do que o treinamento de uma rede
iniciada com pesos aleatorios. Ao utilizar o transfer learning, ¢ possivel modificar a camada de
saida da rede, em geral substituindo-a por uma ou mais camadas, e também congelar os pesos

das primeiras camadas para preservar sua capacidade de detectar caracteristicas mais gerais das



54

imagens. ApoOs esses ajustes, a rede pode ser treinada com um numero menor de imagens do
que seria necessario para treinar um modelo desde o inicio (Goodfellow; Bengio; Courville,
2016; Sarkar; Bali; Ghosh, 2018; Shanmugamani, 2018). Como sera demonstrado na subsec¢ao
3.4, algumas arquiteturas de rede sdo amplamente utilizadas em processos de aprendizado por
transferéncia. Nas se¢des 3.2.3.8, 3.2.3.9 ¢ 3.2.3.10, sdo apresentadas algumas arquiteturas des-
critas na literatura que se destacam nesse tipo de aplicacdo devido ao desempenho alcangado em

tarefas e competigdes de detecgdo e classificagdo de imagens.

3.23.8VGG

Visual Geometry Group (VGG) ¢ um grupo de pesquisa do Departamento de Engenha-
ria da Universidade de Oxford*. No artigo Very Deep Convolutional Networks for Large-Scale
Image Recognition (Simonyan; Zisserman, 2015), os autores propuseram uma arquitetura de
rede neural convolucional com configuragdes de até 19 camadas, sendo que a versdo de 16 ca-
madas também ¢ utilizada com sucesso em diversas tarefas de classificacdo em imagens (Ahmed
et al., 2023; Geng et al., 2019; Guan et al., 2019; Islam et al., 2019; Sitaula; Hossain, 2021).
Essas redes sdo hoje conhecidas como VGG-16 e VGG-19, sendo a numeracdo no nome um
indicativo do nimero de camadas que cada uma delas possui.

A rede VGG ¢ configurada para receber imagens coloridas com dimensao de 224 x 224
pixels e, diferentemente de modelos anteriores, utiliza filtros convolucionais pequenos, de 3 x 3.
A arquitetura alcangou o primeiro e o segundo lugares nas tarefas de localizagao e classificagao,

respectivamente, na competicao ImageNet Challenge 2014.

3.2.3.9 ResNet

Residual Network (ResNet) ¢ uma arquitetura profunda que utiliza conexdes de atalho
entre camadas para transmitir informacoes residuais e reduzir problemas de treinamento em re-
des muito profundas. A arquitetura foi proposta por He ez al. (2016) e teve como ponto de partida
conceitos empregados na VGG, como filtros convolucionais pequenos. Os autores construiram
inicialmente uma rede plana de 34 camadas e, em seguida, acrescentaram conexdes residuais
para formar uma ResNet de mesma profundidade. A Figura 18 apresenta um diagrama dessas
arquiteturas.

Os autores testaram diferentes nimeros de camadas, entre elas 34, 50, 101, 152 ¢ até

mesmo 1.202 camadas. Embora a rede de 1.202 camadas tenha se saido relativamente bem,

“https://www.robots.ox.ac.uk/~vgg/
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Figura 18 — Arquitetura da rede VGG-19 a
esquerda, a rede plana com 34 camadas no
centro e a ResNet com 34 camadas a direita.
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ela ndo demonstrou melhora significativa em comparacdo com modelos com quantidades bem
menores de camadas. Com a ResNet, os autores conseguiram vencer varias categorias em com-

petigdes no ano de 2015, superando o modelo VGG.

3.2.3.10 Faster R-CNN

A Faster R-CNN ¢ um modelo proposto por Ren ef al. (2015) como uma evolugao da
Fast R-CNN (Girshick, 2015), que, por sua vez, se baseou em trabalhos anteriores (Girshick
et al., 2014). Na Faster R-CNN, uma rede neural convolucional denominada Region Proposal
Network (RPN) ¢ utilizada para localizar possiveis regides da imagem nas quais um objeto de
interesse possa estar presente. As propostas produzidas por essa rede sdo encaminhadas a etapa
de detecgdo e classificagdo. Os autores integraram as duas redes em uma Unica arquitetura,
tornando o processo significativamente mais rapido do que no modelo Fast R-CNN. A versao
anterior dependia de algoritmos externos para gerar as regides de interesse, enquanto a Faster

R-CNN passou a aprender essa etapa juntamente com o restante do modelo.

3.2.3.11 YOLOVS

A arquitetura You Only Look Once (YOLO) foi introduzida no trabalho de Redmon et al.
(2016), com o objetivo de criar uma rede neural capaz de detectar e classificar objetos em uma
imagem em uma unica etapa. Apoés a introdugdo da versao inicial, outras versdes com melhorias
foram geradas por diferentes pesquisadores, sendo chamadas, em geral, de YOLOv2, YOLOv3,
até chegar a YOLOWVS, utilizada neste trabalho. Por ser uma rede com codigo-fonte aberto, outras
versoes com nomes levemente diferentes também foram criadas para uso em tarefas especificas
(Terven; Cordova-Esparza; Romero-Gonzalez, 2023). Na Figura 19 ¢ possivel ver uma linha
temporal das versdes da arquitetura YOLO.

AYOLOVS, langada pela Ultralytics em janeiro de 2023, constitui uma familia de mode-
los para diferentes tarefas de visao computacional e sucede a YOLOvVS, também desenvolvida
pela empresa. Os modelos podem executar tarefas como detec¢do de objetos, segmentacao,
estimativa de pose, rastreamento e classificagdo.

A arquitetura do YOLOVS foi aprimorada para integrar recursos de alto nivel com infor-
macgoes contextuais, aumentando a precisao ¢ a eficiéncia na detec¢do. A YOLOVS apresenta
avangos consideraveis em relacdo aos seus predecessores, consolidando-se como uma ferra-
menta essencial para aplicagdes de visao computacional em tempo real. Avaliagdes no con-

junto de dados Microsoft Common Objects in Context (MS COCO) confirmaram sua eficécia,
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Figura 19 — Linha temporal das arquiteturas YOLO.

YOLOX
YOLOv1 YOLOV3 YOLOR Yéfé?ﬁ’ﬁs

PP-YOLOv2

2015 2016 2018 2020 r 2021 ] 2022 l 2023 .

Scaled
YOLOV4 DAMO YOLO

YOLO9000 PP-YOLOE

v2 LD YOLOv7
YOLOvV5 YOLOV6

YOLOv6

Fonte: Adaptado de Terven, Cordova-Esparza e Romero-Gonzalez (2023).

demonstrando seu potencial para diversas aplicagdes praticas (Jocher; Chaurasia; Qiu, 2023;
Terven; Cordova-Esparza; Romero-Gonzalez, 2023). A Figura 20 mostra uma visualiza¢ao da
arquitetura YOLOVS.

A YOLOVS possui cinco versdes principais: YOLOv8x, YOLOvS], YOLOv8m, YO-
LOv8s e YOLOvS8n. Essas configuracdes variam da YOLOv8x, que possui maior nimero de
camadas e parametros, 8 YOLOvS8n, a menor entre elas e a utilizada neste trabalho. As versoes
maiores apresentam maior capacidade de representacdao e podem alcancar melhor desempenho
em determinadas tarefas, mas exigem mais memoria, capacidade de processamento e tempo de
treinamento e inferéncia. A escolha da YOLOvS8n foi realizada com o objetivo de reduzir a

necessidade desses recursos e facilitar a posterior execu¢ao do modelo em dispositivos moveis.

3.2.4 Avaliacido de modelos de classificacido

No contexto da inteligéncia artificial, um modelo de classificagdo busca prever resulta-
dos de uma determinada entrada (conjunto de valores) e indicar em qual categoria, entre duas
ou mais, a informagao pertence. Um exemplo de um classificador simples seria uma rede neural
que recebe imagens de caes e gatos e responde se o animal representado na imagem ¢ um cao
ou um gato.

Outro exemplo bastante utilizado no ensino de redes neurais utiliza o conjunto de da-
dos Modified National Institute of Standards and Technology (MNIST), que consiste de 70.000
imagens de nimeros escritos a mao, variando entre zero e nove (Deng, 2012). O objetivo nesse
caso ¢ treinar a rede para detectar qual digito esta representado na imagem.

Porém, € necessario utilizar métodos para avaliar o desempenho desses modelos de clas-

sificagdo. Existem diversas métricas, algumas mais simples ¢ outras mais complexas, e cada



Figura 20 — Visualizagdo da arquitetura YOLOVS.
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uma delas ¢ mais adequada para uma situagdo diferente.
A seguir, apresenta-se uma breve explicagdo de algumas métricas comuns de avaliacdo
de modelos de classificacao. A lista ndo € exaustiva, ¢ determinadas métricas sao calculadas de

forma diferente em problemas binarios e multiclasse.

3.2.4.1 Matriz de confusdo

Uma matriz de confusdo, também chamada de tabela de contingéncia (Powers, 2011),
cruza as classes reais com as classes previstas. Em um problema de classifica¢do binaria, cada

resultado ¢ enquadrado em uma de quatro possibilidades:

a) verdadeiro positivo: ocorre quando o resultado previsto € positivo e coincide com a classe
real. Nesse caso, o0 modelo identifica corretamente como positiva uma ocorréncia que
realmente pertence a classe positiva;

b) verdadeiro negativo: ocorre quando o resultado previsto é negativo e também coincide
com a classe real. Nesse caso, 0 modelo identifica corretamente como negativa uma ocor-
réncia que pertence a classe negativa;

¢) falso positivo: ocorre quando o modelo classifica como positiva uma ocorréncia que, na
realidade, pertence a classe negativa;

d) falso negativo: ocorre quando o modelo classifica como negativa uma ocorréncia que, na

realidade, pertence a classe positiva.

Quadro 2 — Matriz de confusdo para duas classes.

Realidade x Predicao Sim Nao
Sim Verdadeiro Positivo (VP) Falso Positivo (FP)
Nao Falso Negativo (FN) Verdadeiro Negativo (VN)

Fonte: Adaptado de Vilela Junior et al. (2022).

No exemplo do Quadro 2, ¢ mostrada uma situacdo em que existem apenas duas clas-
ses de saida, sim e ndo. A matriz pode ser expandida para quantas classes forem necessarias,
bastando adicionar mais uma linha e uma coluna para cada classe extra. Idealmente, espera-se
que todos os resultados previstos recaiam sobre a diagonal principal, o que indicaria 100% de

acertos nas previsoes.
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3.2.4.2 Acuracia

A acuréacia ¢ calculada diretamente a partir da matriz de confusao, dividindo-se a soma
de VP e VN pela soma de VP, VN, FP e FN (Hossin; Sulaiman, 2015; Vujovi¢, 2021).
VP + VN

Acurdcia = G5 T Fp T PN (12)

A acurdcia representa a proporcao de previsdes corretas em relacdo ao total de previsoes
realizadas. Embora seja uma medida de interpretacdo simples, sua andlise deve considerar a

distribuicao das classes, especialmente em conjuntos de dados desbalanceados.

3.2.4.3 Precisdo e Revocagdo (recall)

A precisdo corresponde a proporcao de verdadeiros positivos entre todos os elementos
previstos como positivos. Essa métrica indica o grau de confiabilidade das previsdes positivas

do modelo.

.. VP
Precisao = VP 5 TP (13)
A revocagdo, ou recall, ¢ semelhante a precisao, mas utiliza os falsos negativos no de-
nominador em vez dos falsos positivos (Flach; Kull, 2015). A revocacdo mede a capacidade do

modelo de identificar os elementos positivos presentes no conjunto de dados.

VP

Recall = m (14)

3.2.4.4 FI1-Score

O F1-Score corresponde a média harmonica entre a precisao e o recall. Seu melhor valor

€1, eopior, 0.

(15)

Precisao - Recall
Fl-Score = 2- (Precisﬁo + Recall)

3.2.4.5 Perda Logaritmica

A perda logaritmica, também chamada de entropia cruzada, ¢ geralmente utilizada
quando o modelo produz uma probabilidade para cada classe. Essa métrica avalia a qualidade

das previsoes e penaliza mais intensamente aquelas que atribuem elevada confianga a resultados
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incorretos. Quanto mais proxima de zero estiver a perda, melhor sera o desempenho do modelo
segundo essa medida (Janocha; Czarnecki, 2016).

Para saidas ndo binarias, utiliza-se a entropia cruzada categorica, na qual as labels podem
ser codificadas no formato one-hot. Nesse formato, cada categoria € representada por um vetor
com nimero de elementos igual ao total de classes. Em um problema com trés classes, por
exemplo, os vetores poderiam ser [1,0,0], [0, 1,0] e [0,0, 1] (Aggarwal, 2018).

Esses vetores podem ser associados a categorias compreensiveis para o usuario quando
se deseja apresentar os resultados. Em uma situagdao com as classes cachorro, gato e passaro, por
exemplo, o programador pode associar o vetor [1,0,0] a uma das classes e os demais vetores
as outras categorias. A escolha da correspondéncia ¢ arbitraria, mas deve ser mantida de forma
consistente durante o treinamento e a utilizacdo do modelo (Brownlee, 2020; Li et al., 2018).
Além da codificagdo one-hot, as labels podem ser representadas no formato esparso (sparse),
no qual, em vez de um vetor, cada categoria recebe um unico valor inteiro, como 0, 1,2, 3, ...
(Srivastava et al., 2014; Sutskever et al., 2013). Como o problema de classificagdo deste traba-
lho possui cinco classes, correspondentes aos escores de 1 a 5, a fungdo de perda logaritmica ¢

definida conforme apresentado a seguir:
a) n: namero de observacgoes;

b) m: nimero de classes possiveis;

¢) y;;+ indicador bindrio que assume valor 1 quando a observagdo i pertence a classe j € 0

nos demais casos;

d) p;;: probabilidade estimada pelo modelo de que a observagéo i pertenga a classe .

Perda Logaritmica = —

Y ) yilog(py) (16)
i=1j =1

Na equagdo, y;; indica se a observagdo i pertence a classe j;

:I’—‘

p;j indica a probabilidade estimada de que a observagdo i pertenca a classe j.

3.3 Ferramentas

Para a codificagdo e os testes do sistema, foi utilizado um computador com 16 gigabytes
de memoria de acesso aleatorio (Random Access Memory — RAM) do tipo Double Data Rate
4 (DDR4) de 3.200 MHz, processador Ryzen 5 3600, da Advanced Micro Devices (AMD), e
placa de video Gigabyte NVIDIA GeForce RTX 3070. A ferramenta Google Colab também foi
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considerada como alternativa em situa¢des que demandassem recursos adicionais.

3.3.1 Python

Para o desenvolvimento do sistema, foi escolhida a linguagem Python. A escolha deveu-
se ao fato de Python ser uma linguagem simples, facil de aprender e compreender e capaz de
expressar conceitos em um nimero menor de linhas do que linguagens tradicionais, como C
(Srinath, 2017). Além disso, a linguagem possui bibliotecas que facilitam a criagdo de modelos

de redes neurais artificiais, como NumPy, scikit-learn, PyTorch e TensorFlow.

3.3.2 TensorFlow

TensorFlow ¢ uma plataforma livre e de codigo aberto desenvolvida pelo Google e am-
plamente utilizada na implementagao de redes neurais (Pang; Nijkamp; Wu, 2020). A ferramenta
oferece operagdes para manipulacdo de tensores, diferenciagdo automatica e construgao e trei-
namento de modelos. Entre suas vantagens esta a possibilidade de paralelizar o processamento e
utilizar unidades de processamento grafico (GPUs), o que pode reduzir o tempo necessario para
o treinamento. Em placas compativeis, também podem ser empregados recursos especializados
para célculos com tensores, como os Tensor Cores. Esses recursos sdo particularmente tteis em

modelos que exigem grande quantidade de opera¢des matriciais.

3.3.3 PyTorch

PyTorch ¢ uma biblioteca de aprendizado profundo que alia usabilidade e desempenho.
Lancada em 2016, destaca-se pelo estilo de programacdo imperativo e integrado ao Python, o
que facilita a depuracdo e se integra bem com outras bibliotecas cientificas. PyTorch oferece
execu¢do dinamica de calculos de tensores, diferenciacdo automatica e aceleracao por GPU,
mantendo um desempenho semelhante as bibliotecas mais rapidas de aprendizado profundo.
Essas caracteristicas tornaram a biblioteca uma escolha popular na comunidade de pesquisa
(Paszke et al., 2019).

A versdo 2 do PyTorch introduziu recursos como TorchDynamo e TorchInductor, des-
tinados a compilagdo e a otimizagdo dos grafos de execucao. O TorchDynamo atua em nivel

de Python e analisa dinamicamente o byfecode para capturar partes do programa que podem ser
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compiladas. O TorchInductor, por sua vez, traduz programas PyTorch para Triton, no caso de
GPUs, ou para C++, no caso de unidades centrais de processamento (CPUs). Esses recursos
permitem aplicar otimizagdes sem abandonar o estilo de programagao imperativo caracteristico
do PyTorch e produziram melhorias de desempenho tanto na inferéncia quanto no treinamento

(Ansel et al., 2024).

3.3.4 Albumentations

Ao realizar o treinamento de uma rede neural, busca-se utilizar o maior nimero possivel
de informagodes para reduzir o overfitting e também para favorecer a generalizacao da rede para
situagdes em que nao foi treinada. Considerando-se que muitas vezes ¢ dificil obter uma quan-
tidade suficiente de imagens para o treinamento adequado de uma rede neural, os pesquisadores
utilizam técnicas de data augmentation, que consistem na aplicagdo de filtros e modificacdes as
imagens originais para gerar artificialmente um conjunto maior de imagens para o treinamento
das redes.

A Albumentations ¢ uma biblioteca que facilita a geracdo de novas imagens (Buslaev et
al., 2020). Por meio de filtros e modificagdes definidos pelo pesquisador, ela pode gerar um
numero teoricamente ilimitado de versdes a partir de cada imagem original. Isso ¢ realizado
pela aplicacdo e pela combinagdo de pequenas modificagdes aleatorias ao conjunto original de

dados.

3.3.5 Bibliotecas adicionais

Além das bibliotecas principais mencionadas, foram consideradas outras ferramentas
voltadas a programagao cientifica e a analise de dados. Entre elas destaca-se a NumPy, uma
das bibliotecas mais utilizadas para computagdo numérica em Python. A biblioteca oferece uma
estrutura de arrays multidimensionais, além de um amplo conjunto de operacdes matematicas
que facilitam a realizagdo de célculos numéricos com eficiéncia e precisdo. Essas estruturas
também servem de base para o funcionamento de diversas bibliotecas utilizadas em aprendizado
de méquina e processamento de imagens.

Outra biblioteca relevante ¢ a scikit-learn, amplamente reconhecida por sua vasta gama
de algoritmos para machine learning e ferramentas de pré-processamento de dados. Essa bibli-

oteca ¢ essencial para a implementacao de modelos de aprendizado supervisionado e nao super-
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visionado, oferecendo também recursos para avaliacdo de modelos, sele¢do de caracteristicas e
ajuste de hiperparametros, todos fundamentais para o desenvolvimento de solucdes robustas e
eficazes.

A biblioteca pandas também foi utilizada ocasionalmente, devido a sua utilidade no tra-
tamento e na andlise de dados estruturados. A pandas fornece estruturas de dados flexiveis e
de alto desempenho, como DataFrame e Series, que sdo Uteis para a manipulagao eficiente de

grandes volumes de dados e facilitam operagdes como filtragem, agregacao e visualizagao.

3.4 Trabalhos Correlatos

O processo de selegdao dos trabalhos correlatos ocorreu em etapas: inicialmente, foram
lidos apenas os titulos e os abstracts dos trabalhos e, nessa etapa, foram eliminados aqueles que
ndo possuiam relevancia para a pesquisa proposta. Em seguida, foi realizada a leitura completa
dos trabalhos remanescentes para determinar quais deveriam ser utilizados como referencial
teorico.

Foram encontrados 32 trabalhos nos repositorios pesquisados: 14 no ScienceDirect”, 17
no Scopus®, um no IEEE Xplore’, nenhum no Engineering Village® e nenhum no Acesso Livre
a Informacdo Cientifica da Embrapa (ALICE)?. Na etapa de leitura dos titulos e dos abstracts,
alguns trabalhos foram descartados por tratarem de assuntos sem relagdo com esta dissertagao
ou por ndo atenderem aos critérios de inclusdo e exclusao da revisdo. Apds essa etapa, restaram
nove artigos para leitura integral. Entre os nove trabalhos lidos completamente, apenas quatro
cumpriram todos os critérios estabelecidos para a presente pesquisa.

O Quadro 3 apresenta uma visao geral dos trabalhos analisados, incluindo o contexto de
aplicacdo, o problema abordado e o modelo empregado na solugao. A Figura 21 apresenta um
diagrama do processo de revisao.

Mehedi Shamrat et al. (2024) utilizaram 15 arquiteturas pré-treinadas e compararam
seus resultados com os de um modelo proprio para classificar imagens de retina e reconhecer
o nivel de danos causados pela retinopatia diabética. Segundo os autores, foi aplicada uma
abordagem metodoldgica mista, combinando informagdes qualitativas provenientes da pesquisa

médica com a capacidade quantitativa dos algoritmos de aprendizagem profunda.

Shttps://www.sciencedirect.com
Shttps://www.scopus.com

"https://ieeexplore.ieee.org/
8https://www.engineeringvillage.com/search/quick.url
“https://www.alice.cnptia.embrapa.br/


https://www.sciencedirect.com
https://www.scopus.com
https://ieeexplore.ieee.org/
https://www.engineeringvillage.com/search/quick.url
https://www.alice.cnptia.embrapa.br/

65

Quadro 3 — Trabalhos correlatos selecionados.

Autor Aplicagao Modelo

Mehedi Shamrat ez Reconhecimento de danos em Baseado em redes neurais (Dark-

al. (2024) imagens de fundo de retina Netl3)

Ben Abdallah, El- Identificar expressdes faciais e Baseado em redes neurais (VGG-

leuch e Guermazi classificar a situagao de alunos 16 modificado)

(2021)

Garcia-Garcia et Identificar pontos orofaciais Duas redes neurais modifica-

al. (2023) das: InceptionResNetV2 (IRNet)
e MobileNetV2 (MNet)

Sheet et al. (2022) Classificar doengas de retina Filtro de equalizacdo adaptativa

de histograma com limitacdo de
contraste (CLAHE) e aprendiza-
gem por transferéncia em rede
neural (ResNet50)

Fonte: Autor (2024).

O uso dessa abordagem mista permitiu superar limitagdes metodoldgicas observadas em
pesquisas anteriores, caracterizadas pela dependéncia da extragao manual de detalhes e informa-
¢oes e pelo uso de algoritmos de aprendizado de maquina com baixa capacidade de adaptagao.
Durante os testes, os pesquisadores desenvolveram uma RNA denominada DarkNetl3, com o
objetivo de melhorar os resultados de pesquisas anteriores na area e alcangar um equilibrio mais
adequado entre acuracia e demanda de recursos computacionais.

Apos a realizacao dos testes, os pesquisadores concluiram que a DarkNetl3 apresen-
tou resultados superiores aos dos modelos utilizados como referéncia no estudo. A arquitetura
demonstrou maior capacidade de reconhecer detalhes nas imagens de validagdo e apresentou
melhora de acuricia, simultaneamente a redu¢do do tempo de processamento. Segundo os au-
tores, a combinagdo desses fatores indica maior eficiéncia no uso dos recursos computacionais
disponiveis. Esses resultados evidenciam o potencial da DarkNet13 para aplicagdes nas quais a
precisdo e a economia de recursos computacionais sejam relevantes, especialmente em tarefas
de visao computacional e aprendizado profundo.

Ben Abdallah, Elleuch e Guermazi (2021) modificaram a arquitetura VGG-16 para iden-
tificar expressoes faciais de estudantes e, a partir delas, classificar se os alunos compreendiam
ou ndo o contetdo apresentado em aula. Os autores organizaram a abordagem em trés etapas e
utilizaram transfer learning. Inicialmente, foi empregado um conjunto de dados composto por
videos de estudantes, no qual uma rede neural, em conjunto com a biblioteca dlib, detectou e
rastreou os rostos em cada frame. Em seguida, os rostos detectados foram recortados dos fra-

mes, redimensionados para 48 x 48 pixels e convertidos para escala de cinza. Nessa etapa, as
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Figura 21 — Diagrama da revisao sistematica.

Dominio: Titul 1

Chave, /Data

#32

Dominio: Titulo do arquive
Abordagem: Duplicagdo
#31

Dominio: Data, Tipo de Acesso
Abord. Exclusio de arqui blicados ha mais de 3 anos e trabalhos que ndo sio de acesso livre

#24

Dominio: Leitura do artigo completo
Abordagem: Excluséo de arquivos que néo se encaixem no restante dos critérios de inclusdo e exclusido

Dominio: Textos incluidos no final da analise

Abordagem: Correspondiam a todos os critérios necessarios para a inclusdo
#4

Fonte: Autor (2024).

expressoes faciais foram reconhecidas por meio de uma versao modificada da VGG-16.

Apos o treinamento da rede para reconhecer as expressoes, utilizou-se o transfer learning
para adaptar o modelo a um conjunto menor de videos, por meio de um procedimento semelhante
ao da primeira etapa. As imagens dos rostos passaram novamente pela rede, que foi modificada
para classificar as expressdes nas categorias entendendo € ndo entendendo.

De acordo com os autores, a analise comparativa revelou que a versao modificada da
VGG-16, quando combinada com técnicas de transfer learning, apresentou desempenho supe-
rior ao das configuracdes originais da VGG-16 e da VGG-19. Esse resultado foi obtido mesmo
diante de um conjunto de dados de entrada consideravelmente limitado. A comparagdo sugere
que a abordagem adotada contribuiu para melhorar o processo de aprendizado e a capacidade
de generalizacdo do modelo. Segundo os pesquisadores, a integracdo de modificagdes arquite-
tonicas especificas a rede, juntamente com o reaproveitamento de pesos previamente treinados,
permitiu obter melhores resultados sem a necessidade de um conjunto de dados de grande vo-
lume. Assim, a estratégia pode constituir uma alternativa util para problemas semelhantes em
que a disponibilidade de imagens rotuladas seja limitada.

Garcia-Garcia et al. (2023) utilizaram versdes modificadas de duas redes neurais con-
volucionais profundas, InceptionResNetV2 (IRNet) e MobileNetV2 (MNet), para identificar
pontos orofaciais em fotografias pré-operatorias, determinar sua visibilidade e estimar suas co-
ordenadas bidimensionais. Esses modelos foram treinados de maneira supervisionada com o

consenso entre duas anotagdes de anestesiologistas humanos utilizado como referéncia. A pes-
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quisa realizou etapas sucessivas de transfer learning em ordem crescente de similaridade com
relacdo ao conjunto de dados DiffAirW.

Os modelos foram avaliados por meio de validagdo cruzada estratificada por sexo, a
fim de garantir uma avaliagdo justa e robusta do desempenho em imagens nao vistas durante o
treinamento. Os resultados foram comparados as discrepancias entre os anotadores, adotadas
como padrao de referéncia, e ao desempenho de cinco modelos deformaveis considerados de
estado da arte. De maneira geral, o modelo IRNet apresentou capacidade de generalizacao sa-
tisfatoria, alcangando desempenho comparavel ao de especialistas humanos, enquanto o modelo
MNet apresentou apenas uma ligeira reducdo de desempenho. Na vista lateral, ambas as redes
tiveram um desempenho estatisticamente inferior aos humanos, embora com tamanhos de efeito
pequenos (ndo significativos para IRNet). Esse desempenho inferior nas imagens em vista la-
teral ja havia sido descrito na literatura por outros autores, que utilizaram técnicas distintas, e
pode estar relacionado a dificuldade intrinseca de distinguir visualmente determinadas caracte-
risticas, mesmo por especialistas treinados. Para o melhor modelo, ndo foi encontrado viés de
desempenho em relacao ao sexo.

Sheet et al. (2022) apresentam um estudo voltado a deteccao de doengas retinianas por
meio de imagens de fundo de olho. A pesquisa propde um modelo automatizado para a identifi-
cacdo de doengas da retina, com o objetivo de reduzir a intervengdo manual e manter altos niveis
de precisao na classificagdo das imagens. O estudo utilizou imagens de fundo de olho obtidas
do site Structured Analysis of the Retina (STARE), classificadas em cinco categorias com base
em anotacgodes de especialistas. As imagens foram processadas por meio de um filtro de equali-
zacdo adaptativa de histograma com limita¢do de contraste (CLAHE), com o objetivo de realcar
as imagens, reduzir o ruido e normalizar o espectro de intensidade. O modelo proposto foi de-
senvolvido por meio de aprendizado por transferéncia, utilizando como base a rede pré-treinada
ResNet50, que foi ajustada para a deteccao de doencas retinianas. Os resultados da avaliagdao
do modelo indicaram 100% de sensibilidade, 100% de especificidade e 100% de precisao. Os
autores concluem que o modelo proposto apresenta desempenho significativamente superior
ao de estudos anteriores e pode constituir uma ferramenta Util para auxiliar oftalmologistas na
identificacdo rapida e precisa de doengas retinianas.

A analise dos trabalhos correlatos fornece uma base tedrica e metodoldgica para o de-
senvolvimento desta pesquisa, a0 mesmo tempo que permite identificar os aspectos que a distin-
guem dos estudos anteriores. Os esfor¢cos empregados na selecao de metodologias e tecnologias
relevantes, como o uso de redes neurais convolucionais e de técnicas de aprendizado por trans-

feréncia, destacam-se como componentes importantes para o avango da pesquisa na area de
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computagdo aplicada. A escolha de modelos especificos, como DarkNetl13 e ResNet50, e de
arquiteturas utilizadas como base nos trabalhos analisados, como VGG-16, VGG-19, Inception-
ResNetV2 e MobileNetV2, ilustra a importancia de adaptar e aperfeigoar abordagens existentes
para explorar seu potencial em novos contextos. A revisdo também evidencia a necessidade de
considerar limitagcdes como a dependéncia de conjuntos de dados reduzidos e a escolha de mo-
delos que ndo estejam suficientemente alinhados aos objetivos especificos da pesquisa. Dessa
forma, as li¢des extraidas dos trabalhos correlatos orientam as escolhas metodoldgicas deste es-
tudo e contribuem para evitar abordagens inadequadas, mantendo o desenvolvimento da solugao

fundamentado em praticas ja avaliadas na literatura.
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4 ABORDAGEM PROPOSTA

Esta secdo apresenta a abordagem utilizada para tratar o problema de pesquisa, deta-
lhando as etapas percorridas ao longo do estudo. Esse processo incluiu a preparagao da base
de imagens, a implementa¢ao dos métodos e, por fim, a andlise e a comparagao dos resultados
obtidos. A preparagdo compreendeu a sele¢@o, a organizacdo e o aumento artificial das imagens;
a implementagdo envolveu o teste das arquiteturas previstas; e a etapa final reuniu a avaliagdo

das métricas, a discuss@o das limitacdes e a constru¢do do prototipo movel.

4.1 Preparacao da base de dados

Como ja explicitado na Sec¢do 2, inicialmente foram realizadas a captura das imagens
e a catalogacdo manual dos codigos de identificagdo presentes nos brincos dos animais. As
informagdes obtidas por meio da analise das imagens foram organizadas em uma tabela e en-
viadas a equipe do programa de melhoramento genético, que retornou os escores dos animais
identificados.

Nos testes preliminares, foram identificados alguns fatores que dificultavam o treina-
mento adequado dos modelos de redes neurais. Entre eles, destacaram-se o desequilibrio entre
as classes de escore, decorrente do pequeno niimero de animais em algumas delas, e a impos-
sibilidade de localizar o olho em imagens com desfoque excessivo. Também houve casos em
que o animal apresentou comportamento evasivo durante a captura e teve a regido ocular enco-
berta pelo corpo de outro bovino. Além disso, alguns modelos exigiam dimensdes especificas
de entrada, enquanto as fotografias haviam sido obtidas em diferentes resolucdes. Esses fatores
evidenciaram a necessidade de selecionar, redimensionar e organizar adequadamente os dados
destinados ao treinamento, a validacao e ao teste.

Para mitigar os problemas decorrentes das limitagdes do estudo, foram adotadas estra-
tégias de tratamento e selecdo das imagens. Excluiram-se aquelas nas quais nem mesmo um
avaliador humano conseguiria localizar o olho ou atribuir uma classificagdo, bem como as ima-
gens em que nao foi possivel identificar o animal, por exemplo, devido a ilegibilidade ou a
auséncia de visibilidade do brinco. As Figuras 22, 23 e 24 apresentam exemplos de imagens
consideradas inadequadas para o treinamento da rede neural. Os exemplos representam proble-
mas distintos: ocultagdo da regido ocular, angulo que dificulta a visualizacdo lateral do olho e
perda de nitidez provocada pelo movimento do animal durante a captura.

Também foi realizada uma etapa de data augmentation com a biblioteca Albumentati-
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Figura 22 — Animal escondendo o
rosto.

Fonte: Autor (2024).

Figura 23 — Imagem capturada em angulo
frontal.

Fonte: Autor (2024).

ons, com o objetivo de equilibrar a quantidade de dados disponivel em cada classe da base de

imagens. Inicialmente, os animais foram distribuidos entre os conjuntos de treinamento, vali-
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Figura 24 — Imagem borrada em razdo do
movimento do animal.

Fonte: Autor (2024).

dagdo e teste, evitando-se que imagens de um mesmo animal fossem incluidas em mais de um
conjunto. Essa ordem foi importante para impedir que versoes transformadas de uma mesma
fotografia original fossem distribuidas entre treinamento, validagdo e teste. Apos essa divisdo,
utilizou-se data augmentation para gerar aproximadamente 50 mil imagens de cada classe dis-
ponivel no conjunto de treinamento, totalizando cerca de 200 mil imagens. Para os conjuntos de
validagdo e teste, foram geradas as quantidades necessarias para que cada classe tivesse pouco
mais de 5 mil imagens, totalizando aproximadamente 20 mil imagens em cada conjunto.

Como ja explicado nesta dissertacdo, ndo havia animais com escore 1 entre os fotogra-
fados e havia apenas 4 animais com escore 2, o que pode limitar a capacidade do modelo de
reconhecer essas classes. O aumento artificial do nimero de imagens nao cria, por si s0, a di-
versidade biologica que seria obtida com novos animais. Para aprimorar o modelo de modo
a incluir a classe ausente e melhorar o desempenho na classe sub-representada, serd necessario
obter novas imagens, priorizando as classes extremas, e realizar uma nova etapa de treinamento.
Para isso, pode-se utilizar o método YOLO.train() da biblioteca Ultralytics, tomando os pesos
previamente aprendidos como ponto de partida. Esse procedimento permite continuar o treina-
mento com os novos dados, em vez de descartar integralmente o aprendizado obtido na etapa
anterior.

O numero aproximado de 50 mil imagens por classe de escore foi escolhido na tentativa
de equilibrar os recursos computacionais disponiveis ¢ a necessidade de fornecer uma quanti-
dade adequada de dados para o treinamento. Um volume excessivo exige maior poder computa-
cional, mais espago de armazenamento € maior tempo de processamento, enquanto um volume

insuficiente pode nao oferecer variacao suficiente para o aprendizado do modelo. Considerando
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os recursos e o tempo disponiveis durante o estudo, o total aproximado de 200 mil imagens foi
considerado um compromisso adequado para a realizagao dos experimentos, sem a pretensao
de que essa quantidade eliminasse as limitagdes decorrentes do pequeno nimero de animais em

algumas classes.

4.2 Implementacio

A implementacao foi planejada em duas fases principais: a detec¢do do olho do animal e
a classificacdo do escore de pigmentacgao. A revisao de literatura indicou que o aprendizado por
transferéncia (transfer learning) € frequentemente empregado em tarefas de deteccao e classifi-
cacdo de imagens, razao pela qual essa estratégia foi adotada para reduzir o tempo necessario ao
treinamento. Para a deteccao dos olhos, foram testados modelos pré-treinados como ResNet50,
VGG16, Faster R-CNN e YOLOVS, além do método utilizado por Lorensi (2024) em sua dis-
sertagdo. Pretendia-se avaliar o desempenho dessas abordagens e determinar qual delas seria
mais adequada a finalidade especifica deste estudo. A comparagao planejada consideraria tanto
a capacidade de localizar a regido ocular quanto a viabilidade de executar o treinamento com os
recursos disponiveis. A selecao dos modelos e métodos baseou-se em sua utilizagao prévia em
tarefas de detecgao e no objetivo de explorar diferentes aplicagdes de redes neurais artificiais.

Na fase seguinte, a regido identificada como correspondente ao olho seria recortada e
processada por uma segunda rede neural artificial (RNA), responsavel especificamente pela
classificagdo do escore de pigmentagdo. Essa divisdo permitiria avaliar separadamente o de-
sempenho do detector e do classificador, além de substituir um dos componentes sem necessari-
amente alterar o outro. Nessa etapa, também se pretendia utilizar aprendizado por transferéncia
e modelos das familias VGG e ResNet, entre outros anteriormente citados. No entanto, como
detalhado na Secdo 4.3, somente o modelo YOLOVS foi empregado na solugdo final. Como
esse modelo realiza a localizagdo e a classificagdo em uma unica execucao, a separacao inicial-
mente planejada em duas redes deixou de ser necessaria. Essa decisdo decorreu das limitagdes
encontradas durante a implementagdo e dos resultados obtidos nos testes preliminares.

Reconhecendo que o processo de pesquisa cientifica ¢ dindmico e pode exigir ajustes
durante sua execucao (Lakatos; Marconi, 2021; Marconi; Lakatos, 2021a,2021b; Pereira, 2011),
manteve-se a possibilidade de incorporar ou excluir modelos dos testes finais. Essa flexibilidade
permitiu a inclusdo do YOLOVS, que ndo estava previsto nas etapas iniciais. Também se optou
por ndo prosseguir com os modelos que ndo puderam ser treinados adequadamente ou que nao

produziram resultados utilizaveis no ambiente e no periodo disponiveis para a pesquisa.
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4.3 Analise e comparacao dos resultados

Apos diversas tentativas, nao foram obtidos resultados utilizaveis na tarefa de deteccdo
dos olhos com ResNet50, VGG16, Faster R-CNN ou com o método empregado por Lorensi
(2024). Os problemas observados variaram desde a incapacidade de localizar a area de inte-
resse até falhas de execu¢do em momentos aparentemente aleatorios do treinamento. Como os
processos ndo foram concluidos de forma equivalente, seus resultados parciais ndo permitiam
uma comparagao estatistica valida com o treinamento concluido do YOLOVS.

Alguns modelos nao puderam ser treinados devido a dependéncia de combinagdes espe-
cificas de versdes de diferentes bibliotecas. Em determinados casos, uma versao necessaria para
uma biblioteca entrava em conflito com a versao exigida por outro componente do ambiente.
Em outros, ocorreram falhas de execu¢do em etapas distintas do treinamento, sem que fosse
possivel reproduzi-las de maneira consistente. No ambiente utilizado, esses problemas nao fo-
ram solucionados durante o periodo disponivel para a pesquisa. A investigagdo das causas de
cada intercorréncia exigiria a reconstru¢cao dos ambientes, testes controlados e estudos especi-
ficos para cada modelo; por isso, evitou-se formular explicagdes especulativas no escopo desta
dissertacao.

Com o modelo pré-treinado YOLOVS, foi possivel localizar a area de interesse em mais
de 96% das instancias do conjunto de validagdo apds 15 épocas, com tempo de processamento
aproximado de 7,6 horas. O método de treinamento estava configurado inicialmente para 100
€pocas, mas o comportamento das métricas foi acompanhado durante a execugdo. A partir de
aproximadamente oito épocas, as perdas do conjunto de treinamento continuaram diminuindo,
enquanto algumas perdas de valida¢dao passaram a aumentar. Esse afastamento entre os resul-
tados dos dois conjuntos sugeriu a ocorréncia de sobreajuste, isto ¢, uma melhora no ajuste aos
dados de treinamento sem ganho correspondente na validagdo. Por essa razdo, considerou-se
desnecessario e potencialmente prejudicial prolongar o treinamento até o nimero inicialmente
configurado.

A utilizacao de pesos pré-treinados pode ter contribuido para a obtengdo dos resultados
em um numero reduzido de épocas. Além disso, o YOLOVS realiza a localizagdo da éarea de
interesse e a atribuicdo da classe em uma Unica etapa, eliminando a necessidade de empregar
uma segunda rede e simplificando o fluxo de processamento.

Os conjuntos de treinamento, validacdo e teste eram independentes quanto aos animais
neles representados, de modo que imagens de um mesmo bovino nao fossem distribuidas entre

conjuntos diferentes. Os pesos do modelo foram ajustados com base nas imagens de treina-



74

mento. O conjunto de validagdo, ndo utilizado diretamente para esse ajuste, serviu para acom-
panhar o comportamento das métricas durante o treinamento, identificar indicios de sobreajuste
e auxiliar na escolha dos pesos a serem utilizados. O conjunto de teste foi empregado somente
apos a conclusao do treinamento, para avaliar a inferéncia em imagens derivadas de animais nao
utilizados nas etapas anteriores. Essa separag¢do buscou reduzir o risco de que o modelo fosse
avaliado com imagens excessivamente semelhantes as empregadas no ajuste dos pesos.

Na Figura 25, sdo apresentados os resultados obtidos pelo YOLOV8 apos 15 épocas.
Considerando todas as classes, o0 modelo alcangou precisdao de 0,424, recall de 0,385, mean
Average Precision (mAP) de 0,318 no limiar de 0,50 (mAP50) e de 0,230 na média dos limiares
de 0,50 a 0,95 (mAP50-95). Na classe 2, todas essas métricas foram iguais a zero, indicando
que nenhuma instancia dessa classe foi corretamente reconhecida. A classe 1 ndo aparece nos
resultados porque ndo havia animais com esse escore no conjunto de dados. Entre as demais
classes, o escore 3 apresentou precisao de 0,294 e recall de 0,554; o escore 4, precisao de 0,438
e recall de 0,828; e o escore 5, precisao de 0,962 e recall de 0,159. Esses valores mostram que
uma classe pode apresentar poucas previsoes incorretas e, simultaneamente, deixar de recuperar

grande parte das instancias existentes.

Figura 25 — Métricas de validagdo do YOLOVS apds 15 épocas.
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Fonte: Autor (2024).

As Figuras 26 e 27 foram geradas automaticamente pelo YOLOVS a partir do mesmo lote
de imagens de validagdo. A Figura 26 apresenta as caixas delimitadoras e os escores anotados
como referéncia, enquanto a Figura 27 apresenta as caixas e as classes previstas pelo modelo,
acompanhadas dos respectivos niveis de confianga. A comparacao visual permite verificar se
a regido ocular foi localizada e observar as diferencas entre as anotacdes de referéncia e as
previsoes. Nesse lote especifico, a maior parte dos olhos foi localizada, mas também ¢ possivel

observar classificagdes divergentes do escore anotado, o que ¢ compativel com as limita¢des
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indicadas pelas métricas agregadas.

Figura 26 — Conjunto de imagens com suas anotagdes de referéncia.

D0c4854€-20230420_08140 — 2 359 33.jpg 2 359 3.jpg

Fonte: Autor (2024).

A Figura 28 apresenta a matriz de confusdo gerada com os dados de validagdo ao final
do treinamento. A linha e a coluna denominadas background representam anotagdes ou detec-
¢oes sem correspondéncia e ndo constituem uma classe existente nas anotagdes originais. A
matriz indica que pouco mais de 3,6% das instancias anotadas ndo tiveram a area de interesse
localizada. Também evidencia a incapacidade do modelo de reconhecer corretamente o escore
2: aproximadamente 96% das instancias dessa classe foram classificadas como escore 3. Em
contraste, 79,8% das instancias com escore 4 foram corretamente classificadas.

Esses resultados evidenciam a importancia de um conjunto de treinamento mais robusto
e da utilizacao de imagens dos dois olhos do animal para a inferéncia do escore. Havia apenas
4 animais com escore 2: 2 foram destinados ao treinamento, 1 a validag¢ao e 1 ao teste. Embora
tenha sido aplicado data augmentation, essa técnica nao substitui a diversidade proporcionada

por um numero maior de animais em cada classe. Observou-se ainda que os animais com escore
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Figura 27 — Inferéncias do YOLOVS para o conjunto de imagens da Figura
26.

D0c4854€-20230420_08140@ , 2 359 33.jpg

Fonte: Autor (2024).

4 foram mais bem reconhecidos do que aqueles com escore 3. Dos 80 animais com escore 4, 64
foram utilizados no treinamento; entre os 113 animais com escore 3, 91 foram destinados a esse
conjunto.

Uma possivel explicagdo ¢ que animais com escore 3 podem apresentar niveis distin-
tos de pigmentacao entre os olhos. Assim, uma imagem que mostre apenas um deles pode se
assemelhar visualmente a um escore maior ou menor, dependendo da pigmentacao do olho foto-
grafado. Essa condi¢do introduz uma diferenga entre o escore atribuido pela avaliagdo conjunta
do animal e a informagao efetivamente disponivel em uma fotografia unilateral. Caso essa hipo-
tese seja confirmada, a utilizagdo de um conjunto mais amplo, com maior nimero de animais em
todas as classes e imagens de ambos os olhos, podera melhorar os resultados de inferéncia. Essa
interpretagdo ¢ compativel com o desempenho do escore 4, corretamente reconhecido em 79,8%

das instancias, pois os animais dessa classe apresentam niveis elevados de pigmentagao nos dois
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Figura 28 — Matriz de confusdo da classificagdo realizada pelo YOLOVS.
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olhos, embora a pigmentagao total em ambos corresponda ao escore 5. Ainda assim, a hipotese
nao pode ser confirmada apenas pelos resultados deste experimento e deverd ser avaliada em
trabalhos futuros com uma coleta especificamente planejada para essa finalidade.

A Figura 29 apresenta a relacao entre a precisao e o limiar de confianga no conjunto de
validagdo. Em limiares baixos, a precisio agregada permaneceu proxima de 0,42. A medida
que o limiar aumentou, a precisdo das previsdes remanescentes também aumentou, alcangando
1,00 no limiar de 0,824, embora com redugao correspondente no nimero de detecgdoes mantidas.

A Figura 30 apresenta a relacdo entre o recall e o limiar de confianga. A curva agregada
atingiu recall maximo de aproximadamente 0,39 no limiar de confianga 0 e diminuiu a medida
que esse limiar foi elevado. Entre as classes, o escore 4 apresentou o maior recall, aproximada-
mente 0,83, seguido do escore 3, com cerca de 0,55. O escore 5 apresentou aproximadamente
0,16, enquanto o escore 2 permaneceu em zero. Esses resultados reforcam a influéncia do de-
sequilibrio e da baixa diversidade de animais nas classes menos representadas.

A Figura 31 apresenta a relagdo entre precisao e recall. Considerando todas as classes, o
valor de mAP50 foi 0,318. A classe 5 obteve o maior valor, 0,561, seguida pelas classes 4, com

0,452, e 3, com 0,260. A classe 2 apresentou valor igual a zero.
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Figura 29 — Grafico de precisao por confianca do
YOLOVS.
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Figura 30 — Grafico de recall por confianga do YOLOVS.
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A Figura 32 apresenta a métrica F1, correspondente a média harmonica entre precisdo e
recall. O valor agregado méaximo foi de aproximadamente 0,31, obtido com limiar de confianca
de 0,032. A classe 4 apresentou os maiores valores ao longo da maior parte da curva, enquanto
a classe 2 permaneceu sem resultados. O valor agregado diminuiu progressivamente com o
aumento do limiar de confianga e aproximou-se de zero em torno de 0,75.

A Figura 33 retine dez graficos gerados automaticamente pelo YOLOVS ao longo das
15 épocas. Sao apresentadas as perdas relacionadas as caixas delimitadoras, a classificagdo e a
distribuicao focal, tanto no treinamento quanto na validagdo, além das curvas de precisao, recall,

mAP50 e mAP50-95. A métrica mAP50 considera um limiar de interse¢do sobre unido (IoU)
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Figura 31 — Grafico de precisao por recall do YOLOVS.
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Figura 32 — Grafico de F1 por confianca do YOLOVS.
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de 0,50, enquanto a mAP50-95 corresponde a média calculada em limiares de 0,50 a 0,95.
Para avaliar a qualidade da inferéncia, foram utilizadas aproximadamente 10% das ima-
gens no conjunto de teste. Ao todo, o teste incluiu 20.093 imagens obtidas por meio de data
augmentation aplicado as imagens previamente destinadas a esse conjunto. Como 0s animais
haviam sido separados antes da gera¢do das imagens aumentadas, nenhum bovino do teste es-
tava presente nos conjuntos de treinamento ou valida¢do. Devido ao volume de amostras, ndo
seria viavel apresentar individualmente todas as imagens e previsdes no texto da dissertacao. A
Figura 34 apresenta uma dessas imagens ap0s a localizac¢ao do olho, o desenho da caixa delimi-
tadora, a classificacao do escore e a indicacdao do nivel de confianga. A inspegao dos resultados

indicou que a rede localizou corretamente o olho em mais de 90% das imagens de teste. Os
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Figura 33 — Graficos de métricas gerados pelo modelo YOLOVS.
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erros de localizacdo ocorreram principalmente em imagens excessivamente distorcidas pelas
transformacgoes de data augmentation, algumas das quais dificultavam a identificacdo do olho
até mesmo por um observador humano. O desempenho da classificacdo permaneceu proximo
ao observado na validagdo, em torno de 40% quando consideradas conjuntamente as classes,
com resultados mais favoraveis para as classes 3, 4 e 5. Esse comportamento refor¢a que a
localizagdo da regido ocular foi mais consistente do que a atribuigdo correta do escore.

O objetivo inicial do trabalho era testar a viabilidade de diferentes redes neurais na detec-
¢do e na classificacdo da regido ocular de bovinos e comparar estatisticamente seus resultados.
Entretanto, como apenas o YOLOvV8 produziu resultados utilizdveis no ambiente € no periodo
disponiveis, nao foi possivel realizar a comparagdo entre modelos originalmente planejada. Em
vez de apresentar uma comparagdo baseada em execugdes incompletas ou em resultados nao
equivalentes, optou-se por concentrar a etapa final na demonstragdo pratica do modelo treinado.
Diante disso, foi desenvolvido um protétipo de aplicativo para dispositivos méveis Android,
utilizando a rede treinada para a classificagdo automatizada do escore de pigmentacao ocular
em bovinos.

Para a construg¢ao do protétipo, utilizou-se o Android Studio em ambiente amd64, com
ambiente de execugdo 17.0.10+0-11572160. O modelo YOLOvS8n foi convertido para o for-
mato TensorFlow Lite (TFLite) por meio do método YOLO.export() da biblioteca Ultralytics e
incorporado ao aplicativo para realizar inferéncias sobre as imagens capturadas. Ao ser iniciado,
o aplicativo aciona a camera do dispositivo; ao aponta-la para o rosto de um animal, o sistema
desenha uma caixa delimitadora sobre o olho detectado e apresenta a classificagao do escore.

O protdtipo demonstra a execu¢ao do modelo em um dispositivo movel e mantém a possibili-
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Figura 34 — Predigdo correta do escore 4, com 68% de
confianca.

Fonte: Autor (2024).

dade de desenvolvimento de uma versdao ampliada, com fungdes adicionais € uma interface mais

completa.
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5 CONCLUSAO

Esta dissertacao teve como objetivo desenvolver um método baseado em inteligéncia
artificial (IA), com énfase em aprendizado profundo (deep learning) e redes neurais convolu-
cionais (CNNs), para a classificagdo automatica do escore de pigmentagdo ocular em bovinos,
buscando fornecer subsidios ao processo de melhoramento genético.

O objetivo geral foi alcancado em carater de prova de conceito. Foi desenvolvida uma
solucdao baseada no modelo YOLOVS capaz de localizar a regido ocular e atribuir uma classe
de escore de pigmentagdo, posteriormente integrada a um prototipo de aplicativo Android. Os
resultados demonstraram a viabilidade técnica da abordagem, mas também evidenciaram limita-
coes que ainda impedem sua utilizagdo como substituto da avaliagdo realizada por especialistas.

Quanto aos objetivos especificos, foi construido um conjunto de dados de imagens rotu-
ladas para o treinamento dos modelos. Entretanto, a base foi formada por animais de um unico
produtor, ndo continha individuos com escore 1 e apresentava apenas 4 animais com escore 2 €
18 com escore 5. A aplicagdo de técnicas de data augmentation permitiu equilibrar numerica-
mente as classes disponiveis, mas nao substituiu a diversidade bioldgica proporcionada por um
niimero maior de animais em cada classe.

A implementacdo e a avaliacdo de diferentes arquiteturas foram parcialmente realizadas.
ResNet50, VGG16, Faster R-CNN e outras abordagens previstas foram testadas, mas nao pro-
duziram resultados utilizdveis no ambiente e no periodo disponiveis para a pesquisa. Por essa
razao, ndo foi possivel realizar a comparacao estatistica entre modelos inicialmente planejada.
O YOLOVS foi o unico modelo que concluiu o treinamento com resultados aproveitaveis.

A comparacdo das previsdes do YOLOVS com os escores atribuidos pelos especialistas
mostrou desempenho distinto entre a localizagao dos olhos ¢ a classificagdo da pigmentagdo. O
modelo localizou a regido ocular em mais de 96% das instancias do conjunto de validagdo e em
mais de 90% das imagens inspecionadas no conjunto de teste. Por outro lado, o desempenho
agregado da classificagdo permaneceu em torno de 40%, com resultados mais favoraveis para
os escores 3, 4 e 5 e incapacidade de reconhecer corretamente o escore 2. A principal limitagao
esteve, portanto, na atribui¢do correta do escore, especialmente nas classes com poucos animais.

Entre as contribuicdes do trabalho, destacam-se a criagdo do conjunto de imagens rotu-
ladas, o treinamento do modelo YOLOVS, sua conversdo para o formato TFLite e o desenvol-
vimento do prototipo mével. O estudo também evidenciou que o aumento artificial de imagens
nao elimina a necessidade de uma coleta ampla e equilibrada e que a utilizagao de apenas um dos

olhos pode introduzir divergéncias entre a informacao presente na fotografia e o escore atribuido
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pela avaliacao conjunta dos dois olhos.

As principais limitagdes foram a origem restrita dos dados, o reduzido nimero de ani-
mais nas classes extremas, a auséncia do escore 1, a captura de apenas um lado da cabeca, a
impossibilidade de comparar estatisticamente os modelos ¢ a falta de validagdo do aplicativo
com produtores e técnicos em condigdes reais de campo. Assim, os resultados devem ser inter-

pretados como uma prova de conceito e como base para pesquisas posteriores.

5.1 Trabalhos Futuros

Recomenda-se ampliar o conjunto de dados com imagens provenientes de diferentes
propriedades e com maior nimero de animais dos escores 1, 2 ¢ 5. A nova coleta deve incluir
imagens dos dois olhos e preservar a separagao dos animais entre os conjuntos de treinamento,
validagdo e teste. Também se recomenda avaliar outras arquiteturas e estratégias de treinamento
em ambientes computacionais controlados, permitindo a comparagao entre modelos executados
sob as mesmas condigoes.

A coleta podera ser aprimorada por meio do uso de cameras de video, das quais poderao
ser extraidos frames adequados, desde que seja possivel identificar previamente cada animal e
associar corretamente as imagens ao respectivo escore. A captura devera priorizar os escores
extremos e incluir variagdes de iluminagdo, distdncia e posicionamento, sem comprometer o
bem-estar dos animais.

Por fim, o aplicativo devera ser validado com produtores e técnicos responsaveis por
avaliacdes de campo. Essa etapa permitira verificar o desempenho do modelo em condicdes
reais, a facilidade de uso do sistema e sua utilidade como ferramenta de apoio. Os resultados
deste estudo poderdo servir de ponto de partida para novas pesquisas voltadas a integragao entre

inteligéncia artificial, avalia¢do fenotipica e melhoramento genético bovino.
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