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RESUMO

Para aumentar a produtividade na pecuária de corte é fundamental aprimorar o manejo

do pasto, o que demanda a mensuração periódica da massa e do acúmulo de forragem e o

ajuste da taxa de lotação. Portanto, mostra-se relevante desenvolver ferramentas capazes

de auxiliar os pecuaristas neste processo. O presente trabalho, amparado inicialmente

por uma metodologia exploratória e, posteriormente, explicativa, propõe, implementa

e avalia o TouceiraTech, um protótipo de FMIS para Pecuária de Precisão capaz de

coletar, armazenar, pré-processar, predizer e visualizar dados sobre a taxa de acúmulo,

necessária para o ajuste da taxa de lotação em uma área de interesse georreferenciada.

O TouceiraTech foi projetado de forma interdisciplinar, a partir da expansão de um

modelo original de predição de disponibilidade de forragem, baseado em aprendizado de

máquina com Redes Neurais Artificiais do tipo LSTM com dados de vegetação campestre

obtidos pela amostragem histórica, direta, destrutiva, em experimentos realizados para

avaliar a produção animal em diferentes condições de manejo do campo nativo. No

modelo de predição são agregados dados meteorológicos, coletados remotamente de

estação meteorológica automática próxima à região de interesse e, também, dados

de previsão meteorológica. Esses dados são automaticamente pré-processados pelo

TouceiraTech para estimação de variáveis específicas, com destaque para uma nova

abordagem automatizada para a estimativa da evapotranspiração. Além disso, permite

o uso de amostras indiretas não destrutivas da vegetação, com base no NDVI, a partir

do processamento de imagens aéreas incorporadas ao seu banco de dados espacial.

Os resultados demonstram a eficácia das coletas periódicas automatizadas dos dados

meteorológicos necessários para a predição, a partir de bases remotas do INMET, INPE

e NOAA. Em especial, comprovam que mudanças na abordagem de treinamento do

modelo, de forma estratificada, complementada por ajustes nas suas variáveis de entrada,

permitiram a concepção de modelos especializados por tipos de tratamento com acurácia

significativamente superior à do modelo original. Adicionalmente, indicam o potencial

da incorporação de imagens aéreas georreferenciadas para viabilizar um sistema de

suporte à decisão de ajuste de taxa de lotação com base em amostragem indireta de baixo

custo operacional, em substituição ao método direto.

Palavras-chave: Manejo da pastagem. Sistemas de apoio à decisão. Métodos de amos-

tragem. Sensoriamento remoto. Ajuste de lotação. Taxa de acúmulo.



ABSTRACT

To increase productivity in beef cattle ranching it is essential to improve pasture manage-

ment, which demands periodic measurement of the mass and accumulation of forage and

adjustment of stocking rate. Therefore, it is important to develop tools capable of helping

cattle ranchers in this process. The present work, supported initially by an exploratory

methodology and later by an explanatory one, proposes, implements and evaluates Tou-

ceiraTech, a prototype of FMIS for Precision Cattle Raising capable of collecting, storing,

preprocessing, predicting and visualizing data on forage accumulation rate, necessary for

adjusting the stocking rate in a georeferenced area of interest. TouceiraTech was designed

in an interdisciplinary way, from the expansion of an original model of forage availabil-

ity prediction, based on machine learning with LSTM-type Artificial Neural Networks

with field vegetation data obtained by historical, direct, destructive sampling in experi-

ments carried out to evaluate animal production in different management conditions of

the native field. In the prediction model are aggregated meteorological data, remotely

collected from an automatic weather station near the region of interest, and also mete-

orological forecast data. These data are automatically pre-processed by TouceiraTech

to estimate specific variables, with emphasis on a new automated approach to estimate

evapotranspiration. In addition, it allows the use of non-destructive indirect sampling of

vegetation, based on NDVI, from the processing of aerial images incorporated into its spa-

tial database. The results demonstrate the effectiveness of automated periodic collection

of meteorological data needed for prediction, from remote databases of INMET, INPE

and NOAA. In particular, they prove that changes in the model training approach, in a

stratified way, complemented by adjustments in its input variables, allowed the design of

specialized models by treatment types with accuracy significantly higher than that of the

original model. Additionally, they indicate the potential of incorporating georeferenced

aerial images to enable a decision support system to adjust stocking rates based on indirect

sampling with low operational cost, replacing the direct method.

Keywords: Pasture management. Decision support systems. Sampling methods. Remote

sensing. Stocking rate. Accumulation rate.
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1 INTRODUÇÃO

Este capítulo tem como objetivo introduzir a proposta do presente projeto de pes-

quisa, desenvolvimento e inovação, caracterizado no contexto de tecnologias para a pro-

dução agropecuária. A seção 1.1 apresenta a motivação para o estudo, seguida da de-

limitação do tema interdisciplinar (seção 1.2), da explicitação das questões de pesquisa

(seção 1.3) e dos objetivos (seção 1.4). Posteriormente, são resumidamente descritos os

referenciais metodológicos adotados na concepção do projeto (seção 1.5), seguidos da

apresentação da estrutura do restante do trabalho (seção 1.6) e pelas considerações finais

(seção 1.7).

1.1 Motivação

A motivação para o desenvolvimento desta pesquisa aplicada partiu de um pro-

blema identificado no contexto da agropecuária, mais especificamente da bovinocultura

de corte, associado à oportunidade de desenvolvimento de tecnologias computacionais

aplicáveis à produção agropecuária.

1.1.1 Perspectiva da agropecuária

Segundo o IBGE (2020), o Brasil possuía um efetivo de aproximadamente 214,8

milhões de cabeças de gado em 2019. No mesmo ano, no estado do Rio Grande do Sul

estavam concentradas 11,9 milhões (IBGE, 2020). Para que os pecuaristas, produtores ru-

rais especializados em sistemas pecuários, maximizem seu lucro, de forma sustentável, é

fundamental fazer a gestão dos seus sistemas de pastejo (grazing systems), representados

pela “combinação integrada entre os componentes animal, planta, solo, e fatores ambi-

entais, mais o método de pastejo, com o objetivo de se atingir metas específicas” (PE-

DREIRA, 2002).

De acordo com Salman, Soares e Canesin (2006), no que se refere aos custos

de produção animal, de 50% a 80% estão associados ao gasto com alimentação. Além

da redução das despesas de custeio com alimentação, o correto uso das pastagens está

diretamente ligado com a produtividade, visto que em um contexto de pecuária a pro-

dutividade é representada pela quantidade de peso vivo (PV) produzido anualmente em
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cada hectare1 de pastagem (FERNANDES et al., 2004). Neste contexto, há a necessidade

de se evitar a degradação das pastagens e também intensificar a sua produtividade, visto

que em pastagens degradadas a produtividade de carne fica aproximadamente em 2 kg de

PV.ha-1 e em pastagens consideradas em bom estado pode-se atingir em torno de 16 kg

de PV.ha-1 (KICHEL; MIRANDA; ZIMMER, 1999). Esta variação na produtividade2 é

impactada diretamente pela oferta de forragem (forage allowance - OF), isto é, pela re-

lação quantitativa e instantânea entre forragem e animal, mais precisamente pela relação

estabelecida entre a matéria seca (MS) de forragem por unidade de área e o número de

unidades animais em um determinado instante (PEDREIRA, 2002). Portanto, “as rela-

ções quantitativas entre o componente ’forragem’ (kg MS/ha) e o componente ’animal’

(kg PV/ha) têm um impacto marcante sobre a produção e a produtividade” (PEDREIRA,

2002), de modo que conclui-se que a gestão da MS é essencial em um sistema de pastejo.

O alicerce para a pecuária sustentável é o adequado manejo das pastagens, já que,

com o devido manejo, é possível garantir a qualidade e a quantidade necessária para a

alimentação dos animais, sem a degradação das pastagens. O desafio para a sustentabili-

dade de uma pastagem é equilibrar os interesses dos animais, ou seja, uma alimentação

adequada, com as necessidades da pastagem (MELADO, 2007). Portanto, além de fazer

a correta mensuração da taxa de lotação (stocking rate), que corresponde à “relação entre

o número de animais ou de unidades animais (UA) e a área da unidade de manejo por eles

ocupada, durante um período específico de tempo” (PEDREIRA, 2002), também é neces-

sário disponibilizar pastagens com valores nutritivos adequados (SILVEIRA et al., 2005).

É importante levar em conta esses dois fatores devido à capacidade dos bovinos seleci-

onarem sua própria dieta durante o pastejo. A produção animal em sistemas extensivos

é uma função da relação solo-planta-animal e até mesmo o homem, devido a essa rela-

ção é importante compreender como o pastejo afeta o solo, a superfície hidrológica, etc.

(SANTOS et al., 2002). Os animais por sua vez afetam o sistema de produção devido as

suas características genéticas, sua idade, sua condição produtiva, entre outras (NABIN-

GER, 1997). As pastagens nativas correspondem a um grande recurso que vem sendo

utilizado na pecuária extensiva (MOOJEN; MARASCHIN, 2002). Contudo, como nos

estados do Sul do Brasil as estações frias são muito rigorosas, a disponibilidade de pas-

tagem nativa reduz nestes períodos, com isso se faz necessária a introdução de pastagens

de estação fria, como aveia e azevém. Com a implantação de forrageiras cultivadas em

períodos específicos do ano, é possível garantir boa disponibilidade de pastagem para o

1Unidade de medida para superfícies agrárias correspondente a 10.000 metros quadrados.
2Também expresso na literatura como kg de PV/ha.
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rebanho durante todo ano. A partir disso, com a implantação de novas tecnologias é possí-

vel realizar a preservação das pastagens naturais, por meio do melhoramento das mesmas

ou pela introdução de espécies de estação fria, que tenham crescimento no período de

outono-inverno (CÓRDOVA et al., 2014).

Conhecendo a oferta de forragem, é possível estimar o ganho de peso dos animais

e com isso a produtividade do rebanho (ANDRADE et al., 2005). Neste contexto, o

principal problema passa a ser o processo de tomada de decisões, sob responsabilidade

do produtor, relacionado à taxa de lotação, tendo como referência dois fatores distintos: a

quantidade de forragem necessária para otimizar o ganho médio diário (GMD) de massa

dos animais é em torno de 13,5%, porém, se for considerado o ganho de massa por hectare

(G.ha-1), essa estimativa gira em torno de 11,5% (NABINGER, 2006).

1.1.2 Perspectiva da computação

O aumento da utilização da TI pode causar impactos positivos na agropecuária,
destacando-se a substituição da força de trabalho e o aumento no controle das
atividades, contribuindo para a redução da incerteza e dos riscos. Dessa forma,
é possível esperar que sua incorporação no dia a dia da propriedade aumente
o ingresso aos mercados, por facilitar o acesso à informação. (MACHADO;
NANTES, 2011).

Nas últimas décadas, diversas Tecnologias da Informação e da Comunicação

(TIC) passaram a ser aplicadas ao agronegócio. Neste contexto, diferentes TIC estão

sendo também integradas com o objetivo de aumentar os recursos e resultados obtidos,

tendo como exemplo, as tecnologias de informação unindo-se com as tecnologias de con-

trole, as tecnologias de monitoramento com as tecnologias de telecomunicações (CAVA-

LHEIRO et al., 2018). Segundo Bambini e Romani (2014), existem diversos benefícios

para a adoção de TIC voltadas ao agronegócio, como redução dos custos de comunicação

entre os agentes da agropecuária, redução dos custos de acesso a serviços e informação,

redução de riscos relacionados a eventos climáticos, pragas e desastres naturais, entre

outros.

No contexto de pecuária, as AgroTIC, as quais serão definidas na seção 2.2, podem

ser usadas para auxiliar no armazenamento de informações acerca de condições sanitárias,

nutricionais e genéticas dos animais (MACHADO, 2002 apud MACHADO; NANTES,

2008, p. 1). Contudo, desde 1997 se destaca que “inúmeras são as aplicações do uso das
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tecnologias da informação na bovinocultura, sendo a mais importante delas o desenvol-

vimento de sistemas computacionais que buscam auxiliar produtores e profissionais na

tomada de decisão” (LOPES, 1997 apud CEOLIN et al., 2008, p. 64).

Portanto, percebe-se que é relevante estudar o desenvolvimento de novas Agro-

TIC, a partir da integração de tecnologias presentes no estado da arte, com foco na gestão

de sistemas de pastejo, capazes de auxiliar na tomada de decisão e, consequentemente, na

obtenção de resultados positivos na sua produtividade (CEOLIN et al., 2008).

1.2 Temática interdisciplinar

A Empresa Brasileira de Pesquisa Agropecuária (Embrapa), através da sua uni-

dade descentralizada chamada de Embrapa Pecuária Sul, desenvolve pesquisa nos Cam-

pos Sul-brasileiros, compreendidos pelos Estados do Rio Grande do Sul, Santa Catarina

e Paraná. Dentre as áreas nas quais a unidade atua estão a bovinocultura de corte, de leite

e ovinos. Na unidade é realizado estudo da disponibilidade de forragem, utilizando dados

históricos de coleta através de um método direto de amostragem estratificada. Para rea-

lizar a coleta de pontos específicos dos campos experimentais são utilizadas gaiolas que

isolam áreas de pastagem. Mensalmente a pastagem isolada é cortada, seca e pesada. A

taxa de lotação de animais nos campos experimentais é mensurada através da estimativa

de crescimento da pastagem, que por sua vez é calculada através da massa de forragem da

amostra coletada. O ajuste da taxa de lotação busca manter uma oferta de forragem igual

a 12% do peso vivo do animal. A estimativa realizada atualmente é imprecisa, não apenas

pelo erro amostral decorrente do método de medição, mas sobretudo devido ao fato de

não considerar fatores importantes para o crescimento das plantas, tais como variáveis

climáticas e variações meteorológicas.

Para que se possa realizar a estimativa de produtividade de forragem e também

do desempenho dos animais, existem técnicas diretas e indiretas para estimar a massa

de forragem (MF). A MF é definida como “a quantidade de matéria seca (MS) presente

instantaneamente acima do nível do solo por unidade de área” (HODGSON, 1979 apud

ARRUDA et al., 2011, p. 1). Dentre as técnicas diretas está o corte da forragem, porém é

um método destrutivo que gera muito trabalho para coleta das amostras e, com isso, limita

o número pontos de coleta na pastagem para que se tenha uma quantidade substancial de

dados. Existem também os métodos indiretos para a estimativa de MF, dentre eles estão

o disco medidor (DM) que estima a massa através da altura e densidade da pastagem
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com a utilização de uma placa de metal com peso conhecido que desliza em um eixo

central que possui uma escala graduada. O bastão graduado (BG) tem um funcionamento

similar ao disco medidor, porém o pasto não é comprimido, já que a leitura é feita assim

que o dispositivo toca a planta. Também existe o medidor de capacitância (MC), que

funciona através de um sinal produzido pelo oscilador de circuito elétrico (CAUDURO et

al., 2006).

A partir da necessidade de aprimorar o método realizado, Schulte (2019) iniciou a

criação de um modelo baseado em aprendizado de máquina para a estimativa de forragem

na qual utiliza os dados históricos de cortes realizados na Embrapa Pecuária Sul, consi-

derando fatores meteorológicos no crescimento das pastagens. Os dados meteorológicos

são obtidos da estação meteorológica de superfície automática, do Instituto Nacional de

Meteorologia (INMET). Os dados de corte, tanto quanto os referentes ao clima, foram

inseridos em um banco de dados para que, através de aprendizagem de máquina, fosse

possível predizer a quantidade de massa de forragem disponível em determinada data.

A técnica de aprendizado de máquina utilizada por Schulte (2019) é um tipo espe-

cial de Rede Neural Recorrente (Recurrent Neural Networks - RNN), denominada Long

Short-Term Memory (LSTM), a qual pode ser usada como base para um Sistema de Apoio

a Decisão (SAD) para os produtores rurais. Ou seja, em tese permitiria a concepção de

um Farm Management Information System (FMIS) voltado para pecuária de precisão,

especializado para ajuste de taxa de lotação por meio da predição da oferta de forragem.

Sistema este que deveria ser composto por módulos capazes de realizar a coleta, o pro-

cessamento, o armazenamento e a visualização dos dados espacializados referentes às

áreas de interesse. Contudo, o modelo baseado em RNN LSTM desenvolvido por Schulte

(2019) se ampara apenas em dados meteorológicos históricos. Com isso, mostra-se re-

levante o aprimoramento do modelo para que não só sejam utilizados dados históricos,

mas também dados de previsões meteorológicas, bem como automatizar o processo de

coleta destes a partir de bases de dados remotas. Além disso, também se apresentou como

importante agregar ao modelo uma coleta de dados sobre a pastagem de maneira automa-

tizada, através de imagens, visto o custo operacional e suscetibilidade a erro inerentes aos

processos de amostragem destrutiva periódica da pastagem. Para este fim, seria possível

utilizar imagens de satélite para, através de índices, estimar dados referentes a pastagem

como, por exemplo, a altura e/ou densidade. Por fim, nota-se a relevância de estudar al-

ternativas para a apresentação, dos dados espaço-temporais correspondentes à evolução

da pastagem, de forma intuitiva para produtores rurais.
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1.3 Questões de pesquisa

O presente trabalho visa responder três principais questões de pequisa:

• É possível propor, implementar e avaliar um protótipo de prova de conceito de

FMIS partindo de princípios de pecuária de precisão, capaz de coletar, armazenar,

processar e visualizar dados das pastagem - massa de forragem (MF) instantânea -

necessários para o ajuste de taxa de lotação?

• É possível introduzir no modelo já existente dados de previsão meteorológica que

aumentem a eficácia na predição da MF para o período de 30 dias subsequente?

• É possível, através do processamento de imagens de satélite, obter, com acurácia

suficiente, amostras indiretas referentes à MF que possam ser usadas como entrada

no modelo de RNN desenvolvido, substituindo parte do processo de amostragem

direta?

1.4 Objetivos

De forma geral, este trabalho objetivou, como parte do processo de desenvolvi-

mento de um protótipo de prova de conceito, aprimorar e aplicar o método de predição

desenvolvido por Schulte (2019), incrementando dados de coleta de amostras indireta por

meio de imagens de satélite. Também visava incorporar ao modelo de banco de dados es-

pacial proposto os dados de previsão meteorológica de determinadas regiões de interesse.

Ao fim do projeto também era esperado que o resultado da predição fosse apresentado de

maneira visual, através de mapas da vegetação usando animações no formato Graphics

Interchange Format (GIF).
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Para atingir o objetivo geral do trabalho, foram definidos objetivos específicos,

divididos entre essenciais e desejáveis. Os objetivos essenciais são aqueles considerados

como fundamentais e, portanto, prioritários, elencados como segue:

• Dominar o problema;

• Identificar o estado da arte;

• Compreender os dados meteorológicos;

• Incorporar imagens aéreas ao banco de dados espacial;

• Automatizar a coleta de dados meteorológicos e de imagens de satélite;

• Flexibilizar a inserção de dados sobre a forragem com amostragem direta e indireta;

• Apresentar graficamente os resultados do modelo; e

• Desenvolver o protótipo funcional do FMIS.

Por outro lado, os objetivos desejáveis, especificados abaixo, são aqueles caracte-

rizados como importantes mas secundários, passíveis de serem contemplados no trabalho

após o atingimento dos essenciais:

• Refinar o modelo RNN LSTM;

• Estimar a confiabilidade de métodos indiretos já existentes; e

• Coletar dados de sensores de ultrassom para estimar altura de pastagens.

1.5 Metodologia de pesquisa

Para se obter resultados efetivos, há necessidade de definir a metodologia de pes-

quisa a ser adotada no projeto e, a partir desta definição, planejar uma sequência de ativi-

dades, orientadas pelos objetivos do trabalho, capazes de subsidiar respostas às questões

de pesquisa, preliminares inicialmente, mas posteriormente conclusivas. Conforme Pro-

danov e Freitas (2013), toda pesquisa científica:

[...] percorre, desde a formulação do problema até a apresentação dos resulta-
dos, a seguinte sequência de fases:
a) preparação da pesquisa: seleção, definição e delimitação do tópico ou pro-
blema a ser investigado; planejamento de aspectos logísticos para a realização
da pesquisa; formulação de hipóteses e construção de variáveis;
b) trabalho de campo (coleta de dados);
c) processamento dos dados (sistematização e classificação dos dados);
d) análise e interpretação dos dados;
e) elaboração do relatório da pesquisa.
(PRODANOV; FREITAS, 2013, p. 48)
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A pesquisa realizada neste trabalho percorreu os cinco itens mencionados anteri-

ormente, visto que foi delimitado um problema de pesquisa, coletados dados de pastagem,

meteorológicos e também de imagens, os dados foram processados para que fosse pos-

sível passar como entrada para o modelo de predição, após isso também foram feitas

análises dos dados gerados pelo modelo de predição.

Além disso, o viés científico da pesquisa se caracteriza quando:

a) discute ideias e fatos relevantes relacionados a determinado assunto, a partir
de um marco teórico bem-fundamentado;
b) o assunto tratado é reconhecível e claro, tanto para o autor quanto para os
leitores;
c) tem alguma utilidade, seja para a ciência, seja para a comunidade;
d) demonstra, por parte do autor, o domínio do assunto escolhido e a capaci-
dade de sistematização, recriação e crítica do material coletado;
e) diz algo que ainda não foi dito;
f) indica com clareza os procedimentos utilizados, especialmente as hipóteses
(que devem ser específicas, plausíveis, relacionadas com uma teoria e conter
referências empíricas) com que trabalhamos na pesquisa;
g) fornece elementos que permitam verificar, para aceitar ou contestar, as con-
clusões a que chegou;
h) documenta com rigor os dados fornecidos, de modo a permitir a clara iden-
tificação das fontes utilizadas;
i) a comunicação dos dados é organizada de modo lógico, seja dedutiva, seja
indutivamente;
j) é redigido de modo gramaticalmente correta, estilisticamente agradável, fra-
seologicamente claro e terminologicamente preciso.
(PRODANOV; FREITAS, 2013, p. 48-49)

Este trabalho se amparou em uma revisão sistemática da literatura e possui rele-

vância para a comunidade, visto que a pecuária é importante para a realidade econômica

da região e do país, apresenta claramente os métodos usados, bem como os elementos

necessários à verificação das conclusões. Portanto, constata-se que possui as principais

características apresentadas por Prodanov e Freitas (2013). Além disso, mostrou-se re-

levante dividir o projeto em duas partes, com objetivos e procedimentos distintos. A

primeira, exploratória, buscou, por meio de um planejamento flexível, a aquisição dos

conhecimentos e habilidades necessárias sobre o domínio do problema e sobre as alter-

nativas computacionais pertencentes ao estado da arte aplicáveis para a sua solução. Para

a sua execução, definiu-se a necessidade da execução de procedimentos característicos

de pesquisa documental, bibliográfica e experimental. Já a segunda, explicativa, mais

complexa e capaz de aprofundar o entendimento sobre a realidade, almejou “explicar os

porquês das coisas e suas causas, por meio do registro, da análise, da classificação e da

interpretação dos fenômenos observados” (PRODANOV; FREITAS, 2013).
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Figura 1 – Sequência de etapas para desenvolvimento

Fonte: Autor (2021)

Mais especificamente, a figura 1 apresenta as etapas delimitadas para o desenvol-

vimento do trabalho. A etapa inicial, necessária para compreensão detalhada do modelo

de predição de disponibilidade de forragem usado como base, foi seguida por um estudo

de tecnologias passíveis de serem empregadas na concepção da solução. As etapas três,

quatro, cinco, seis e sete envolveram a especificação, proposta, implementação e experi-

mentação de novas funcionalidades do sistema, incluindo a coleta automatizada dos dados

meteorológicos, previsão meteorológica e de imagens de satélite que servem como en-

trada para o modelo de predição. A etapa seis consistiu na criação do método indireto de

obtenção de informações de pastagens, utilizando o Índice de Vegetação com Diferença

Normalizada (NDVI) para cada uma das áreas de estudo. Por fim, a etapa sete corres-

pondeu ao módulo de visualização dos resultados, apresentados para o usuário em forma

de gráficos de linha, mapas de vegetação e GIF animada do comportamento temporal do

NDVI na área de interesse.
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1.6 Estrutura do texto

O restante do trabalho está dividido em seis capítulos. No capítulo 2 é apresentada

a fundamentação teórica, referente ao domínio do problema no contexto da agropecuária,

seguida de uma breve descrição das tecnologias da informação e comunicação identifi-

cadas como relevantes para o estudo, encerrando-se com uma discussão sobre trabalhos

correlatos identificados a partir da revisão da literatura. O capítulo 3 ilustra o modelo

de FMIS proposto, incluindo uma descrição detalhada dos seus módulos, complementada

por aspectos relevantes da implementação do protótipo de prova de conceito. No capítulo

4 é apresentada a avaliação experimental, contemplando a metodologia e o delineamento

dos experimentos. O capítulo 5 expõe os resultados obtidos a partir da execução dos

experimentos planejados para demonstrar o funcionamento e o refinamento dos módu-

los implementados. Na sequência, o capítulo 6 concentra as principais discussões sobre o

processo de desenvolvimento e os resultados obtidos, tendo em perspectiva as questões de

pesquisa e os objetivos específicos. Por fim, no capítulo 7, são elencadas as conclusões da

pesquisa exploratória-experimental realizada neste projeto, seguidas pela apresentação de

trabalhos futuros, elencando possíveis funcionalidades a serem incorporadas ao sistema e

também explicitando possíveis formas de implementação.

1.7 Considerações finais

Com esta pesquisa pretendeu-se identificar não só o impacto do clima e dos ani-

mais no crescimento das pastagens, mas também quais impactos serão refletidos no mo-

delo de previsão com o incremento de dados de previsão meteorológica. Também visou

estabelecer um método indireto confiável comparando-se ao método direto que já vem

sendo executado. Além disso, do ponto de vista de desenvolvimento tecnológico e de

inovação, almejou-se entregar um protótipo funcional de FMIS que poderá evoluir para

uma solução aplicável em pesquisas na área de manejo de pastagem e no sistema pro-

dutivo, por meio de processos de transferência de tecnologia futuros. Na sequência, são

apresentadas as referências que servem de base para a execução do trabalho.
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2 REFERENCIAL TEÓRICO

Como o presente trabalho é interdisciplinar, demanda um levantamento bibliográ-

fico não apenas na área de Pecuária de Precisão (Precision Livestok Farming - PLF), com

foco no domínio do problema, mas também para identificação de alternativas pertencen-

tes ao estado da arte na área de computação, sobretudo em relação às Tecnologias da

Informação e Comunicação (TIC) aplicáveis na solução do problema. Entre as temáticas

principais estudas, na área de PLF cabe descrever aspectos relevantes observados sobre

gestão da pastagem, em particular no que se refere à avaliação e predição da quantidade

forragem, dependente de métodos de amostragem diretos e/ou indiretos. Na área de TIC,

diversas alternativas aplicáveis à agropecuária (AgroTIC) se apresentam como promis-

soras, com destaque para os avanços nas áreas de Smart Farming, Big Data, Internet of

Things e Cloud Computing. Em especial, os Farm Management Information Systems se

destacam como forma potencial para operacionalizar soluções especializadas para proble-

mas específicos da agropecuária, os quais, para serem efetivos, demandam escolhas ade-

quadas não apenas para os seus componentes responsáveis pela coleta, armazenamento,

processamento e visualização de dados, as quais, na proposta deste trabalho, incorporam

características de Sistemas de Apoio a Decisão, de Banco de Dados Espaço-Temporais

e de Aprendizado de Máquina. Por fim, cabe analisar o sistema proposto neste trabalho

em contraste com outros encontrados na literatura, os quais possuem características em

comum.

2.1 Desafios de gestão da pastagem

Para o Conselho de Pesquisa de Bovinos de Corte (Beef Cattle Research Council

- BCRC), agência canadense liderada pela indústria que financia pesquisas com carne

(beef ), gado (cattle) e forragem (forage), a pastagem (pasture) “é um recurso crítico na

indústria de gado” (BCRC, 2019, tradução nossa). Segundo o BCRC, inovações na gestão

da pastagem permitem que os produtores gerenciem de forma combinada o ecossistema da

pastagem com o seu uso para a produção de alimento. Além disso, destaca a importância

do plano de gestão:
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An effective management plan requires clear understanding of forage produc-
tion, realistic production goals, effective grazing strategies and timely res-
ponse to forage availability and environmental changes1. (BCRC, 2019).

Portanto, é nítido que a gestão da pastagem exerce papel determinante em um

sistema de pastejo (grazing system), caracterizado pela “combinação integrada entre os

componentes animal, planta, solo, e fatores ambientais, mais o método de pastejo, com o

objetivo de se atingir metas específicas.” (PEDREIRA, 2002, p. 5).

O aumento na eficiência na criação de bovinos em pastagens demanda o ge-
renciamento da quantidade de forragem produzida e seu valor nutritivo, bem
como da interação entre os animais e as forrageiras. [...] Para este sistema com-
plexo e desafiador, cada vez há maior demanda por tecnologias que permitam
melhorar a sua gestão. Em especial, o manejo nutricional traz inúmeras opor-
tunidades de emprego de tecnologias que coletem e gerem informações para
auxiliarem na tomada de decisão. Decisões mais bem informadas permitem
uso mais ajustado de recursos, o que garante um melhor resultado econômico
e, concomitantemente, menor impacto ambiental. (MEDEIROS et al., 2014,
p. 1)

A avaliação de massa de forragem (MF) deve ser precisa para um adequado ma-

nejo da pastagem. A MF é um importante parâmetro para a eficácia no gerenciamento

para tomada de decisão na produção animal.

To choose a particular method to estimate herbage mass production in a pas-
ture, issues such as the growth of the forage species, equipment costs and la-
bor, and the number of samples required for an accurate measurement must be
considered2. (EDVAN et al., 2016, p. 37)

A estimativa de massa de forragem é fundamental, pois também nos permite cal-

cular a taxa de lotação, estimar a quantidade de forragem consumida e interpretar o ren-

dimento da produtividade animal (ESTRADA; JÚNIOR; REGAZZI, 1991). As variáveis

meteorológicas, tais como temperatura, precipitação e luminosidade, são determinantes

para a produtividade das forragens e afetam diretamente características de grande impor-

tância, como o acúmulo de massa e a estacionalidade de produção dessas plantas (TO-

NATO et al., 2011).

1Um plano de gestão efetivo requer entendimento claro sobre a produção de forragem, objetivos de pro-
dução realísticos, estratégias de pastejo efetivas e respostas atempadas à disponibilidade de forragem e
mudanças ambientais.

2Para escolher um método particular para estimar a produção de massa de forragem em uma pastagem,
questões como o crescimento das espécies forrageiras, custos de equipamentos e trabalho, e número de
amostras requeridas para uma medida precisa devem ser consideradas.
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Para a determinação de massa de forragem em áreas específicas, são coletadas

amostras da pastagem no local. A utilização de procedimentos de amostragem gera a difi-

culdade de estabelecer a quantidade mínima de amostras necessárias para representar toda

a variabilidade existente na área de estudo. O número mínimo de amostras também deve

levar em conta também a não remoção de quantidades excessivas de pastagem (CUNHA,

2002).

São diversas as técnicas para a estimativa de massa de forragem. As técnicas

foram sendo criadas, visto a diversidade de fatores nas quais podem afetar o resultado

do estudo. Alguns desses fatores são: uniformidade e densidade da forragem, hábito de

crescimento, perfilhamento e altura da planta, etc. (CARVALHO, 2008).

As técnicas podem ser classificadas como diretas e indiretas para estimar a massa

de forragem. O método direto geralmente proporciona maior precisão quando compa-

rado com outros métodos. Porém, a relação entre quantidade de amostras e destruição da

pastagem deve ser muito bem mensurada, visto que pastagens extensas com grande va-

riabilidade na cobertura exigem maior quantidade de mão de obra e equipamentos. Esse

fato faz com que a quantidade de amostradas seja reduzida, o que acarreta em uma baixa

precisão nos resultados (CÓSER; MARTINS; DERESZ, 2002). Os métodos indiretos são

assim chamados pelo fato de não destruírem a pastagem. Estes métodos foram desenvol-

vidos, principalmente, pela alta demanda de tempo associada a coleta de amostras em um

método direto (CUNHA, 2002). Hodgson et al. (1981) definiram que para a criação dos

métodos indiretos, alguns aspectos foram utilizados para atender as necessidades. São

eles:

• Redução da quantidade de trabalho, equipamentos, tempo e/ou recursos, gerando

redução no custo de amostragem;

• Possibilidade de utilização em áreas com animais ou locais de difícil acesso;

• Possibilidade de utilização em áreas menores;

• Permitir a classificação de tratamentos com grandes diferenças comparativas;

• Promover um guia para estimar a massa de forragem em sistemas de produção

animal.
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2.1.1 Métodos diretos

O método direto baseia-se no corte e remoção da pastagem, podendo ser em uma

área amostral ou área total onde está sendo realizada a avaliação. A seguir serão expostos

alguns dos métodos diretos.

(a) Método do corte: O método do corte, ou método de ceifa, é muito usado em

sistemas de pastejo contínuo com uso de gaiolas. Segundo Gardner (1986), para se

obter a melhor estimativa de massa de forragem, esta deve ser cortada e pesada. A

altura de corte ao nível do solo deve ser padronizada, com objetivo de minimizar

erros. Entretanto, cortes drásticos repetidas vezes podem prejudicar a rebrota das

forrageiras (JONES, 2000). Utilizando essa técnica, colhem-se amostras e a partir

delas, estima-se a quantidade de forragem disponível por unidade de área. A figura

2 mostra uma gaiola utilizada em um ponto específico na área avaliada.

Figura 2 – Utilização de gaiola

Fonte: Adaptado de Machado e Kichel (2004)

(b) Método do quadrado: Este método utiliza uma moldura de área conhecida fa-

bricada de madeira ou metal de forma quadrada ou retangular, a mais comum é a

forma quadrada. Segundo Salman, Soares e Canesin (2006), as áreas do quadrado

variam entre 0,10 m2 até 2,0 m2. Porém, é ressaltado que o tamanho depende da

uniformidade da área a ser amostrada. Para vegetações baixas, rasteiras e densas

o mais adequado é fazer cortes rentes ao solo. Para capins de crescimento ereto

deve-se considerar a altura de pastejo dos animais. Em razão da pequena área de
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amostragem torna-se necessária a tomada da medição em 10 a 20 pontos por hectare

da pastagem para aumentar a confiabilidade da amostragem (WHITE; HODGSON,

1999). A figura 3 mostra uma moldura utilizada para realização do procedimento

de corte.

Figura 3 – Método do quadrado

Fonte: Adaptado de Garcia (2017)

2.1.2 Métodos indiretos

Como a utilização de métodos diretos demanda muita mão de obra e são invia-

bilizados em grandes extensões de pastagem, foram desenvolvidos métodos que visam

tornar operacional o número de amostras, sem inviabilizar o processo de avaliação. Os

chamados métodos indiretos, ou não destrutivos, minimizam a remoção da pastagem e

diminuem o tempo de coleta e processamento dos dados (CUNHA, 2002). A seguir serão

apresentadas algumas das técnicas indiretas utilizadas para coleta de dados.

(a) Altura do dossel: É um procedimento que calibra a altura como indicador de

massa de forragem. A altura pode ser tomada com uma régua em um grande nú-

mero de pontos da área sob avaliação sendo um método simples e não requer equi-

pamento sofisticado (PEDREIRA, 2002). A partir da altura é definido quando os

animais devem entrar e sair de determinado piquete consultando-se uma tabela que

indica a melhor altura para entrada e saída dos animais. Melhores resultados serão

obtidos se a densidade do dossel for uniforme e constante ao longo de todo seu
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perfil. Porém, são raros os casos em que isso ocorre, com isso, frequentemente a

massa de forragem é superestimada, quanto mais alto for o dossel (SALMAN; SO-

ARES; CANESIN, 2006). A figura 4 apresenta uma ilustração da régua de manejo

de pastagens.

Figura 4 – Régua de medição de altura

Fonte: Adaptado de Tecnologia (2019)

(b) Sonda Eletrônica: Para realizar medições este equipamento baseia-se em diferen-

ças de capacitância. A quantidade de carga elétrica existente em dois condutores

isolados é descrita pela capacitância (CUNHA, 2002). Com base na capacidade

elétrica da forragem, considerando que a mesma tem uma alta capacitância e a do

ar é considerada baixa, as medidas são tomadas. A capacitância da massa de for-

ragem depende da espécie de planta e da sua concentração de umidade, tornando

necessário efetuar muitas calibrações (PEDREIRA, 2002). As calibrações devem

ser realizadas não só para o tipo de forrageira, mas também para as estações do ano

(CARVALHO, 2008). A figura 5 mostra um equipamento de medição de capaci-

tância.

(c) Estimativas Visuais: Esse método tem como princípio a avaliação da massa de

forragem com relação a uma medida anterior da mesma área. Isso possibilita a in-

ferência sobre informações da pastagem (SALMAN; SOARES; CANESIN, 2006).

Essa técnica tem por vantagem o baixo custo operacional, o grande número de
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Figura 5 – Sonda Eletrônica

Fonte: Adaptado de Pro (2016)

amostras que se pode coletar, demanda pouco tempo de trabalho, em comparação

aos outros métodos, porém, pode ser muito impreciso, devido as variações sazonais

na altura da pastagem, densidade e teor de umidade do pasto. Vale ressaltar também

a necessidade de treinamento prévio (CARVALHO, 2008).

(d) NDVI: As pastagens obtém significativa parcela de cobertura do solo do globo

terrestre. Associado a isso, existem várias constelações de satélites que disponi-

bilizam seus dados gratuitamente e que auxiliam nas análises para monitoramento

dos recursos de pastagens (PUNALEKAR et al., 2018). Segundo Damasceno et

al. (2020), a utilização do Índice de Vegetação por Diferença Normalizada (NDVI)

apresenta bons resultados, caso o objetivo seja obter informações de safra, como

produtividade potencial. Também relata que, em comparação com outros índices, o

NDVI é o que menos sofre influência das variações atmosféricas. A avaliação dos

índices de vegetação permite perceber características, como estado nutricional das

plantas. Algumas das possíveis aplicações na utilização do NDVI estão a estima-

tiva de produtividade, biomassa, teor de proteína, teor de fertilizante de nitrogênio

e controle de ervas daninhas. Uma outra questão importante de se ressaltar é que a
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precisão em prever a biomassa e o rendimento da cultura usando os índices de vege-

tação depende de vários fatores, como o clima da região, cultura, estágio fenológico

de avaliação (COELHO; ROSALEN; FARIA, 2018).

2.2 Tecnologias da Informação e Comunicação aplicáveis à Agropecuária

Modificações ocasionadas nos processos de desenvolvimento, e suas consequên-

cias na democracia e cidadania, convergem para uma sociedade caracterizada pela impor-

tância crescente dos recursos tecnológicos e pelo avanço das Tecnologias de Informação

e Comunicação (TIC) com impacto nas relações sociais, empresariais e nas instituições.

TIC tem contribuído ao longo dos anos de maneira impactante para as diversas áreas de

conhecimento, permitindo armazenar e processar grandes volumes de dados, automatizar

processos e também o intercâmbio de informações e de conhecimento (MASSRUHÁ et

al., 2014).

Com o passar dos anos surgiram as TIC voltadas para o contexto de agropecuária,

denominadas AgroTIC, sendo definidas por Massruhá, Leite e Moura (2014) como: “a

combinação de hardware, software e instrumentos de produção que permitam coleta, ar-

mazenamento, troca, processamento e manejo da informação e do conhecimento”. Agri-

cultura de precisão envolvendo a aplicação de inteligência embarcada, automação e rede

de sensores locais pra monitoramento da produção e controle de processos como mape-

amento de solos, monitoramento de doenças e de variáveis meteorológicas e irrigação

inteligente, atividades de sensoriamento remoto, mineração de dados e big data, modelos

de inteligência computacional e simulação para emissão de alertas e suporte a decisão

agropecuária, são algumas das aplicações das AgroTIC (BAMBINI; ROMANI, 2014).

2.2.1 Smart Farming

À medida que máquinas inteligentes e sensores surgem em fazendas e dados de

fazenda crescem em quantidade, os processos agrícolas tornam-se cada vez mais orienta-

dos a dados e ativados por dados (WOLFERT et al., 2017). Smart Farming visa capacitar

os agricultores de hoje com as ferramentas de decisão e as tecnologias de automação que

integram perfeitamente produtos, conhecimento e serviços para melhor produtividade,

qualidade e lucro (JHURIA; KUMAR; BORSE, 2013).
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Segundo Wolfert, Goense e Sørensen (2014) a Agricultura de Precisão apenas leva

em consideração a variabilidade no campo, enquanto Smart Farming baseia as tarefas de

gerenciamento não apenas no local, mas também nos dados, aprimorados pelo conheci-

mento do contexto e da situação, desencadeados por eventos em tempo real. Também

envolve o uso das Tecnologias da Informação e da Comunicação (TIC), em particular,

conceitos de Internet das Coisas (IoT) e análises de Big Data, para aumentar a produção

e rentabilidade da fazenda, por meio do monitoramento eletrônico das culturas, do solo,

de fertilização e meio ambiente e condições de irrigação. Esses dados de monitoramento

podem ser analisados para identificar potenciais culturas e variedades específicas que irão

atender melhor as metas de produtividade da propriedade (JAYARAMAN et al., 2016). A

figura 6 apresenta uma possível arquitetura em uma Smart Farming.

Figura 6 – Exemplo de arquitetura em uma Smart Farming

Fonte: Adaptado de Rajasekaran e Anandamurugan (2019)

Smart Farming explora as limitações da agricultura tradicional por meio de mo-

nitoramento em tempo real, minimização da mão-de-obra, tempo, estimativa precisa da

água necessária para irrigação e protege a colheita de desastres como doenças (RAJASE-

KARAN; ANANDAMURUGAN, 2019). A Tabela 1 apresenta as principais diferenças

existentes entre o método de Agricultura Tradicional e Smart Farming.
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Tabela 1 – Diferenças entre Agricultura Tradicional e Smart Farming

Exigências agrícolas Agricultura
tradicional

Smart Farming

Necessidade de pessoal Sim Não

Utilização de água Alto Baixo

Monitoramento de campo Alto Baixo

Aquisição de dados Baixo Alto

Custo Alto Baixo

Rendimento Baixo Alto

Tempo Elevado Reduzido

Fonte: Adaptado de Rajasekaran e Anandamurugan (2019)

2.2.2 Big Data

O conceito de Big Data se refere aos enormes conjuntos de dados que são cole-

tados periodicamente e analisados computacionalmente (DASORIYA, 2017). Este fenô-

meno é caracterizado por três aspectos: Volume de dados, velocidade de aquisição e

grande variedade de tipos de dados. Essas características são ilustradas na figura 7.

Figura 7 – Aspectos fundamentais de Big Data

Fonte: Adaptado de Heaivilin (2018)

Devido à apropriação da sociedade atual das tecnologias digitais, algumas que até

pouco tempo atrás eram usadas somente por grandes corporações ou governo, como por

exemplo o Global Positioning System (GPS), existe uma crescente no volume de dados,
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na velocidade em que podem ser gerados e inúmeros tipos de dados (JUNIOR, 2012).

Na área do agronegócio, há necessidade de grande capacidade de armazenamento

e processamento de dados em sistemas que precisam operar em tempo real para algumas

aplicações, como o monitoramento de animais, gerando a necessidade de investimen-

tos em infraestrutura (KAMILARIS; KARTAKOULLIS; PRENAFETA-BOLDÚ, 2017).

Com a utilização do conceito de Smart Farming, praticamente todos os atuadores no pro-

cesso produtivo geram dados, tais como sensores que medem dados relacionados ao am-

biente, que coletam dados meteorológicos e até mesmo recebem dados de outros sensores.

Assim, as tecnologias de Big Data se fazem essenciais para que o produtor possa reali-

zar a tomada de decisão da melhor maneira possível em cenários compostos por grande

volume de dados (WOLFERT et al., 2017).

2.2.3 Internet das Coisas

A Internet das Coisas (Internet of Things - IoT) diz respeito ao relacionamento

real entre objetos, humanos e animais, no qual estes passaram a ser portadores de disposi-

tivos computacionais capazes de se conectar e comunicar entre si. Nesse sentido, não há

necessidade de especialistas realizando comandos e os objetos tendem a assumir o con-

trole das ações do dia a dia (SANTAELLA et al., 2013). Segundo Santos et al. (2016),

IoT começou a ter destaque devido aos avanços de áreas como microeletrônica, sistemas

embarcados, comunicação móvel, sensoriamento e computação ubíqua.

Devido à enorme diversidade de tecnologias de hardware e software, o paradigma

de IoT possuía vários desafios a serem superados. O primeiro deles corresponde à hete-

rogeneidade dos diversos ambientes que são capazes de se conectar, o que faz com que as

aplicações suportem a comunicação de diferentes tipos de componentes que pertençam à

solução. Com isso surge a figura de uma plataforma de middleware que provê a intero-

perabilidade e gerência entre os componentes. Um outro desafio diz respeito à enorme

necessidade de escalabilidade dos ambientes de IoT, visto que uma solução deve ser ca-

paz de suportar inúmeros dispositivos e também a enorme quantidade de dados gerados

(PIRES et al., 2015). Esse desafio se justifica pois é estimado que até 2020 o número de

dispositivos conectados a Internet ultrapasse 50 bilhões (SAADEH; ALMOBAIDEEN;

SABRI, 2017).

Santaella et al. (2013) relatam que para que fosse possível a grande difusão de

IoT três aspectos precisaram ser tratados. O primeiro deles era a maneira eficiente de
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identificação dos objetos, com relação ao custo, como por exemplo, RFID e QRCode.

Outro aspecto foi a evolução do sensoriamento para que os sistemas fossem capazes de

ser autônomos com relação a coleta de dados e também fossem capazes de se comunicar

com objetos que estivessem no extremo da rede. Por fim, a diminuição de tamanho dos

dispositivos fez com que dispositivos cada vez menores fossem capazes de se conectar.

A gama de novas aplicações é diretamente proporcional a crescente de dispositi-

vos capazes de conexão com a Internet. Consequentemente, criando-se novas aplicações,

novos desafios surgem, visto que os dados coletados podem apresentar imperfeições, pode

haver inconsistências, serem de diferentes tipos, assim, deve haver um cuidado no trata-

mento dos dados por parte das aplicações e algoritmos e estas devem estabelecer níveis

de confiança sobre os dados obtidos (SANTOS et al., 2016).

Figura 8 – Blocos básicos da IoT

Fonte: Adaptado de Santos et al. (2016)

A figura 8 apresenta os blocos básicos da IoT. O primeiro bloco corresponde na

identificação de maneira única dos objetos para conectá-los à Internet. O segundo bloco

diz respeito aos sensores que coletam, armazenam e/ou encaminham dados para centros

de armazenamento. No bloco referente a computação está a unidade de processamento

dos dados. O bloco de semântica refere-se a habilidade dos objetos em adquirir conhe-

cimento a partir dos dados obtidos. No penúltimo bloco estão os diversos serviços que a

IoT pode fornecer, como por exemplo, serviços de identificação, serviços de agregação de

dados, etc. Por fim o bloco de comunicação diz respeito aos protocolos que são utilizados

para conectar os diversos objetos (ALVES; CAVALCANTI, 2018).
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2.2.4 Cloud Computing

De acordo com Mell e Grance (2011), Cloud Computing é um modelo para per-

mitir acesso ubíquo, conveniente e de rede sob demanda a um conjunto compartilhado de

recursos de computação configuráveis que podem ser rapidamente provisionados e libera-

dos com o mínimo esforço de gerenciamento ou interação do provedor de serviços. Este

modelo deve seguir cinco aspectos fundamentais, ilustrados na figura 9:

Figura 9 – Aspectos fundamentais de Cloud Computing

Fonte: Adaptado de Veras (2012)

• Serviço sob demanda: Um consumidor pode solicitar recursos de computação

unilateralmente, automaticamente, conforme necessário, sem a necessidade de in-

teração humana com cada provedor de serviços.

• Amplo acesso ao serviços: Os recursos estão disponíveis na rede e podem ser

acessados por dispositivos heterogêneos.

• Agrupamento de recursos: Os recursos de computação do provedor são agrupados

para atender vários consumidores usando um modelo de multilocatário, com dife-

rentes recursos físicos e virtuais dinamicamente atribuídos e reatribuídos de acordo

com a demanda do consumidor, sem que haja o conhecimento da localização dos

recursos utilizados.

• Elasticidade: A necessidade por recursos pode ser atendida rapidamente a partir

da demanda do consumidor.

• Monitoramento de serviços: O uso de recursos pode ser monitorado, controlado

e relatado, fornecendo transparência ao provedor e ao consumidor do serviço utili-

zado.
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Existem três modelos de serviço em Cloud Computing, são eles: Software como

um serviço, plataforma como um serviço e infraestrutura como um serviço. Quatro mo-

delos de implantação são possíveis: Nuvem privada, nuvem comunidade, nuvem pública

e nuvem híbrida (VERDI et al., 2010). Esses modelos subsidiam novos modelos de negó-

cios envolvendo serviços como armazenamento, organização, validação, processamento

e análise de grandes volumes de dados.

Devido ao grande volume de dados que são gerados por soluções, em qualquer

contexto de negócio, se faz necessário o uso de Cloud Computing para processamentos

intensos e armazenamento em massa, já que muitas vezes se torna inviável realizá-los no

próprio dispositivo de processamento/armazenamento (STERGIOU et al., 2018).

2.3 Farm Management Information Systems

Um Farm Management Information System (FMIS) é definido como um sistema

planejado para a coleta, processamento, armazenamento e disseminação de dados na

forma de informações necessárias para executar as funções operacionais da fazenda (SØ-

RENSEN et al., 2010). Segundo Boehlje, Eidman e Errington (1985), os FMIS são defi-

nidos como ferramentas eletrônicas para coleta e processamento de dados com o objetivo

de fornecer informações de valor potencial na tomada de decisões gerenciais. Murakami

et al. (2007) afirma que os componentes essenciais do FMIS incluem projetos específi-

cos orientados ao agricultor, interfaces de usuário dedicadas, funções automatizadas de

processamento de dados, conhecimento especializado e preferências do usuário, comuni-

cação de dados padronizada e escalabilidade.

As razões pelas quais uma gestão sofisticada da fazenda é uma tarefa tão impor-

tante e desafiadora são certamente diversas, no entanto, um ambiente complexo, estruturas

agrícolas complexas e a introdução de tecnologias modernas no setor agrícola são os três

fatores principais de acordo com Sørensen et al. (2010). O ambiente tornou-se complexo

devido as novas preocupações em relação ao processo produtivo de uma propriedade, tais

como: novas e mais rigorosas diretrizes para o uso de agroquímicos, segurança alimen-

tar, requisitos de bem-estar animal e preocupações ambientais. As estruturas agrícolas

tornaram-se mais complexas devido ao aumento das extensões das mesmas, porém, sem

redução substancial das áreas cultivadas, consequentemente a complexidade da gestão au-

mentou. O terceiro fator está na adoção de novas tecnologias ao ambiente agrícola, visto

que muitos produtores introduziram softwares para coleta, armazenamento e processa-
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mentos dos dados, máquinas acionadas por Global Positioning System (GPS) e aplicações

que utilizam Sistema de Informações Geográficas (SIG).

Figura 10 – Arquitetura de um sistema baseado em FMIS

Fonte: Adaptado de Salami e Ahmadi (2010)

Através da figura 10 é possível verificar a complexidade de um sistema agrícola

atualmente, visto a quantidade de tecnologias que podem ser incorporadas ao sistema. A

arquitetura apresentada tem como ponto central o FMIS, ao qual todas as outras partes

estão conectadas. As subseções 2.3.1, 2.3.2, 2.3.3 e 2.3.4 apresentam conceitos e ferra-

mentas relevantes no sentido da coleta, armazenamento e processamento de dados para

tomada de decisão aplicáveis em um FMIS.

2.3.1 Sistemas de Apoio a Decisão

Um sistema baseado em computador que representa e processa o conhecimento de

maneiras a auxiliar o usuário a tomar decisões mais produtivas, ágeis, inovadoras e res-

peitáveis, é considerado um Sistema de Apoio a Decisão (SAD) (FJERMESTAD, 2009).

A importância de um SAD no contexto da cadeia produtiva, se justifica através da me-

lhor compreensão e, consequentemente, melhor tomada de decisão para a resolução de

problemas específicos (FERNANDES; PESSOA, 2005).

No contexto de SAD existem estudos nos quais apontam dois focos em termos

de metodologia multicritério: a Metodologia Multicritério em Apoio à Decisão (MCDA)
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que visa gerar conhecimento aos decisores e a Metodologia Multicritério de Tomada de

Decisão (MCDM) que visa encontrar uma solução ótima a todos os decisores envolvidos

(AREND, 2010).

Um SAD reúne recursos de persistência de dados e de Descoberta de Conheci-

mento em Banco de Dados (Knowledge Discovery in Databases - KDD) a uma interface

capaz de apresentar de maneira eficiente o conhecimento extraído, com o objetivo de au-

xiliar o seu usuário no processo de tomada de decisão. Porém, segundo Chan et al. (2017)

existe uma resistência dos potenciais usuários acerca da utilização de um SAD, mesmo

estando cientes de que decisões podem ser tomadas com maior rapidez e precisão.

A crescente complexidade dos problemas na agropecuária, como por exemplo, a

queda da produção, erosão do solo, declínio no preço de mercado devido a competição

internacional, aumento dos custos de fertilizantes e de resistência às pragas pelas culturas,

barreiras econômicas e fitossanitárias, entre outras, justificam o aumento no desenvolvi-

mento dos SAD (FERNANDES; PESSOA, 2005).

2.3.2 Bancos de Dados Espaço-Temporais

Banco de Dados pode ser definido como a organização e armazenagem de infor-

mações sobre um domínio específico, ou seja, é o agrupamento de dados que tratam do

mesmo assunto, e que precisam ser armazenados para segurança ou conferência futura.

(TANAKA; CAMARGO; GOTARDO, 2012).

Os dados eram mantidos aleatoriamente em arquivos, geralmente como partes in-

tegrantes da aplicação até meados da década de 60. Posterior a essa época começaram a

surgir os primeiros Sistemas de Gerenciamento de Banco de Dados (SGBD) provendo ar-

mazenamento dos dados de forma independente da aplicação, contudo, sem mecanismos

de acesso eficientes (BOSCARIOLI et al., 2006). Um SGBD é uma coleção de progra-

mas que permite aos usuários criar e manter um banco de dados. Em outras palavras é um

sistema de software de propósito geral que facilita os processos de definição, construção,

manipulação e compartilhamento de bancos de dados entre vários usuários e aplicações.

A definição de um banco de dados consiste na especificação dos tipos de dados,

restrições e estruturas. A construção é o processo de armazenar os dados em alguma

mídia na qual seja capaz de ser controlada pelo SGBD. A manipulação dos dados é feita a

partir de funções de pesquisa, inserção, atualização e exclusão, denominadas como select,

insert, update e delete, respectivamente. Por fim o compartilhamento permite a inúmeros
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usuários e aplicações, acessar de forma concorrente os dados armazenados (ELMASRI et

al., 2005).

Existem Bancos de Dados Relacionais (BDR) nos quais uma coleção de tabelas,

todas com nomes únicos, compõe a base de dados, podendo estar relacionada a uma ou

mais tabelas. Conceitos como integridade referencial de dados e chaves primárias estão

presentes e garantem que um conjunto de informações possa ser representado de maneira

consistente. Os chamados Bancos de Dados Orientados a Objetos (BDOO) possuem três

pilares principais: herança, polimorfismo e encapsulamento. Este modelo apresenta maior

flexibilidade na manipulação de seu conteúdo e por meio de identificadores de objetos

manipula os dados de forma consistente (BOSCARIOLI et al., 2006).

No contexto do trabalho, faz-se necessário a utilização de um banco de dados

espaço-temporal. Os SGBD-Relacionais a partir de meados da década passada se torna-

ram capazes de lidar de maneira ampla e eficiente com dados geográficos. Atualmente

os SGBD-Relacionais abrangem o modelo geométrico que contém representações para

pontos, linhas, polígonos, coleções homogêneas e heterogêneas de geometrias, com isso

é possível introduzir em determinada coluna da tabela informações que representam geo-

metrias (QUEIROZ; MONTEIRO; CÂMARA, 2013).

Segundo Casanova et al. (2005), os modelos espaço-temporais reúnem dois aspec-

tos distintos: a escolha de conceitos adequados do espaço e do tempo e a construção de

representações computacionais apropriadas correspondentes a esses conceitos. A super-

fície pode ser modelada a partir de geo-objetos que podem ser estáticos, mudar de lugar

ou até mesmo estar em constante movimento. Estes geo-campos podem representar uma

parcela de solo ou indicar a variação espacial da vegetação da mesma área.

2.3.3 Mineração de Dados

Com o advento de novas tecnologias, como por exemplo, banco de dados, Data

Warehouses, Bibliotecas Virtuais, etc e também com o preço do hardware cada vez mais

baixo, o volume de dados produzido é cada vez maior. Porém a problemática deixou de

ser em relação ao armazenamento dos dados e sim o que fazer com os dados produzidos.

(CAMILO; SILVA, 2009).

Na busca por informações importantes existentes nos dados, a Mineração de Da-

dos é uma técnica muito eficaz para extrair conhecimento a partir de um grande volume

de dados. A partir disso é possível estabelecer relações e padrões entre os dados, com
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isso, é possível auxiliar na tomada de decisão (GALVÃO; MARIN, 2009).

Para Amo (2004) a Mineração de Dados é apenas uma etapa do processo de KDD.

Sendo essa a etapa responsável por extrair padrões de interesse utilizando técnicas inteli-

gentes. A Seção 2.3.4 apresenta todas as etapas presentes no processo de KDD.

Braga (2005) estabelece um modelo genérico de projeto de Mineração de Dados.

Dentre as etapas está a aquisição e avaliação dos dados que é considerada um dos pilares

de todo projeto e se compromete cumprir os seguintes passos:

• Adquirir os dados

• Formatar os dados

• Criar ambiente e ferramentas

• Validar aquisição e formatação

• Criar amostras (aleatórias) de trabalho

• Particionar os dados

2.3.4 Aprendizado de Máquina

O aprendizado de máquina pode ser definido como uma subárea da Inteligência

Artificial (IA), que pesquisa métodos computacionais que visam a aquisição automática

de novos conhecimentos, habilidades e formas de organizar o conhecimento já adquirido

(BATISTA, 2003). Um sistema de aprendizado de máquina envolve a definição de seu

paradigma de aprendizado e também a estratégia de aprendizado. O paradigma de apren-

dizado define a forma como o conhecimento adquirido será representado, já a estratégia

definirá como o aprendizado ocorre (LEE, 2000). Características como a capacidade

de resolver autonomamente problemas não lineares e o fornecimento de uma estrutura

poderosa e flexível para auxiliar a tomada de decisões orientada a dados, através da in-

corporação de conhecimento especializado, as tornam amplamente utilizadas em vários

contextos, e altamente aplicáveis a agricultura e pecuária de precisão (CHLINGARYAN;

SUKKARIEH; WHELAN, 2018). As técnicas de aprendizado de máquina existentes são

aprendizado supervisionado e não supervisionado. Em supervisionado é fornecido um

conjunto de dados de treinamento formado pelas entradas e saídas desejadas. Já em não

supervisionado apenas os atributos de entrada estão disponíveis, ou seja, não contém pares

de entradas-saídas desejadas e sem indicações sobre a adequação das saídas produzidas

(SOUTO et al., 2003).
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Dentro do contexto de aprendizado de máquina, está a técnica de KDD. Devido ao

crescimento exponencial no tamanho das bases de dados, tornou-se inviável o trabalho de

busca por padrões por especialistas humanos. Com isso, há necessidade por técnicas nas

quais seja possível auxiliar os especialistas, de maneira inteligente e autônoma, na procura

por informações desconhecidas nos dados. Diversas fases são incorporadas no processo

de KDD, sendo elas: identificação e entendimento do problema, identificação de dados

relevantes, coleta de dados, pré-processamento, transformação de dados, mineração de

dados e avaliação e interpretação de resultados (BATISTA, 2003).

Na figura 11 são ilustradas as fases do processo de KDD, onde na primeira fase

(dado) são atribuídos, o processo de identificação e entendimento do problema, ou seja,

saber dentre as necessidades do usuário quais podem ser resolvidas utilizando algum mé-

todo de Mineração de Dados (MD) e também a identificação de dados relevantes. Na

segunda fase (coleta), é feita a coleta dos atributos que serão analisados. Na fase de pré-

processamento busca-se aprimorar os dados coletados. Na quarta fase (transformação)

pode ser necessário transformar a forma como os dados estão representados. A fase de

MD envolve a decisão de quais algoritmos serão aplicados aos dados. Caso o objetivo

seja criar um modelo preditivo, decidir qual algoritmo é ótimo para o problema não é uma

tarefa trivial. Por fim na última fase (avaliação e interpretação) são estabelecidas métricas

para determinar se o classificador atingiu os objetivos, como por exemplo, taxa de erro,

tempo de CPU e complexidade do modelo (BATISTA, 2003).

Figura 11 – Fases do processo de KDD

Fonte: Adaptado de Batista (2003)
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A crescente utilização das Redes Neurais Artificiais (RNA) incentivou o desenvol-

vimento de diversas aplicações científicas e questões práticas, principalmente no campo

dos negócios. As RNA são algoritmos de aprendizado de máquina, cujos modelos com-

putacionais têm alta capacidade de se adaptar, aprender e generalizar padrões complexos

escondidos nos dados. Para isso, as RNA buscam modelar conjuntos de relações entre

recursos utilizando estruturas de neurônios artificiais interconectados (MIRKIN, 2011).

Uma RNA simula um neurônio biológico onde a informação flui e é processada pelo

neurônio e os resultados são gerados através de operações matemáticas, geralmente não

lineares (ALI et al., 2016). O neurônio tem a capacidade de reagir com base em padrões

previamente aprendidos. O aprendizado em rede neural ocorre por meio da apresenta-

ção de um conjunto de padrões à rede. Estes padrões são utilizados por um algoritmo de

treinamento para, iterativamente, ajustar os pesos das conexões (SOUTO et al., 2003). A

figura 12 apresenta um exemplo de RNA multicamadas.

Figura 12 – Rede multicamadas

Fonte: Adaptado de Vassalli (2018)

Dentre os tipos de RNA, existe as RNN. Esse tipo de arquitetura foi projetada para

reconhecer padrões em sequências de dados, como texto, genomas, caligrafia, palavra fa-

lada ou dados de séries numéricas que emanam de sensores, bolsas de valores e agências

governamentais. Esses algoritmos consideram tempo e sequência, eles têm uma dimensão

temporal, podendo ser utilizadas em aplicações de previsão e aplicação de séries tempo-

rais (ACADEMY, 2021). A figura 13 apresente a arquitetura de uma RNN, onde X0, X1,

X2 e Xt representam as entradas e h0, h1, h2 e ht as saídas. A camada A por ser recorrente,

além de ter como entrada Xt também recebe ht-1. Através da imagem é possível constatar

que as RNN apresentam um problema de não conseguir aprender com recorrências muito

longas, por esse fato foi criada a RNN do tipo LSTM (MOURA et al., 2018).
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Figura 13 – Arquitetura de uma Rede Neural Recorrente

Fonte: Adaptado de Moura et al. (2018)

As redes neurais LSTM possuem o objetivo de aprender padrões complexos em

estruturas com dependência temporal e vários estágios de processamento. Podem ser con-

sideradas uma variação das redes neurais recorrentes, capazes de aprender dependências

a longo prazo (SANTOS, 2019). A criação do modelo de RNA LSTM se estabeleceu para

resolver problemas de previsão de séries temporais, visto que as redes neurais até então

só eram capazes de estabelecer correspondência entre suas entradas e saídas através de

uma perspectiva estática (WANG et al., 2019). Segundo Sagheer e Kotb (2019), os mo-

delos de redes neurais se mostram como uma grande alternativa no processo de previsão

do comportamento do sistema no futuro, comparado com métodos estatísticos lineares,

apresentando uma maior precisão.

A figura 14 apresenta a arquitetura de uma rede neural do tipo LSTM, onde Xt é o

vetor de entrada, Ht-1 é a saída da célula anterior, Ct-1 é a memória da célula anterior, Ht

consiste na memória de célula anterior e Ct é a memória da célula atual. ft, it, C̃t e ot são

são redes neurais simples que decidem quais informações serão adicionadas no estado da

célula (ISMAIL; WOOD; BRAVO, 2018).

2.3.5 Sensoriamento Remoto

O termo sensoriamento remoto foi criado em 1960 e é uma tecnologia capaz de

se obter dados da superfície terrestre, através da captação de energia emitida ou refletida

pela superfície por meio de sensores acoplados em equipamentos em altitude, esses da-

dos coletados são posteriormente processados em terra (SLATER, 1980). É atribuído o

termo sensoriamento devido ao fato de obter-se dados de maneira com que o sensor está
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Figura 14 – Arquitetura LSTM

Fonte: Adaptado de Ismail, Wood e Bravo (2018)

acoplado em plataformas terrestres, aéreas ou orbitais. O termo remoto é devido ao fato

de o objeto de interesse não estar em contato físico com o sensor, como ilustra a figura

15. Segundo Florenzano (2007), as etapas de processamento, análise e interpretação do

dados também fazem parte do sensoriamento remoto.

Figura 15 – Componentes básicos da fase de aquisição de dados em sensoriamento
remoto

Fonte: Adaptado de Freitas, Basso e Ferri (2015)

A obtenção de imagens por câmeras é feita a partir de energia eletromagnética

que se propaga em forma de ondas com a velocidade da luz, em torno de 300.000Km/s.

Estas ondas são medidas em frequência, cuja unidade é Hertz (Hz), a unidade de com-
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primento de onda é metro (m). A frequência (F) de onda é o número de vezes em que a

onda se repete por unidade de tempo e o comprimento de onda (l) é medido a partir dos

picos de ondas sucessivas (MENESES et al., 2012). Quanto maior for a velocidade de

propagação (C) da onda maior será a sua frequência já que estas são diretamente propor-

cionais e quanto menor for a velocidade maior será o comprimento de onda (MENESES;

ALMEIDA, 2012). Belward e Skøien (2015) define que por meio do uso de imagens de

sensores remotos é possível realizar mapeamentos, avaliações e monitoramento da cober-

tura terrestre.

As missões de observação da Terra do programa Copernicus, chamadas de

Sentinel-1, Sentinel-2, Sentinel-3, Sentinel-4, Sentinel-5, Sentinel-5P e Sentinel-6, tem

por objetivo garantir a continuidade da aquisição de dados, visto que estas substituiram

as missões mais antigas de observação. Cada uma das missões possui umas constela-

ção de dois satélites e foca em aspectos diferentes na obtenção de dados. O Sentinel-1

tem por objetivo o monitoramento terrestre e oceânico, Sentinel-2 monitoramento ter-

restre, Sentinel-3 observação marinha e estudos sobre a topografia da superfície do mar,

Sentinel-4 e -5 monitoramento da qualidade do ar, Sentinel-5P é o precursor do Sentinel-

5 e foi lançada para preencher a lacuna entre a retirada do satélite Envisat e da missão

Aura da NASA. A missão Sentinel-6 complementa a Sentinel-3, visto que analisa a altura

global da superfície do mar. O presente trabalho utiliza dados obtidos através da missão

Sentinel-2.

Através do instrumento acoplado nos satélites Sentinel-2, chamado MSI, é pos-

sível a captura de diferentes tipos de bandas, dependendo da resolução da imagem de

interesse. Para a banda utilizada no trabalho (10m) as bandas disponibilizadas são a b2

(azul), b3 (verde), b4 (vermelho) e b8 (infravermelho próximo). Através da composição

das bandas são feitos então os produtos disponibilizados. Para a geração do NDVI é feita

uma combinação entre as banda b4 e b8. Já para a geração de imagem na escala RGB, é

feita a combinação das bandas b3, b3 e b4,

2.4 Trabalhos correlatos

Para encontrar trabalhos correlatos foi realizada uma revisão sistemática da litera-

tura, seguindo os passos definidos por Neiva (2016). O primeiro passo foi a definição de

palavras-chave, através da análise das questões de pesquisa, esse processo foi incremen-

tal ao longo das leituras realizadas em trabalhos encontrados. Algumas palavras definidas
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são: manejo de pastagens, pecuária de precisão, fmis, modelo de estimativa de massa de

forragem, ajuste na taxa de lotação.

Foram definidas bases de busca, tais como: IEEE Xplore, Scopus, Scielo, Scien-

ceDirect. Depois de encontradas as bases, foi criada uma string de busca e realizados

testes através da análise dos artigos encontrados a partir da string, isso permite o refina-

mento da mesma. Com a string definida, ela foi adaptada para a sintaxe de cada base de

busca definida. Feita essa adaptação, foi realizado o armazenamento de cada uma delas,

junto com a quantidade de artigos encontrados e a data de busca.

Fez-se também o armazenamento do conjunto de resultados obtidos nas bases em

um arquivo como uma lista de referências e utilizado na ferramenta de gerenciamento de

referências Jabref. No próximo passo foram definidos critérios de inclusão e exclusão de

artigos, estes critérios foram definidos através de idioma, área.

A seleção de artigos em um primeiro momento foi feita com a leitura do título

e resumo. Após feita a exclusão de artigos que não se enquadram na pesquisa, foi feita

a etapa de leitura da introdução e conclusão dos artigos que restaram. No último passo

foi realizada a leitura dos artigos que passaram pela etapa anterior, além disso, foram

definidos critérios de qualidade para estes artigos.

Tabela 2 – Trabalhos correlatos

Trabalho Região Pastagem Modelo

Cruz et al.
(2011)

Sudeste Capim-marandu Modelo baseado em regressão linear
simples e múltipla.

Costa et al.
(2011)

Sul Azévem Utiliza modelos de Loomis e Williams,
Sinclair e Doorimbos e Kassam.

Fonseca,
Formaggio
e Ponzoni

(2007)

Sul Nativa Modelo agrometeorológico-espectral
utilizando imagens do sensor
ETM+/Landsat 7

Schulte
(2019)

Sul Nativa Modelo baseado em aprendizagem de
máquina, especificamente Redes Neu-
rais Artificiais Long Short-Term Me-
mory.

Tonato et
al. (2012)

Sudeste
e Centro-
Oeste

Brachiaria e Cyno-
don Panicum

Modelos utilizando sistema Invernada e
modelo CROPGRO.

Fonte: Autor (2021)
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A partir da revisão sistemática foram encontrados os trabalhos apresentados na

tabela 2. O trabalho de Cruz et al. (2011) propõe a predição da taxa média de acúmulo

de matéria seca utilizando dados agrometeorológicos, através de modelos empíricos de

regressão linear simples e múltipla.

O trabalho proposto por Costa et al. (2011) realiza cálculos do rendimento poten-

cial comparando três modelos matemáticos: de Loomis e Williams, que utiliza apenas

a radiação solar incidente como parâmetro de entrada, implicando na predição do maior

rendimento total de forragem, de Sinclair, que utiliza parâmetros relacionados com a es-

trutura da pastagem, como Índice de Área Foliar (IAF) e coeficiente de extinção luminosa

e de Doorenbons e Kassam, que leva em conta aspectos fisiológicos relativos à cultura,

como, IAF e perdas por respiração e também ao ambiente, como por exemplo radiação

incidente, temperatura, fotoperíodo e nebulosidade.

O trabalho de Fonseca, Formaggio e Ponzoni (2007) realiza a estimativa de dis-

ponibilidade de forragem pela parametrização do submodelo espectral do modelo JONG.

Foram coletadas amostras em campo na mesma data em que o satélite ETM+/Landsat 7

passava pela área experimental. Antes de realizar a parametrização foram realizadas ope-

rações nas imagens com o intuito de reduzir os efeitos atmosféricos sobre os valores de

reflectância e uniformizar as imagens. Foram utilizadas as variáveis mostradas a seguir

para parametrizar o submodelo espectral: i)reflectância das bandas individuais do sensor

ETM+/Landsat (B3, B4, B5, B7); ii) os Índices de Vegetação por Diferença Normalizada

(NDVI) e Ajustado para o Solo (SAVI); iii) as frações da reflectância obtidas pelo mo-

delo linear de mistura espectral: vegetação (Veg), solo (Sl) e sombra (Sb); iv) as variáveis

oriundas da transformação Tasseled Cap: Brightness (B), Greenness (G) e Wetness (W).

Schulte (2019) propôs um modelo de predição de disponibilidade de forragem

baseado em aprendizado de máquina, especificamente RNN LSTM. Esse modelo leva em

conta dados históricos sobre corte de forragem através de um método direto e também

dados meteorológicos coletados pela estação automática presente na Embrapa - Pecuária

Sul.

O trabalho de Tonato et al. (2012) utiliza o sistema Invernada para criar um mo-

delo de crescimento levando em consideração dados meteorológicos. Também utilizou-se

CROPGRO que é um modelo mecanístico que prediz a produção e composição de cultu-

ras utilizando informações de planta, clima, manejo e solo, e também há simulações de

balanço hídrico e de nitrogênio, matéria orgânica e dinâmica de resíduos do solo e danos

por praga/doenças.
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2.5 Considerações finais

Apresentadas as tecnologias necessárias para o sistema TouceiraTech, pode-se no-

tar que este faz uso de conceitos presentes em Smart Farming, Big Data, IoT e Cloud

Computing, visto que possibilita a utilização de grandes volumes de dados gerados por

uma fazenda. O conceito de Cloud Computing está na generalização do uso do Touceira-

Tech, ou seja, diversos pecuaristas, em áreas diferentes, utilizando o sistema para que os

auxilies na tomada de decisão em suas propriedades.

O TouceiraTech foi planejado como um projeto de FMIS, dado que realiza coleta,

utilizando conceitos de MD, processamento, através de conceitos de aprendizado de má-

quina, ETL, descrição de entradas, etc., o armazenamento se dá através da utilização de

banco de dados espaço-temporais e a disseminação dos dados através da disponibilização

visual dos resultados de predição. O diferencial do TouceiraTech comparado aos trabalhos

encontrados na literatura, se dá pelo fato de ser um sistema que utiliza como fonte de da-

dos do pasto um método direto. Embora, no futuro, poderá fazer uso de dados oriundos de

métodos indiretos. Realiza coletas, processamento, armazenamento e disseminação dos

dados de forma automática. O capítulo 3 apresenta o sistema baseado em FMIS para a

predição da disponibilidade de forragem, assim como, a arquitetura proposta, a descrição

detalhada e implementação dos módulos presentes no sistema.
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3 SOLUÇÃO PROPOSTA

Este capítulo detalha o projeto de um sistema baseado em FMIS, criado com base

nos conceitos definidos por Sørensen et al. (2010), o qual usa princípios de pecuária de

precisão para a predição do crescimento da vegetação em pastagens por meio da aplicação

de técnicas de redes neurais recorrentes.

Figura 16 – Arquitetura proposta para o TouceiraTech

Fonte: Adaptado de Schulte (2019)

A figura 16 apresenta uma visão geral do modelo da arquitetura do protótipo de

FMIS proposto, denominado TouceiraTech, sendo que os retângulos representam cada

módulo do sistema. Através da arquitetura proposta, o TouceiraTech é capaz de realizar a

coleta automatizada de dados históricos meteorológicos, de previsão meteorológica e de

imagens de satélite. Permite agregar diferentes formatos de fontes de dados sobre pasta-

gem e, com isso, realizar estudos de áreas de interesse em diferentes escalas (área total ou

potreiro), considerando a diversidade natural que ocorre dentro das áreas de manejo. O

banco de dados espacial torna possível realizar o processamento de imagens e utilizá-las

como fonte de dados sobre a pastagem. A partir do pré-processamento dos dados, ou seja,

operações e cálculos sobre os dados armazenados no sistema sobre áreas de interesse, é

possível alimentar um modelo de predição especialmente ajustado para prever, com acu-

rácia suficiente, a evolução de indicadores de disponibilidade de forragem. Com base nos

dados de predição, são criados mapas de vegetação representando o quanto a pastagem irá

variar até determinada data e também uma GIF animada ilustrando a variação temporal

do NDVI em um determinado período.
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A seguir, os módulos são apresentados em ordem: coleta (seções 3.1, 3.2, 3.3

e 3.4, tratando respectivamente das Fontes de dados, Atualização periódica, Metadados

e ETL), armazenamento (seção 3.5, descrevendo o banco de dados espacial), processa-

mento (seções 3.6 e 3.7, explicando o pré-processamento e o modelo de predição) e visu-

alização (seção 3.8, detalhando as interfaces com gráficos e mapas de vegetação estáticos

e animados).

3.1 Fontes de dados

No primeiro módulo são feitas as coletas primárias de dados necessários para os

módulos seguintes. Atualmente são feitas as coletas automáticas nas bases de dados do

INMET, NOAA e Copernicus Open Access Hub que disponibiliza imagens da missão

Sentinel-2. Os arquivos XLS, referentes aos dados sobre a pastagem, são disponibiliza-

dos pela Embrapa Pecuária Sul. A coleta de imagens servirá, após feitas as operações e

aplicado o NDVI, como uma alternativa de aquisição de dados sobre a pastagem. Uma

das vantagens já observadas é o aumento na quantidade de amostras em comparação com

o método de corte de pastagem realizado, visto que, o corte é realizado uma vez em cada

mês e o satélite passa na mesma área três vezes ao mês, ou seja, é possível a aquisição de

três imagens, em um intervalo de 10 dias, da mesma área de estudo.

Para a coleta automática dos dados da estação meteorológica presente na Embrapa

Pecuária Sul foi utilizado um script em Python, disponibilizado pelo INMET. As infor-

mações são obtidas e gravadas em um arquivo no formato JavaScript Object Notation

(JSON). Primeiramente esse arquivo é convertido para o formato Comma-separated Va-

lues (CSV), após isso são realizadas as operações sobre os dados, e, por fim os valores

são armazenados no banco de dados. A figura 17 mostra o arquivo no formato CSV.

Para a coleta dos dados de previsão meteorológica foi utilizado um script cha-

mado rdams-client, disponibilizado pela Research Data Archive (RDA), na qual é neces-

sário possuir uma conta gratuita no website. As previsões feitas pelo National Center for

Atmospheric Research (NCAR) utilizam o modelo americano chamado Global Forecast

System (GFS) e é executado quatro vezes por dia (00 UTC, 06 UTC, 12 UTC e 18 UTC).

Através de um arquivo de configuração é possível atribuir quais parâmetros, ou

seja, quais variáveis estão sendo solicitadas para download, a altura da superfície na qual

essas variáveis são observadas, o período que se a previsão dos dados, de qual dataset se

pretende buscar os dados e também informações de coordenadas do ponto de observação.



53

Figura 17 – Arquivo no formato .csv gerado pelo script de coleta

Fonte: Autor (2021)

A execução do programa se da por linha de comando, apenas indicando o nome do

arquivo de configuração. A saída gerada pode ser tanto um arquivo em formato netCDF

quanto em formato CSV. Vale ressaltar que o período no qual são disponibilizados dados

de previsão é, no máximo 15 dias, contados a partir da data de requisição.

A aquisição das imagens de satélite, realizada de maneira automatizada, utiliza um

script que através de um pacote Python, chamado Sentinel-2Sat, faz requisições ao repo-

sitório Copernicus Open Access Hub, informando login e senha. Além das informações

de usuário, também são fornecidas informações da área, através de um arquivo GEOJ-

SON. Nesse arquivo constam coordenadas que informam os limites de um polígono, com

isso é possível obter imagens em que o polígono estará inserido. Também é possível pa-

rametrizar e otimizar a busca por imagens, ou seja, delimitar o intervalo de tempo em que

se deseja obter as imagens, a porcentagem de nuvens na imagem, qual produto se deseja

obter, de qual satélite se deseja obter a imagem, etc. As imagens são obtidas no formato

JPG2000 e posteriormente convertidas para o formato GeoTiff para uma maior facilidade

nas operações necessárias. Esse formato é utilizado pois guarda nos seus metadados cor-

respondência geográfica do local de aquisição da imagem. Vale ressaltar que o cadastro

no repositório é feito de maneira gratuita. A figura 18 mostra a imagem obtida através do

script de coleta de imagens de satélite.

Como as imagens obtidas abrangem uma área muito maior do que a de estudo do

trabalho, foi necessário realizar o recorte das mesmas. Para realizar efetivamente o recorte

foi necessário a criação de um arquivo shapefile, similar ao arquivo geojson, que armazena

as coordenadas que limitam um polígono da área de interesse, esse arquivo foi gerado no

software livre com código-fonte aberto chamado QGIS. Este é um software de SIG que
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Figura 18 – Imagem original obtida através do Sentinel-2 da área de estudo principal

Fonte: Adaptado de Sentinel-2 (2021)

permite visualização, edição e análise de dados georreferenciados. Esse arquivo gerado

deve estar no mesmo sistema de coordenadas da imagem que se deseja recortar. Após isso

um script utiliza o pacote rioxarray e realiza o recorte através da função clip(). O resultado

gerado é salvo no mesmo formato GeoTiff da imagem original e também armazena a

correspondência geográfica. Considerando que a área de estudo contém divisões, foram

criados arquivos shapefile para cada uma dessas divisões, chamados de potreiros, com o

objetivo de gerar o NDVI para cada uma delas e poder comparar os valores de corte de

pastagem com os valores de NDVI médio de cada uma dessas subáreas. O cálculo do

NDVI é realizado através da equação 1, sendo que as bandas das imagens, no Sentinel-2,

o NIR e o RED correspondem às bandas b8 e b4, respectivamente. O script para o cálculo

do NDVI utiliza o pacote em Python chamado earthpy, comumente utilizado em trabalhos

encontrados na literatura. Esse pacote simplifica algumas operações, como o NDVI, em

dados raster e também vetoriais. A figura 19 apresenta o recorte feito na imagem original,

contendo a área total de estudo.

NDV I =
NIR−RED
NIR+RED

(1)

Onde NIR representa a banda do infravermelho próximo e RED a banda do vermelho

visível. E o NDV I pode assumir valores no intervalo [-1, 1].
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Figura 19 – Recorte da área total de estudo principal

Fonte: Autor (2021)

3.2 Atualização periódica

O módulo responsável pela atualização periódica de dados climáticos, de previsão

meteorológica e de imagens se caracteriza por scripts agendados para execução diária. A

cada dia, busca atualizações nas bases remotas.

Para cada uma das áreas de interesse cadastradas no sistema, coleta os dados mete-

orológicos do dia anterior e a nova previsão meteorológica, substituindo dados de previsão

armazenados no dia anterior. Como a previsão atual contem os dados diários para os pró-

ximos quinze dias, na prática o módulo realiza duas etapas: i) substitui no banco de dados

as variáveis meteorológicas do último dia, anteriormente preenchidas com dados de pre-

visão, por dados obtidos da estação meteorológica mais próxima; e ii) atualiza os dados

de previsão dos próximos 14 dias e insere a previsão do 15o dia. Por exemplo, quando o

script for executado às 00h do dia X, coletará e armazenará os dados da estação referentes

ao dia X-1 e coletará e armazenará os dados, substituindo as previsões anteriores, de X

a X+14. De forma análoga, um scripts diário é agendado para consultar a base aberta da

Copernicus, usando o método descrito anteriormente, para extrair novas imagens para a

área de interesse.
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3.3 Descrição das entradas

O módulo de descrição de entrada foi planejado com a finalidade de auxiliar o

processo de ETL na interpretação (sintaxe e semântica) dos dados de pastagem de fontes

variadas, reorganizando-os em um formato intermediário, evitando a necessidade de cri-

ação de diferentes scripts para tratar de diferentes formatos de fontes primárias de dados

(sobretudo planilhas de diferentes formatos) no módulo seguinte. Portanto, o seu obje-

tivo é facilitar a utilização do sistema para estudo de áreas diversas, manejadas por outros

especialistas de diferentes instituições e também por pecuaristas, com diferentes manei-

ras de registro dos dados históricos sobre suas áreas. A ausência deste módulo exigiu

que os scripts originais de ETL (SCHULTE, 2019), concebidos para o modelo de dados

de pastagem adotado na Embrapa Pecuária Sul para registro dos dados experimentais de

áreas de pastagem nativa sujeitas a um método de controle de plantas invasoras, fossem

replicados e adaptados para serem capazes de lidar com outro modelo. Modelo este que

correspondente aos dados de outras áreas experimentais de pastagem nativa da mesma

unidade da Embrapa manejadas com diferentes técnicas de melhoramento.

3.4 Processo de ETL

O módulo de ETL é capaz de ler os arquivos XLS e automaticamente inserir no

banco de dados. Esse módulo é responsável também por realizar operações nos dados, ou

seja, armazenar apenas informações necessárias para o modelo de predição. Para realizar

a inserção dos dados sobre a pastagem que, originalmente são inseridos em planilhas no

formato XLSX, foi necessário padronizá-las para que o script fosse capaz de ler correta-

mente o arquivo e capturar os valores corretos de cada coluna da tabela clima existentes

no banco de dados. Também foi necessário realizar ajustes nas células em que eram re-

alizadas operações, como por exemplo, no cálculo de médias de massa seca de annoni.

A figura 20 apresenta a planilha não padronizada para a correta leitura do programa (a) e

também a planilha após realizado o processo de padronização (b).

A figura 21 apresenta o cabeçalho da tabela dos dados disponibilizados pelo IN-

MET, ou seja, no momento em que é realizada a coleta automática dos dados, estes são

obtidos no mesmo formato em que é apresentado na tabela.

A figura 22 apresenta a tabela de dados meteorológicos existente no banco de

dados, com isso, para o modelo proposto não se faz necessárias informações de determi-
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Figura 20 – Método de registro das amostras diretas - (a) Planilha sem padronização e
(b) Planilha padronizada

Fonte: Autor (2021)

Figura 21 – Cabeçalho da tabela de dados disponibilizado pelo INMET

Fonte: Autor (2021)

nadas variáveis obtidas. Assim, foram feitas operações sobre as variáveis com o intuito

de inserir no banco de dados, apenas as informações relevantes.

Figura 22 – Cabeçalho da tabela clima existente no banco de dados

Fonte: Autor (2021)

A seguir são apresentadas as operações realizadas com propósito de se obter os

dados fundamentais para a tabela clima:

• Tmin: Temperatura mínima diária do ar (ºC);

• Tmax: Temperatura máxima diária do ar (ºC);

• tmed: Temperatura média do ar (ºC);

• UR: Umidade média diária do ar;

• velocidadevento: Velocidade média do vento;

• RS: Radiação solar diária;

• chuva: Chuva diária (mm);

• ETo: Evapotranspiração potencial pelo método Penman-Monteith (ALLEN et al.,

1998);
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• ST: O cálculo de somatermica foi feio através da Equação 2;

ST =
tmax + tmin

2
− tbase (2)

Onde tbase foi estabelecida como sendo 10oC.

• def e exc: O cálculo de deficit e excedente hídrico foi realizado através da equação

proposta por Thornthwaite e Mather (THORNTHWAITE, 1957).

Para os dados de previsão meteorológica foi criada uma nova tabela no banco de

dados, utilizando o mesmo padrão da tabela clima, com o intuito de que sejam passados

para a RNA os mesmos dados históricos de clima. As manipulações necessárias foram as

mesmas apresentadas anteriormente.

A inserção dos dados de imagens foi feita através de um script que faz uso do exe-

cutável, chamado raster2pgsql, disponibilizado pela extensão PostGIS1 do SGBD Post-

greSQL. Essa extensão agrega suporte a objetos geográficos, permitindo que consultas

de localização sejam executadas no SQL, além de adicionar funções, operadores e apri-

moramentos de índice que se aplicam aos dados geográficos. Para a utilização da fun-

ção raster2pgsql alguns parâmetros precisaram ser definidos para a correta inserção, tais

como: atribuição de um sistema de projeção ao raster, cortar raster em pedaços a serem

inseridos por linha da tabela, indicar o nome da tabela, indicar usuário, entre outros.

3.5 Banco de dados espacial

A etapa de armazenamento de dados, no presente trabalho definido como um

módulo que utiliza o SGBD PostgreSQL que é um sistema de banco de dados objeto-

relacional. Optou-se por utilizar esse SGBD pelo fato de possuir extensões capazes de

armazenar objetos com correspondência geográfica.

Foi necessário realizar algumas modificações no modelo original. A figura 23

apresenta o diagrama de entidade-relacionamento do modelo criado por Schulte (2019).

Para que fosse possível criar um método indireto de coleta de dados referentes

a pastagem, foi necessário o armazenamento de imagens no banco de dados espacial,

com isso, foi criada uma tabela onde foram salvas as imagens. A figura 24 apresenta o

diagrama de entidade-relacionamento do modelo atual do banco de dados.

1https://postgis.net/
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Figura 23 – Diagrama Entidade-Relacionamento do modelo original

Fonte: Adaptado de Schulte (2019)
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Figura 24 – Diagrama Entidade-Relacionamento do modelo atual

Fonte: Autor (2021)
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3.6 Pré-processamento

O módulo de pré-processamento dos dados corresponde a um script em Python, o

qual faz a busca e operações nos dados de pastagem e meteorológicos no intervalo entre

os cortes. Este inclui a realização de três tarefas, sendo elas:

• sumarização dos dados meteorológicos: É feita por meio de uma consulta na lin-

guagem SQL que recebe duas datas e aplica às variáveis as suas respectivas funções

de agregação para o intervalo entre as datas.

• sumarização entre as amostras pontuais coletadas em cada gaiola: A sumari-

zação é feita através da média ponderada apresentada na equação 3.

MStotal =
∑n

i=1 MSgaiolai ∗ subareai

areatotal
(3)

Onde MStotal é a massa de forragem total por hectare em kg.ha-1, MSgaiolai é a

massa de forragem por hectare na subárea em que a gaiola i é representativa em

kg.ha-1, subareai é a área que a gaiola representa i em m2, areatotal é a área total

do potreiro em m2 e n é a quantidade de gaiolas existentes no potreiro.

• normalização dos dados: Consiste na análise dos dados presentes no banco de

dados com o intuito de remover redundâncias, como valores repetidos.

3.7 Aprendizado de máquina

O módulo de predição utiliza o modelo proposto por Schulte (2019), composto por

uma RNA LSTM com duas unidades LSTM. São passadas 36 entradas de treinamento e

12 de teste no estudo do tratamento Infestado e 32 entradas de treinamento e 12 de teste

para o tratamento MIRAPASTO. A primeira unidade LSTM possui trinta neurônios e a

segunda possui 15 neurônios e ambas possuem a função de ativação tangente hiperbólica.

Através do modelo, é possível realizar a predição para o presente, ou seja, utilizando como

uma alternativa ao método de corte direto, e também é possível realizar uma estimativa

futura com dados históricos de corte de pastagem e dados meteorológicos.
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3.8 Visualização dos resultados

O módulo de visualização dos dados corresponde ao procedimento de dissemina-

ção dos dados presente em um projeto de FMIS. Os resultados do modelo de predição são

apresentados através de gráficos de linha, mapas de vegetação e também GIF animada.

No capítulo 5 são apresentadas todas as maneiras de visualização dos resultados.

O objetivo da apresentação através dos gráficos de linha é mostrar para o usuário

os valores reais e preditos, com isso, poderá verificar a acurácia do método. Também

através dos gráficos de linha é possível mostrar os valores reais e um valor predito para

15 dias, após o último valor real, ou seja, o resultado do modelo de predição com a

utilização de dados de previsão meteorológica, com o intuito de poder verificar a curva de

crescimento ou decrescimento do valor predito.

Os mapas de vegetação apresentam de forma visual e através de cores como estará

a disponibilidade de forragem para a data futura, após 15 dias do último dado de corte. O

mapa utiliza três cores, vermelho, amarelo e verde, sendo que a cor vermelha representa

que naquela data não haverá uma boa disponibilidade de forragem, com isso, é necessário

retirar animais, a cor amarela representa que a disponibilidade de forragem se manteve

estável comparada ao mês anterior, com isso pode-se manter o número de animais e a cor

verde representa que houve um aumento na disponibilidade de forragem, podendo assim,

inserir animais na área.

Com a GIF animada é possível ver o comportamento da área na perspectiva do

NDVI, ou seja, havendo as imagens de um intervalo de tempo em que se deseja estudar, é

possível calcular o NDVI e assim, gerar a GIF animada.

3.9 Considerações finais

De formal geral, o protótipo inicial do TouceiraTech apresenta funcionalidades

capazes de comprovar o seu potencial uso, realizando coletas automáticas, armazenando

e processando dados para que seja possível predizer a estimativa de massa de forragem.

Contudo, alguns refinamentos ainda são necessários como, por exemplo, a generalização

de entradas de dados sobre pastagens. No capítulo 4 é apresentada a metodologia experi-

mental adotada no trabalho e no capítulo 5 os resultados obtidos com a integralização de

todos os módulos do sistema e utilização das suas funcionalidades.
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4 METODOLOGIA EXPERIMENTAL

Neste capítulo são apresentados os materiais e métodos adotados para a avaliação

dos módulos do sistema TouceiraTech, com destaque para o delineamento dos experimen-

tos planejados e realizados tendo em perspectiva as questões de pesquisa e os objetivos

do trabalho.

4.1 Material e Métodos

Para o seu funcionamento, o sistema demanda a definição de áreas de referência,

com séries de dados históricos de manejo da pastagem nativa associadas a dados mete-

orológicos. Neste trabalho, foram usados dados sobre duas áreas submetidas a pastejo

contínuo com carga variável, com oferta de forragem visando máximo ganho (12%), cor-

respondentes a dois experimentos de longo prazo desenvolvidos na EMBRAPA Pecuária

Sul.

O primeiro conjunto de dados, assim como no trabalho de Schulte (2019), tem ori-

gem nos experimentos desenvolvidos em quatro potreiros (dupla repetição), com o intuito

de avaliar a eficácia do Método Integrado de Recuperação de Pastagens - MIRAPASTO,

para controle do capim-annoni em pastagens nativas (NEVES et al., 2020). Os trata-

mentos foram: pastagem nativa submetida à recuperação da degradação pela infestação

do capim-annoni (MIRAPASTO) e pastagem natural infestada pelo capim-annoni (Infes-

tado). Este conjunto principal (doravante identificado por “Conjunto A”) se caracteriza

como uma série de dados temporais correspondente ao período entre 2014 e 2020, no

qual seis amostras sistemáticas (contendo a MF e múltiplas medidas aleatórias de altura

média em uma área de 0,5 x 0,5 metros quadrados, sendo três de dentro e três de fora das

gaiolas de exclusão) são obtidas em cada potreiro, com intervalos de aproximadamente

30 dias.

O segundo corresponde a um outro experimento, realizado em nove potreiros (tri-

pla repetição), com o objetivo de verificar o efeito de três níveis de intensificação, envol-

vendo a utilização de fertilização e da sobressemeadura de espécies hibernais, em pas-

tagens nativa (COSTA, 2019). Os tratamentos foram: Campo Nativo (CN), Campo Na-

tivo Fertilizado (CNF) e Campo Nativo Melhorado (CNM). Este conjunto complementar

(doravante identificado por “Conjunto B”) forma uma série temporal que contempla qua-

tro períodos de um ano, coletados entre os meses de agosto a julho (2007/08, 2012/13,
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2013/14 e 2014/15), onde oito amostras aleatórias (contento a MS total e múltiplas medi-

das aleatórias de altura média em uma área de 0,5 x 0,5 metros quadrados, sendo quatro de

dentro e quatro de fora das gaiolas de exclusão) são coletadas em cada potreiro, também

com intervalos aproximados de 30 dias.

Após o cadastro das áreas de interesse, na qual referem-se as unidades de manejo

de pastejo, denominadas potreiros, os quais podem estar subdivididos em áreas menores

com diferentes perfis de acúmulo de forragem. Ressaltando que o sistema permite tanto

a definição de áreas de estudo quando de pastagem (potreiro), foram inseridos no banco

do sistema os dados sobre a pastagem nestas áreas, os dados meteorológicos obtidos do

Centro de Previsão de Tempo e Estudos Climáticos (CPTEC) do INMET, correspondentes

à estação meteorológica mais próxima e também os dados de previsão meteorológica.

Para realizar as inserções necessárias sobre as pastagens foi utilizado um script

Python, adaptado de Schulte (2019), o qual é capaz de ler as planilhas que foram dispo-

nibilizadas pelos pesquisadores da Embrapa - Naylor Perez e Cristina Genro - e automa-

ticamente armazenar os registros no banco de dados.

Os demais dados foram inseridos no banco por meio das novas funcionalidades

propostas e implementadas no protótipo do sistema como contribuições deste trabalho:

• script em Python capaz de realizar a coleta automática de dados, da base do IN-

MET, correspondente a uma determinada estação meteorológica de observação de

superfície automática, sendo utilizada a estação localizada na própria unidade da

EMBRAPA, a menos de 3 km de distância das áreas de interesse. Após feita a re-

quisição dos dados no período desejado, estes foram disponibilizados em formato

JSON e convertidos para CSV;

• script em Python, para acessar a base de dados do NCAR e coletar as previsões

correspondentes aos dados que são disponibilizados pelo CPTEC/INMET;

• script em Python para automatizar o cálculo de evapotranspiração, o qual utilizada

uma biblioteca capaz de calcular os valores de evapotranspiração através do método

de Penman-Monteith;

• script para a busca automática de imagens da área de manejo na base do Sentinel-

2 e inserção destas no banco de dados espacial utilizado pelo modelo por meio

da ferramenta raster2pgsql do PostGIS. Imagens matriciais necessárias ao método

indireto de coleta de amostras sobre a pastagem, como uma alternativa frente ao

método de corte de forragem;
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• script responsável pela estimativa da massa de forragem por meio da correlação

entre o NDVI calculado e a série histórica de dados obtidos pelo método direto;

• alteração no script de pré-processamento, automatizando a execução da abordagem

proposta por Schulte (2019) para suavização de outliers identificados pelo método

de Tukey, tornando-os iguais ao limite máximo identificado como normal pelo mé-

todo.

Em relação ao ambiente computacional, cabe destacar que, no contexto atual, a

execução do modelo de predição não apresenta demanda significativa de recursos, tendo

em vista a quantidade reduzida de amostras disponíveis tanto para treinamento quanto

para testes. Os testes foram realizados em um computador do tipo notebook, com mi-

croprocessador multicore Intel Core i7-6500U com frequência de 2,5 GHz e dois núcleos

com tecnologia Simultaneous multithreading (SMT), placa de vídeo Geforce 940M 4 GB

DDR3, 8 GB de memória DDR3 e sistema operacional Windows 10.

4.2 Delineamento dos Experimentos

A partir do conjunto de dados e dos módulos desenvolvidos para o sistema Tou-

ceiraTech, foram delineados experimentos para:

• Demonstrar a funcionalidade de estimativa automatizada de evapotranspiração.

• Aferir os módulos de coletas de dados em bases remotas: (i) séries históricas de

dados meteorológicos disponibilizadas pelo CPTEC/INPE; (ii) previsões meteoro-

lógicas disponibilizadas pelo NCAR; (iii) imagens do Sentinel-2;

• Testar o modelo de predição de MF (dentro da gaiola) de Schulte (2019), denomi-

nado “Modelo Original” para os novos dados do Conjunto A com diferentes tipos

de treinamento: (i) estratificado por potreiro - um modelo específico por potreiro,

mesma abordagem de Schulte (2019); (ii) estratificado por tratamento - nova abor-

dagem, resultando em um modelo específico por tipo de tratamento; e (iii) não es-

tratificado - nova abordagem, resultando um modelo genérico aplicável a qualquer

tratamento;

• Avaliar ajustes nas variáveis de entrada do modelo para melhor capturar: (i) o efeito

estacional, substituindo a data da amostra por mês e ano, (ii) o acúmulo de forragem

observado em relação ao mês anterior, introduzindo a taxa de acúmulo (TA) e (iii)

o efeito dos animais, pela inclusão da carga animal (CA);
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• Verificar o “Modelo Ajustado” de predição de TA para os dados do Conjunto B com

os diferentes tipos de tratamento;

• Avaliar a capacidade de generalização do “Modelo Ajustado” de predição de TA

combinando os dados dos Conjuntos A e B, com treinamento estratificado por tra-

tamentos similares: MIRAPASTO + CNM/CNF e INFESTADO + CN;

• Exercitar o “Modelo Ajustado” de predição de TA com treinamento estratificado

por tratamentos similares com dados de previsão meteorológica com horizonte de

quinze dias;

• Aferir o módulo NDVI, responsável pela estimativa da MF por meio da correlação

entre MF real e NDVI, visando a substituição do método direto de amostragem;

• Testar o “Modelo Novo” de predição de TA que usa a correlação entre MF e NDVI

em substituição ao método direto;

• Demonstrar o módulo de visualização da evolução da MF em uma área de manejo,

delimitada por um polígono espacializado, por meio de mapas temáticos animados,

como ferramenta de apoio a decisão de manejo.

O primeiro passo para que seja possível realizar os testes corresponde ao

cálculo da evapotranspiração a partir de um pacote em Python chamado PyETo

(https://github.com/woodcrafty/PyETo). Com este pacote foi possível fazer o cálculo uti-

lizando três métodos: o de Penman-Monteith, o de Hargreaves ou o de Thornthwaite.

Para o trabalho foi utilizado o método de Penman-Monteith.

Nos testes do modelo de predição, são considerados dois cenários: (i) predição

para o presente, isto é, para a predição da MF de uma série temporal tendo como base uma

série histórica de dados meteorológicos reais como entrada no modelo; e (ii) predição para

o futuro, ou seja, para a predição com base em dados de previsões meteorológicas. Para

ampliar a avaliação da acurácia dos modelos de predição de MF, além da apresentação

dos resultados do Root Mean Squared Error (RMSE), ou Raiz do Erro Quadrático Médio

(REQM) em Português, de acordo com a equação 4, calculou-se também o coeficiente de

determinação (R2), calculado através de regressão linear.

RMSE =

�
1
n

n

∑
j=1

(predj − realj)2 (4)
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4.3 Considerações finais

A partir das definições metodológicas para o experimentos, conforme exposto, no

capítulo 5 são apresentados os resultados observados.
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5 RESULTADOS

Este capítulo apresenta os resultados obtidos a partir dos experimentos planejados

com o intuito de demonstrar o funcionamento dos módulos do sistema TouceiraTech.

5.1 Estimativa Automática de Evapotranspiração

Para validar os resultados foram calculados os valores de evapotranspiração em

datas iguais às que já estavam presentes no banco de dados, obtidos a partir da análise

de um agrometeorologista. A figura 25 mostra a diferença entre os valores presentes no

banco de dados (SCHULTE, 2019) e os valores calculados pela biblioteca no período

de 15 dias. Vale ressaltar que a biblioteca necessita de seis parâmetros existentes no

banco, são eles: temperatura média, temperatura máxima, temperatura mínima, umidade,

velocidade do vento e radiação.

Figura 25 – Comparação dos valores de Evapotranspiração

Fonte: Autor (2021)

5.2 Coleta de Dados Meteorológicos e de Previsão

Para realizar a coleta de dados meteorológicos é utilizado um script em python

que realiza a requisição dos dados ao repositório de dados do INMET. O arquivo é dis-
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ponibilizado em formato .json, porém, no mesmo script já é realizada a transformação do

arquivo para o formato .csv. Para verificar que a execução é feita de maneira correta, foi

feita a validação comparando os dados obtidos através do website do INMET, mostrados

na figura 26, com os dados obtidos através do script, mostrados na figura 27. Com isso,

é possível constatar que a coleta automatizada busca as mesmas informações que seriam

obtidas utilizando a interface do website.

Figura 26 – Tabela com dados meteorológicos disponibilizada no website do INMET

Fonte: Autor (2021)

Figura 27 – Tabela com dados meteorológicos obtida através da execução do script de
coleta

Fonte: Autor (2021)

Foram realizados experimentos preliminares com o objetivo de validar as coletas

automatizada de fontes de dados de previsão meteorológica, sendo uma delas local e outra

de fora do país. Foram coletados os valores de temperatura máxima e mínima disponi-

bilizadas pelo CPTEC, as quais foram comparadas com os valores disponibilizados pelo

NCAR. Os valores coletados são apresentados na figura 28, onde é possível notar que os

valores de temperatura máxima e mínima disponibilizados pelo CPTEC estão em um in-

tervalo maior ao comparar com os dados disponibilizados pelo NCAR. A tabela 3 mostra

o desvio padrão para cada variável disponível pelos centros.
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Figura 28 – Valores de temperatura disponibilizadas pelo NCAR e CPTEC

Fonte: Autor (2021)

Tabela 3 – Desvios padrão dos dados de previsão meteorológica

Temperatura máxima Temperatura mínima

CPTEC 3,01 2,13

NCAR (NOAA) 1,93 1,84

Fonte: Autor (2021)

A de coleta de dados de previsão meteorológica foi automatizada e para validar os

resultados obtidos, foi comparada a busca realizada através da interface gráfica do website

do repositório rda com os resultados obtidas através do script de coleta. A figura 29 apre-

senta a interface gráfica do website, onde é possível escolher as variáveis meteorológicas

a serem buscadas, além do período da busca.

Após realizada essa etapa, é necessário indicar alguns parâmetros de busca, como

por exemplo, o formato do arquivo em que estarão os dados de previsão meteorológica e

a área de interesse. A interface onde é necessário realizar a escolha desses parâmetros é

mostrada na figura 30.

A figura 31(a) mostra a tabela obtida com a utilização da interface gráfica do

website do rda e a figura 31(b) ilustra a tabela obtida com a utilização do script de coleta

de dados de previsão meteorológica. Vale ressaltar que a busca foi realizada utilizando os

mesmos parâmetros e que o valor de temperatura apresentado nas tabelas está na unidade

Kelvin.

Também foi realizada a validação do script de coleta de imagens de satélite. A

figura 32 mostra o resultado da busca realizada no repositório de imagens Open Access

Hub do Copernicus. Com a utilização do script é possível obter os mesmos resultados,
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Figura 29 – Interface gráfica do website do rda e variáveis meteorológicas selecionáveis

Fonte: Adaptado de RDA (2021)

Figura 30 – Interface gráfica do website do rda, onde é necessário indicar os parâmetros
de busca

Fonte: Adaptado de RDA (2021)

Figura 31 – Dados de previsão meteorológica obtidos com uso do website do rda e com
script de coleta para o dia 16 de fevereiro de 2021 na hora 00

(a) Website do rda (b) script de coleta automática

Fonte: Autor (2021)
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mostrados na figura 33. A linha vermelha presente na figura tem por objetivo mostrar que

também foram encontrados dois produtos para a busca. Vale ressaltar que os parâmetros

de filtragem de busca foram iguais para as duas consultas.

Figura 32 – Resultado da busca realizada no repositório Open Access Hub do Copernicus

Fonte: Adaptado de Copernicus Open Access Hub (2021)

Figura 33 – Resultado da busca realizada pelo script de coleta de imagens do satélite
Sentinel-2

Fonte: Autor (2021)
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5.3 Módulo de Predição

Nesta seção são apresentados os resultados obtidos com o módulo de predição, os

quais embasam diferentes conclusões a respeito do modelo original e de versões ajustadas

do modelo, com diferentes conjuntos de dados históricos meteorológicos e de pastagem,

bem como permitem demonstrar o seu comportamento com dados de previsão meteoro-

lógica.

5.3.1 Resultados do Modelo Original com Conjunto A

Para a realização dos testes com o Conjunto A, referentes às subáreas do experi-

mento com manejo de planta invasora, foram utilizadas 50 amostras válidas do potreiro

20 com tratamento Infestado e 46 amostras válidas do potreiro 20 com tratamento MIRA-

PASTO. Para o potreiro 21 foram utilizadas 43 amostras válidas com tratamento Infestado

e 37 amostras válidas com tratamento MIRAPASTO. A variação do número de amostras

ocorre pelo fato da exclusão de amostras que estavam com algum tipo de avaria, como

por exemplo, a gaiola estar virada. O conjunto de amostras foi dividido em treinamento

e teste, para o potreiro 20 Infestado foram utilizadas 38 para treinamento e 12 para teste,

para o potreiro 20 MIRAPASTO ficaram 34 para treinamento e 12 para teste. O conjunto

de treinamento e teste para o potreiro 21 Infestado ficou dividido em 31 e 12, respec-

tivamente. Por fim para o potreiro 21 MIRAPASTO foram utilizadas 25 amostras para

treinamento e 12 para teste . A divisão foi feita dessa maneira com o propósito de utilizar

um intervalo de dados de 12 meses para teste, com isso, podendo observar o crescimento

em todas as estações do ano. Esses conjuntos de amostras são passadas como entrada

para a RNN. É importante ressaltar que foi realizada a suavização dos valores de massa

de forragem, isto é, valores que estavam acima do terceiro quartil de todo conjunto de

dados foram igualados ao valor do terceiro quartil.

Antes de iniciar os testes com o conjunto completo dos dados, foram realizados

testes preliminares. A primeira série de experimentos visou o ajuste da quantidade de

épocas, que representa o número de repetições em que os dados serão transmitidos pela

rede, para o treinamento do modelo (figura 34), por meio da qual confirmou-se que 5000

épocas é uma quantidade adequada.

Na sequência foi realizado um experimento para validação com o mesmo conjunto

de treinamento/teste usado por Schulte (2019) (27 amostras de treinamento e 12 de teste,
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Figura 34 – Ajuste de épocas

Fonte: Autor (2021)

Figura 35 – Reprodução do experimento de Schulte (2019) com o Potreiro 20 Infestado

Fonte: Autor (2021)
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correspondestes ao período entre janeiro de 2014 e agosto de 2018), utilizando o potreiro

com mais amostras (20 Infestado), obtendo resultado com uma diferença insignificante

no RMSE (figura 35).

Figura 36 – Sensibilidade ao tamanho do conjunto de treinamento

Fonte: Autor (2021)

Após, foram realizados experimentos para avaliar o efeito da relação existente en-

tre a quantidade de amostras de treinamento e teste (figura 36), partindo da proporção

usada por Schulte (2019) (69%/31%) até a proporção máxima (76%/24%, 38 de trei-

namento/12 de teste, estendendo o período até outubro de 2019). Para esta análise de

sensibilidade do modelo, optou-se por manter fixo o conjunto de testes (agosto de 2018 a

outubro de 2019), variando a quantidade de amostras de treinamento contíguas ao período

do conjunto de testes, até chegar à última amostra, de janeiro de 2014.

Feitos os testes preliminares, partiu-se então para os experimentos visando obser-

var a acurácia do modelo de predição. A figura 37 ilustra graficamente a estimativa de

massa de forragem instantânea ao longo do tempo usando as abordagens dos três tipos

de treinamento. Foram feitas 10 repetições para cada potreiro, utilizando todos os tipos

de treinamento. Para constatar o melhor e pior caso, foram verificados os RMSE de cada

tipo de treinamento em cada uma das repetições, o menor valor de RMSE obtido foi con-

siderado o melhor caso e o maior valor de RMSE obtido foi considerado o pior caso. Para

o potreiro P21 MIRAPASTO (melhor caso) o RMSE médio foi de 975,12 kg.ha-1 para

o treinamento estratificado por potreiro, para o treinamento estratificado por tratamento

foi de 1627,19 kg.ha-1 e para o treinamento não estratificado foi de 1764,76 kg.ha-1 e

para o potreiro P20 Infestado (pior caso) o RMSE médio para o treinamento estratificado
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por potreiro foi de 1882,62 kg.ha-1, para o treinamento estratificado por tratamento foi de

2135,98 kg.ha-1 e para o treinamento não estratificado foi de 1644,51 kg.ha-1.

A figura 37(a) mostra os resultados obtidos, para o melhor caso, a partir dos três

tipos de treinamento utilizados. Através do gráfico é possível verificar que a curva dos

valores preditos que manteve um comportamento mais próximo da curva dos valores re-

ais foi do treinamento estratificado por potreiro (P), obtendo o menor RMSE de 893,28

kg.ha-1. A figura 37(b) apresenta o comportamentos das curvas dos valores reais e pre-

ditos, para o pior caso, utilizando os três tipos de treinamento. É possível verificar que a

curva dos valores preditos que que se manteve mais diferenciada da curva dos valores re-

ais foi a do treinamento estratificado por tratamento (T), com o maior RMSE de 2508,52

kg.ha-1

Figura 37 – Valores reais versus preditos pela RNN LSTM da estimativa instantânea de
massa de forragem, para cada subárea

(a) Melhor Caso (P) (b) Pior Caso (T)

Fonte: Autor (2021)

A figura 38 apresenta os gráficos onde é possível analisar a correlação entre os va-

lores reais e preditos, permitindo verificar se há linearidade entre os valores para o melhor

e pior caso, com seus respectivos treinamentos. A figura 38(a) apresenta a correlação para

o potreiro P21 MIRAPASTO (melhor caso), através da regressão linear foi possível calcu-

lar um R2 linear de 0,51 e um coeficiente angular de 1,05º. Para o potreiro P20 Infestado

(pior caso) a correlação entre valores reais e preditos pelo treinamento estratificado por

tratamento (T) é apresentado na figura 38(b), com um R2 linear de 0,18 e um coeficiente

angular de 0,22º.

Através da figura 39 é possível verificar a distribuição dos valores reais, preditos

e também da diferença entre o valor real e o predito para cada uma das datas, chamado de
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Figura 38 – valores reais e preditos de massa de forragem, para melhor e pior caso

(a) Melhor Caso (P) (b) Pior Caso (T)

Fonte: Autor (2021)

erro. A figura 39(a) apresenta a distribuição para o melhor caso a partir do treinamento

estratificado por potreiro (P), podendo verificar que a dispersão dos valores reais é maior

do que dos valores preditos, havendo semelhança entre seus valores máximos. A figura

39(b) mostra que, para o potreiro P20 Infestado (pior caso) a partir do treinamento estrati-

ficado por tratamento (T), a dispersão dos valores preditos é maior em relação a dispersão

dos valores reais, ocorrendo um outlier no conjunto de valores preditos, que expressa a

ocorrência de um valor discrepante se comparado aos outros. A partir do valor mínimo

expresso pelo conjunto de dados de erro é possível constatar a ocorrência de uma predição

bem menor do que se comparado ao valor real.

Figura 39 – Gráficos de caixa, do melhor e pior caso, que mostram os valores máximos e
mínimos reais, preditos e de erro, de massa de forragem

(a) Melhor Caso (P) (b) Pior Caso (T)

Fonte: Autor (2021)
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5.4 Resultados do Modelo Original com propostas de ajustes

Para realizar refinamentos no modelo original, com o objetivo de aumentar a acu-

rácia, foram pensadas alterações e inclusões nas variáveis de entrada, bem como a subs-

tituição da predição da disponibilidade de massa de forragem pela taxa de acúmulo. Pri-

meiramente foi feita a substituição da informação de data da amostra pelas informações

de mês e ano correspondentes, com o objetivo de tornar mais evidente a informação da

estação do ano em que a amostra foi coletada. A quantidade de amostras utilizadas nos

testes para o modelo antigo sem alterações, foram as mesmas utilizadas nos testes para

o modelo antigo com alterações, houve apenas a substituição das informações ou incre-

mento de novas informações, como taxa de acúmulo e carga animal. Também foi utilizada

a mesma sequência de testes, ou seja, estratificado por potreiro (P), estratificado por tra-

tamento (T) e não estratificado (N).

A figura 40 ilustra graficamente a estimativa de massa de forragem instantânea

ao longo do tempo usando as abordagens dos três tipos de treinamento. Foram feitas 10

repetições para cada potreiro, utilizando todos os tipos de treinamento. Para constatar o

melhor e pior caso, foram verificados os RMSE de cada tipo de treinamento em cada uma

das repetições, o menor valor de RMSE obtido foi considerado o melhor caso e o maior

valor de RMSE obtido foi considerado o pior caso. Para o potreiro P21 MIRAPASTO

(melhor caso) o RMSE médio foi de 1047,73 kg.ha-1 para o treinamento estratificado

por potreiro, para o treinamento estratificado por tratamento foi de 1626,13 kg.ha-1 e

para o treinamento não estratificado foi de 1643,8 kg.ha-1 e para o potreiro P21 Infestado

(pior caso) o RMSE médio para o treinamento estratificado por potreiro foi de 1722,95

kg.ha-1, para o treinamento estratificado por tratamento foi de 2490,42 kg.ha-1 e para o

treinamento não estratificado foi de 2290,27 kg.ha-1.

A figura 40(a) mostra os resultados obtidos, para o melhor caso, a partir dos três

tipos de treinamento utilizados. Através do gráfico é possível verificar que a curva dos

valores preditos que manteve um comportamento mais próximo da curva dos valores re-

ais foi do treinamento estratificado por potreiro (P), obtendo o menor RMSE de 990,05

kg.ha-1. A figura 40(b) apresenta o comportamentos das curvas dos valores reais e pre-

ditos, para o pior caso, utilizando os três tipos de treinamento. É possível verificar que a

curva dos valores preditos que que se manteve mais diferenciada da curva dos valores re-

ais foi a do treinamento estratificado por tratamento (T), com o maior RMSE de 2987,24

kg.ha-1



79

Figura 40 – Valores reais versus preditos pela RNN LSTM da estimativa instantânea de
massa de forragem, para cada subárea

(a) Melhor Caso (P) (b) Pior Caso (T)

Fonte: Autor (2021)

A figura 41 apresenta os gráficos onde é possível analisar a correlação entre os va-

lores reais e preditos, permitindo verificar se há linearidade entre os valores para o melhor

e pior caso, com seus respectivos treinamentos. A figura 41(a) apresenta a correlação para

o potreiro P21 MIRAPASTO (melhor caso), através da regressão linear foi possível calcu-

lar um R2 linear de 0,46 e um coeficiente angular de 0,74º. Para o potreiro P21 Infestado

(pior caso) a correlação entre valores reais e preditos pelo treinamento estratificado por

tratamento (T) é apresentado na figura 41(b), com um R2 linear de 0,24 e um coeficiente

angular de 0,22º.

Figura 41 – valores reais e preditos de massa de forragem, para melhor e pior caso

(a) Melhor Caso (P) (b) Pior Caso (T)

Fonte: Autor (2021)

Através da figura 42 é possível verificar a distribuição dos valores reais, preditos



80

e também de erro. A figura 42(a) apresenta a distribuição para o melhor caso a partir do

treinamento estratificado por potreiro (P), podendo verificar que a dispersão dos valores

reais é maior do que dos valores preditos, havendo semelhança entre os valores dos tercei-

ros quartis. A figura 42(b) mostra que, para o potreiro P21 Infestado (pior caso) a partir

do treinamento estratificado por tratamento (T), a dispersão dos valores preditos é maior

em relação a dispersão dos valores reais, havendo diferença entre os valores máximos dos

conjuntos de valores reais e preditos. A partir do conjunto de valores de erro, analisando o

outlier inferior, é possível constatar que ocorreu uma predição consideravelmente menor

do que o valor real, já analisando o outlier superior é possível constatar que ocorreu uma

predição consideravelmente maior do que o valor real.

Figura 42 – Gráficos de caixa, do melhor e pior caso, que mostram os valores máximos e
mínimos reais, preditos e de erro, de massa de forragem

(a) Melhor Caso (P) (b) Pior Caso (T)

Fonte: Autor (2021)

Com o intuito de melhorar a acurácia do modelo, foi inserida, como entrada, para

o modelo de predição a informação de taxa de acúmulo. A figura 43 ilustra graficamente

a estimativa de massa de forragem instantânea ao longo do tempo usando as abordagens

dos três tipos de treinamento. Foram feitas 10 repetições para cada potreiro, utilizando

todos os tipos de treinamento. Para constatar o melhor e pior caso, foram verificados

os RMSE de cada tipo de treinamento em cada uma das repetições, o menor valor de

RMSE obtido foi considerado o melhor caso e o maior valor de RMSE obtido foi con-

siderado o pior caso. Para o potreiro P20 MIRAPASTO (melhor caso) o RMSE médio

foi de 381,62 kg.ha-1 para o treinamento estratificado por potreiro, para o treinamento

estratificado por tratamento foi de 295,91 kg.ha-1 e para o treinamento não estratificado

foi de 783,39 kg.ha-1 e para o potreiro P21 Infestado (pior caso) o RMSE médio para o
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treinamento estratificado por potreiro foi de 1232,15 kg.ha-1, para o treinamento estratifi-

cado por tratamento foi de 1460,28 kg.ha-1 e para o treinamento não estratificado foi de

1256,89 kg.ha-1.

A figura 43(a) mostra os resultados obtidos, para o melhor caso, a partir dos três

tipos de treinamento utilizados. Através do gráfico é possível verificar que a curva dos

valores preditos que manteve um comportamento mais próximo da curva dos valores re-

ais foi do treinamento estratificado por tratamento (T), com o menor RMSE de 239,32

kg.ha-1. A figura 43(b) apresenta o comportamentos das curvas dos valores reais e pre-

ditos, para o pior caso, utilizando os três tipos de treinamento. É possível verificar que a

curva dos valores preditos que que se manteve mais diferenciada da curva dos valores re-

ais foi a do treinamento estratificado por tratamento (T), com o maior RMSE de 1604,34

kg.ha-1

Figura 43 – Valores reais versus preditos pela RNN LSTM da estimativa instantânea de
massa de forragem, para cada subárea

(a) Melhor Caso (T) (b) Pior Caso (T)

Fonte: Autor (2021)

A figura 44 apresenta os gráficos dispersão que mostram a correlação entre os va-

lores reais e preditos, permitindo verificar se há linearidade entre os valores para o melhor

e pior caso, com seus respectivos treinamentos. A figura 44(a) apresenta a correlação para

o potreiro P20 MIRAPASTO (melhor caso), através da regressão linear foi possível cal-

cular um R2 linear de 0,93 e um coeficiente angular de 1º. Para o potreiro P21 Infestado

(pior caso) a correlação entre valores reais e preditos pelo treinamento estratificado por

tratamento (T) é apresentado na figura 44(b), com um R2 linear de 0,5 e um coeficiente

angular de 0,62º.

Através da figura 45 é possível verificar a distribuição dos valores reais, preditos
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Figura 44 – valores reais e preditos de massa de forragem, para melhor e pior caso

(a) Melhor Caso (T) (b) Pior Caso (T)

Fonte: Autor (2021)

e de erro. A figura 45(a) apresenta a distribuição para o melhor caso a partir do trei-

namento estratificado por tratamento (T), podendo verificar que a dispersão dos valores

reais é maior do que dos valores preditos, havendo uma dispersão baixa entre os valores

de erro, o que mostra que os valores preditos se mantiveram próximos dos valores reais. A

figura 45(b) mostra que, para o potreiro P21 Infestado (pior caso) a partir do treinamento

estratificado por tratamento (T), a dispersão dos valores preditos é maior em relação a

dispersão dos valores reais, havendo diferença entre os valores máximos dos conjuntos de

valores reais e preditos. A partir do conjunto de valores de erro, analisando o outlier in-

ferior, é possível constatar que ocorreu uma predição consideravelmente menor do que o

valor real, já analisando o outlier superior é possível constatar que ocorreu uma predição

consideravelmente maior do que o valor real.

Com o intuito de melhorar a acurácia do modelo e analisar seu comportamento

com relação ao acréscimo de informações de entrada, foi inserida para o modelo de pre-

dição a informação de carga animal. A figura 46 ilustra graficamente a estimativa de

massa de forragem instantânea ao longo do tempo usando as abordagens dos três tipos

de treinamento. Foram feitas 10 repetições para cada potreiro, utilizando todos os ti-

pos de treinamento. Para constatar o melhor e pior caso, foram verificados os RMSE de

cada tipo de treinamento em cada uma das repetições, o menor valor de RMSE obtido foi

considerado o melhor caso e o maior valor de RMSE obtido foi considerado o pior caso.

Para o potreiro P20 MIRAPASTO (melhor caso) o RMSE médio foi de 390,14

kg.ha-1 para o treinamento estratificado por potreiro, para o treinamento estratificado por

tratamento foi de 271,26 kg.ha-1 e para o treinamento não estratificado foi de 782,19
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Figura 45 – Gráficos de caixa, do melhor e pior caso, que mostram os valores máximos e
mínimos reais, preditos e de erro, de massa de forragem

(a) Melhor Caso (T) (b) Pior Caso (T)

Fonte: Autor (2021)

kg.ha-1 e para o potreiro P21 Infestado (pior caso) o RMSE médio para o treinamento

estratificado por potreiro (P) foi de 1469,07 kg.ha-1, para o treinamento estratificado por

tratamento foi de 1409,56 kg.ha-1 e para o treinamento não estratificado foi de 1257,85

kg.ha-1.

A figura 46(a) mostra os resultados obtidos, para o melhor caso, a partir dos três

tipos de treinamento utilizados. Através do gráfico é possível verificar que a curva dos

valores preditos que manteve um comportamento mais próximo da curva dos valores re-

ais foi do treinamento estratificado por tratamento (T), com o menor RMSE de 205,36

kg.ha-1. A figura 46(b) apresenta o comportamentos das curvas dos valores reais e pre-

ditos, para o pior caso, utilizando os três tipos de treinamento. É possível verificar que

a curva dos valores preditos que que se manteve mais diferenciada da curva dos valores

reais foi a do treinamento estratificado por potreiro (P), com o maior RMSE de 1595,58

kg.ha-1

A figura 47 apresenta os gráficos dispersão que mostram a correlação entre os va-

lores reais e preditos, permitindo verificar se há linearidade entre os valores para o melhor

e pior caso, com seus respectivos treinamentos. A figura 47(a) apresenta a correlação

para o potreiro P20 MIRAPASTO (melhor caso), através da regressão linear foi possível

calcular um R2 linear de 0,95 e um coeficiente angular de 0,98º. Para o potreiro P21 Infes-

tado (pior caso) a correlação entre valores reais e preditos pelo treinamento estratificado

por potreiro (P) é apresentado na figura 47(b), com um R2 linear de 0,4 e um coeficiente

angular de 0,55º.
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Figura 46 – Valores reais versus preditos pela RNN LSTM da estimativa instantânea de
massa de forragem, para cada subárea

(a) Melhor Caso (T) (b) Pior Caso (P)

Fonte: Autor (2021)

Figura 47 – valores reais e preditos de massa de forragem, para melhor e pior caso

(a) Melhor Caso (T) (b) Pior Caso (P)

Fonte: Autor (2021)
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Através da figura 48 é possível verificar a distribuição dos valores reais, preditos e

de erro. A figura 48(a) apresenta a distribuição para o melhor caso a partir do treinamento

estratificado por tratamento (T), podendo verificar que a dispersão dos conjuntos de dados

é similar e que a dispersão do conjunto de dados de erro é baixa, podendo ser verificada

pelo tamanho da caixa. A figura 48(b) mostra que, para o potreiro P21 Infestado (pior

caso) a partir do treinamento estratificado por potreiro (P), há diferença entre os valores

máximos, dos primeiros e dos terceiros quartis dos conjuntos de valores reais e preditos.

A partir do conjunto de valores de erro, analisando o outlier inferior, é possível constatar

que ocorreu uma predição consideravelmente menor do que o valor real, já analisando o

outlier superior é possível constatar que ocorreu uma predição consideravelmente maior

do que o valor real.

Figura 48 – Gráficos de caixa, do melhor e pior caso, que mostram os valores máximos e
mínimos reais, preditos e de erro, de massa de forragem

(a) Melhor Caso (T) (b) Pior Caso (P)

Fonte: Autor (2021)

5.4.1 Resultados do Modelo Ajustado com Conjunto A

Para a realização do treinamento estratificado por potreiro, foram utilizadas as

mesmas quantidades de amostras, quantidade de repetições de testes e análise do RMSE

para o melhor e pior caso realizados na subseção 5.3.1.

A figura 49 ilustra a estimativa de taxa de acúmulo instantânea ao longo do tempo

usando as abordagens dos três tipos de treinamento. Para o potreiro P20 Infestado (me-

lhor caso) o RMSE médio foi de 11,46 kg.ha-1.dia-1 para o treinamento estratificado por
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potreiro, para o treinamento estratificado por tratamento foi de 5,65 kg.ha-1.dia-1 e para o

treinamento não estratificado foi de 3,69 kg.ha-1.dia-1 e para o potreiro P21 MIRAPASTO

(pior caso) o RMSE médio para o treinamento estratificado por potreiro foi de 15,13

kg.ha-1.dia-1, para o treinamento estratificado por tratamento foi de 8,02 kg.ha-1.dia-1 e

para o treinamento não estratificado foi de 22,39 kg.ha-1.dia-1.

A figura 49(a) mostra os resultados obtidos, para o melhor caso, a partir dos três

tipos de treinamento utilizados. Através do gráfico é possível verificar que a curva dos

valores preditos que manteve um comportamento mais próximo da curva dos valores reais

foi do treinamento não estratificado (N), obtendo o menor RMSE de 3,21 kg.ha-1.dia-1.

A figura 49(b) apresenta o comportamentos das curvas dos valores reais e preditos, para

o pior caso, utilizando os três tipos de treinamento. É possível verificar que a curva dos

valores preditos que que se manteve mais distante da curva dos valores reais foi a do

treinamento não estratificado (N), com o maior RMSE de 23,56 kg.ha-1.dia-1.

Figura 49 – Valores reais versus preditos pela RNN LSTM da estimativa instantânea de
taxa de acúmulo, para o melhor e pior caso

(a) Melhor Caso (N) (b) Pior Caso (N)

Fonte: Autor (2021)

A figura 50 apresenta os gráficos onde é possível analisar a correlação entre os va-

lores reais e preditos, permitindo verificar se há linearidade entre os valores para o melhor

e pior caso, com seus respectivos treinamentos. A figura 50(a) apresenta a correlação para

o potreiro P20 Infestado (melhor caso), através da regressão linear foi possível calcular

um R2 linear de 0,98 e um coeficiente angular de 1º. Para o potreiro P21 MIRAPASTO

(pior caso) a correlação entre valores reais e preditos pelo treinamento não estratificado

(N) é apresentado na figura 50(b), com um R2 linear de 0,74 e um coeficiente angular de

1,18º.
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Figura 50 – valores reais e preditos de taxa de acúmulo, para melhor e pior caso

(a) Melhor Caso (N) (b) Pior Caso (N)

Fonte: Autor (2021)

Através da figura 51 é possível verificar a distribuição dos valores reais, preditos

e também da diferença entre o valor real e o predito para cada uma das datas, chamado de

erro. A figura 51(a) apresenta a distribuição para o melhor caso a partir do treinamento não

estratificado (N), podendo verificar que a dispersão dos valores reais é maior do que dos

valores preditos, havendo semelhança entre seus valores máximos e também a ocorrência

de um outlier superior em cada conjunto de valores. A figura 51(b) mostra que, para o

potreiro P20 Infestado (pior caso) a partir do treinamento não estratificado (N), a dispersão

dos valores reais é maior em relação a dispersão dos valores prefitos, ocorrendo um outlier

no conjunto de valores preditos e uma diferença considerável entre os valores máximos

de cada conjunto. A partir do valor mínimo expresso pelo conjunto de dados de erro é

possível constatar a ocorrência de uma predição bem menor do que se comparado ao valor

real.

5.4.2 Resultados do Modelo Ajustado com Conjunto B

Com o objetivo de flexibilizar as entradas referentes a dados de pastagem, foi utili-

zado o Conjunto B, no qual a área total está dividida em nove potreiros, com os seguintes

manejos: em P1, P2 e P7 é aplicado o tratamento Campo Nativo Melhorado (CNM), em

P3, P6 e P8 o tratamento Campo Nativo (CN) e em P4, P5 e P9 o tratamento Campo

Nativo Fertilizado (CNF). Para realizar a predição instantânea, para todos os potreiros,

foram utilizados 39 dados para treinamento (76,5%) e 12 dados para teste (23,5%).
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Figura 51 – Gráficos de caixa, do melhor e pior caso, que mostram os valores máximos e
mínimos reais, preditos e de erro, de taxa de acúmulo

(a) Melhor Caso (N) (b) Pior Caso (N)

Fonte: Autor (2021)

A figura 52 ilustra a estimativa de taxa de acúmulo instantânea ao longo do tempo

usando as abordagens dos três tipos de treinamento. Para o potreiro P6 (melhor caso) o

RMSE médio foi de 9,27 kg.ha-1.dia-1 para o treinamento estratificado por potreiro, para

o treinamento estratificado por tratamento foi de 4,43 kg.ha-1.dia-1 e para o treinamento

não estratificado foi de 5,01 kg.ha-1.dia-1 e para o potreiro P2 (pior caso) o RMSE médio

para o treinamento estratificado por potreiro foi de 11,09 kg.ha-1.dia-1, para o treinamento

estratificado por tratamento foi de 14 kg.ha-1.dia-1 e para o treinamento não estratificado

foi de 15,3 kg.ha-1.dia-1.

A figura 52(a) mostra os resultados obtidos, para o melhor caso, a partir dos três

tipos de treinamento utilizados. Através do gráfico é possível verificar que a curva dos

valores preditos que manteve um comportamento mais próximo da curva dos valores re-

ais foi do treinamento estratificado por tratamento (T), obtendo o menor RMSE de 3,72

kg.ha-1.dia-1. A figura 52(b) apresenta o comportamentos das curvas dos valores reais e

preditos, para o pior caso, utilizando os três tipos de treinamento. É possível verificar que

a curva dos valores preditos que que se manteve mais distante da curva dos valores reais

foi a do treinamento não estratificado (N), com o maior RMSE de 16,3 kg.ha-1.dia-1.

A figura 53 apresenta os gráficos onde é possível analisar a correlação entre os

valores reais e preditos, permitindo verificar se há linearidade entre os valores para o me-

lhor e pior caso, com seus respectivos treinamentos. A figura 53(a) apresenta a correlação

para o potreiro P6 (melhor caso), através da regressão linear foi possível calcular um R2

linear de 0,9 e um coeficiente angular de 0,94º. Para o potreiro P2 (pior caso) a correla-
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Figura 52 – Valores reais versus preditos pela RNN LSTM da estimativa instantânea de
taxa de acúmulo, para o melhor e pior caso

(a) Melhor Caso (T) (b) Pior Caso (N)

Fonte: Autor (2021)

ção entre valores reais e preditos pelo treinamento não estratificado (N) é apresentado na

figura 53(b), com um R2 linear de 0,83 e um coeficiente angular de 1,04º.

Figura 53 – valores reais e preditos de taxa de acúmulo, para melhor e pior caso

(a) Melhor Caso (T) (b) Pior Caso (N)

Fonte: Autor (2021)

Através da figura 54 é possível verificar a distribuição dos valores reais, preditos

e erro. A figura 54(a) apresenta a distribuição para o melhor caso a partir do treinamento

estratificado por tratamento (T), podendo verificar que há semelhança entre seus valores

máximos. A figura 54(b) mostra que, para o potreiro P2 (pior caso) a partir do treinamento

não estratificado (N), a dispersão dos valores reais é maior em relação a dispersão dos

valores preditos, havendo diferença considerável entre os valores máximos.
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Figura 54 – Gráficos de caixa, do melhor e pior caso, que mostram os valores máximos e
mínimos reais, preditos e de erro, de taxa de acúmulo

(a) Melhor Caso (T) (b) Pior Caso (N)

Fonte: Autor (2021)

5.4.3 Resultados do Modelo Ajustado com a união dos Conjuntos A e B

Para poder analisar a capacidade do modelo em realizar o aprendizado através de

fontes variadas de dados de pastagem, foi feita a união entre os conjuntos de dados A e B

para o melhor caso observado, ou seja, treinamento estratificado por tratamento. Através

da união dos conjuntos de dados de treinamento dos potreiros com tratamentos semelhan-

tes, para os tratamentos Infestado/CN o conjunto total de amostras de treinamento foi de

186 amostras e para os tratamentos MIRAPASTO/CNM e MIRAPASTO/CNF foi de 180

amostras. Foram feitas 10 repetições utilizando o treinamento estratificado por tratamento

(T), o menor RMSE foi considerado o melhor caso e o maior RMSE foi considerado o

pior caso.

Realizando os testes a partir da união Infestado/CN foram obtidos o melhor e

pior caso para os potreiros que recebem ou tratamento Infestado ou tratamento CN. A

figura 55 ilustra a estimativa de taxa de acúmulo instantânea ao longo do tempo usando

as abordagens dos três tipos de treinamento. Para o potreiro P8 (melhor caso) o RMSE

médio para o treinamento estratificado por tratamento foi de 4,79 kg.ha-1.dia-1 e para o

potreiro P21 Infestado (pior caso) o RMSE médio para o treinamento estratificado por

tratamento foi de 21,5 kg.ha-1.dia-1.

A figura 55(a) mostra os resultados obtidos para o melhor caso. Através do gráfico

é possível verificar que a curva dos valores preditos manteve um comportamento similar

a curva dos valores reais com menor RMSE obtido de 3,79 kg.ha-1.dia-1. A figura 55(b)
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apresenta o comportamentos das curvas dos valores reais e preditos, para o pior caso, é

possível verificar que a curva dos valores preditos manteve um comportamento similar

em metade dos pontos se comparada a curva dos valores reais , com o maior RMSE de

24,12 kg.ha-1.dia-1.

Figura 55 – Valores reais versus preditos pela RNN LSTM da estimativa instantânea de
taxa de acúmulo, para o melhor e pior caso

(a) Melhor Caso (T) (b) Pior Caso (T)

Fonte: Autor (2021)

A figura 56 apresenta os gráficos onde é possível analisar a correlação entre os

valores reais e preditos, permitindo verificar se há linearidade entre os valores para o

melhor e pior caso. A figura 56(a) apresenta a correlação para o potreiro P8 (melhor caso),

através da regressão linear foi possível calcular um R2 linear de 0,93 e um coeficiente

angular de 1,13º. Para o potreiro P21 Infestado (pior caso) a correlação entre valores

reais e preditos é apresentado na figura 56(b), com um R2 linear de 0,64 e um coeficiente

angular de 1,24º.

Através da figura 57 é possível verificar a distribuição dos valores reais, preditos

e erro. A figura 57(a) apresenta a distribuição para o melhor caso, podendo constatar que

os valores dos primeiros quartis são consideravelmente semelhantes entre os conjuntos de

valores reais e preditos. A figura 57(b) mostra que, para o potreiro P21 Infestado (pior

caso), a dispersão dos valores reais é maior em relação a dispersão dos valores preditos,

havendo diferença considerável entre os valores máximos.

Realizando os testes a partir da união MIRAPASTO/CNM foram obtidos o me-

lhor e pior caso para os potreiros que recebem ou tratamento MIRAPASTO ou tratamento

CNM. A figura 58 ilustra a estimativa de taxa de acúmulo instantânea ao longo do tempo

usando as abordagens dos três tipos de treinamento. Para o potreiro P7 (melhor caso) o
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Figura 56 – Valores reais e preditos de taxa de acúmulo, para melhor e pior caso

(a) Melhor Caso (T) (b) Pior Caso (T)

Fonte: Autor (2021)

Figura 57 – Gráficos de caixa, do melhor e pior caso, que mostram os valores máximos e
mínimos reais, preditos e de erro, de taxa de acúmulo

(a) Melhor Caso (T) (b) Pior Caso (T)

Fonte: Autor (2021)
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RMSE médio para o treinamento estratificado por tratamento foi de 6,75 kg.ha-1.dia-1 e

para o potreiro P21 MIRAPASTO (pior caso) o RMSE médio para o treinamento estrati-

ficado por tratamento foi de 15,31 kg.ha-1.dia-1.

A figura 58(a) mostra os resultados obtidos para o melhor caso. Através do gráfico

é possível verificar que a curva dos valores preditos manteve um comportamento similar

a curva dos valores reais com menor RMSE obtido de 5,92 kg.ha-1.dia-1. A figura 58(b)

apresenta o comportamentos das curvas dos valores reais e preditos, para o pior caso, é

possível verificar que a curva dos valores preditos manteve um comportamento similar na

maioria dos pontos se comparada a curva dos valores reais, porém, havendo uma maior

diferença nos valores de cada ponto, com o maior RMSE obtido de 18,04 kg.ha-1.dia-1.

Figura 58 – Valores reais versus preditos pela RNN LSTM da estimativa instantânea de
taxa de acúmulo, para o melhor e pior caso

(a) Melhor Caso (T) (b) Pior Caso (T)

Fonte: Autor (2021)

A figura 59 apresenta os gráficos onde é possível analisar a correlação entre os

valores reais e preditos, permitindo verificar se há linearidade entre os valores para o

melhor e pior caso. A figura 59(a) apresenta a correlação para o potreiro P7 (melhor caso),

através da regressão linear foi possível calcular um R2 linear de 0,95 e um coeficiente

angular de 0,98º. Para o potreiro P21 MIRAPASTO (pior caso) a correlação entre valores

reais e preditos é apresentado na figura 59(b), com um R2 linear de 0,9 e um coeficiente

angular de 1,15º.

Através da figura 60 é possível verificar a distribuição dos valores reais, preditos e

erro. A figura 60(a) apresenta a distribuição para o melhor caso, podendo constatar que há

similaridade entre os valores máximos dos conjuntos de valores reais e preditos. Através

do outlier presente no conjunto de valores de erro é possível constatar que houve uma
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Figura 59 – valores reais e preditos de taxa de acúmulo, para melhor e pior caso

(a) Melhor Caso (T) (b) Pior Caso (T)

Fonte: Autor (2021)

predição consideravelmente menor do que o valor real. A figura 60(b) mostra que, para o

potreiro P21 MIRAPASTO (pior caso), a dispersão dos valores reais é maior em relação a

dispersão dos valores preditos, havendo diferença considerável entre os valores máximos.

Figura 60 – Gráficos de caixa, do melhor e pior caso, que mostram os valores máximos e
mínimos reais, preditos e de erro, de taxa de acúmulo

(a) Melhor Caso (T) (b) Pior Caso (T)

Fonte: Autor (2021)

Realizando os testes a partir da união MIRAPASTO/CNF foram obtidos o melhor

e pior caso para os potreiros com esses tipos de tratamento. A figura 61 ilustra a estimativa

de taxa de acúmulo instantânea ao longo do tempo usando as três abordagens de treina-

mento. Para o potreiro P4 (melhor caso) o RMSE médio para o treinamento estratificado

por tratamento foi de 6,12 kg.ha-1.dia-1 e para o potreiro P21 MIRAPASTO (pior caso) o

RMSE médio para o treinamento estratificado por tratamento foi de 20,34 kg.ha-1.dia-1.



95

A figura 61(a) mostra os resultados obtidos para o melhor caso. Através do gráfico

é possível verificar que a curva dos valores preditos manteve um comportamento similar

a curva dos valores reais com menor RMSE obtido de 4,36 kg.ha-1.dia-1. A figura 61(b)

apresenta o comportamentos das curvas dos valores reais e preditos, para o pior caso, é

possível verificar que a curva dos valores preditos manteve um comportamento similar na

maioria dos pontos se comparada a curva dos valores reais, porém, havendo uma maior

diferença nos valores de cada ponto, com o maior RMSE obtido de 22,53 kg.ha-1.dia-1.

Figura 61 – Valores reais versus preditos pela RNN LSTM da estimativa instantânea de
taxa de acúmulo, para o melhor e pior caso

(a) Melhor Caso (T) (b) Pior Caso (T)

Fonte: Autor (2021)

A figura 62 apresenta os gráficos onde é possível analisar a correlação entre os

valores reais e preditos, permitindo verificar se há linearidade entre os valores para o

melhor e pior caso. A figura 62(a) apresenta a correlação para o potreiro P4 (melhor caso),

através da regressão linear foi possível calcular um R2 linear de 0,97 e um coeficiente

angular de 1,03º. Para o potreiro P21 MIRAPASTO (pior caso) a correlação entre valores

reais e preditos é apresentado na figura 62(b), com um R2 linear de 0,86 e um coeficiente

angular de 1,15º.

Através da figura 63 é possível verificar a distribuição dos valores reais, preditos

e erro. A figura 63(a) apresenta a distribuição para o melhor caso, podendo constatar

que há similaridade entre os valores mínimos e máximos dos conjuntos de valores reais

e preditos. A figura 63(b) mostra que, para o potreiro P21 MIRAPASTO (pior caso), a

dispersão dos valores reais é maior em relação a dispersão dos valores preditos, havendo

diferença considerável entre os valores máximos.
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Figura 62 – valores reais e preditos de taxa de acúmulo, para melhor e pior caso

(a) Melhor Caso (T) (b) Pior Caso (T)

Fonte: Autor (2021)

Figura 63 – Gráficos de caixa, do melhor e pior caso, que mostram os valores máximos e
mínimos reais, preditos e de erro, de taxa de acúmulo

(a) Melhor Caso (T) (b) Pior Caso (T)

Fonte: Autor (2021)
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5.4.4 Resultados do Modelo Ajustado do Conjunto A para Predição Futura

Para a realização dos experimentos para predição futura de taxa de acúmulo uti-

lizando o conjunto de dados A, foi definido o treinamento estratificado por tratamento,

utilizando para cada potreiro o conjunto de treinamento do respectivo tratamento. Por

exemplo, para o potreiro P20 Infestado, o conjunto de dados de treinamento do trata-

mento Infestado (P20 + P21). O total de amostras para o tratamento Infestado foi de 69 e

para o tratamento MIRAPASTO foi de 63.

Figura 64 – Valores para estimativa futura de taxa de acúmulo, reais versus preditos pela
RNN LSTM para cada uma das subáreas de estudo, para treinamento estratificado por
tratamento (T)

(a) Potreiro 20 Infestado (b) Potreiro 20 MIRAPASTO

(c) Potreiro 21 Infestado (d) Potreiro 21 MIRAPASTO

Fonte: Autor (2021)

Para que a rede obtivesse melhores resultados, foi utilizado no conjunto de dados

de teste o valor de taxa de acúmulo real do mês em que se deseja realizar a previsão,

porém, do ano anterior. A figura 64 apresenta a curva dos valores reais e o valor predito
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para a rede após 15 dias da última coleta de amostras de pastagem. A figura 64(a) mostra

que para todos os potreiros a predição gerou um resultado dentro do intervalo observado

nos valores reais apresentados no gráfico.

5.5 Avaliação do NDVI e teste com K-means

Com a aquisição das imagens de satélite, foi possível a criação do método indireto

de obtenção de informações sobre a pastagem. Para a execução do método indireto foi

necessário seguir os seguintes passos:

• Aquisição das imagens de satélite;

• Criação dos arquivos shapefile para cada uma das áreas de interesse;

• Recorte das imagens de satélite;

• Cálculo do NDVI;

• Armazenamento das informações do NDVI, data das imagens e informações das

áreas no banco de dados.

A partir dessa sequência, pode-se realizar os testes e obter resultados. Primei-

ramente foram calculados os NDVI de cada subárea, como o modelo de predição para

dados de corte, utiliza as subáreas das gaiolas, foram calculados os NDVI de cada uma

das subáreas onde estão localizadas as gaiolas. Após isso, foram feitas operações estatís-

ticas e obtidos os valores de NDVI médio, desvio padrão e variância para cada uma das

subáreas. Por fim, esses valores foram inseridos no banco de dados. Vale ressaltar que

o script que gera as entradas para o modelo de predição para o NDVI, também leva em

conta os fatores climáticos, os tamanhos das subáreas e da área total, assim como é feito

quando se utiliza dados de corte da pastagem.

A figura 65 ilustra o resultado para cada uma das subáreas. Ou seja, 65(a), 65(b),

65(c) e 65(d) mostram os NDVI calculados para o Potreiro 20 Infestado, Potreiro 20

MIRAPASTO, Potreiro 21 Infestado e Potreiro 21 MIRAPASTO, respectivamente.

Com o objetivo de validar os resultados do script proposto para o cálculo do

NDVI, foram comparados os resultados obtidos com a sua utilização (figura 66) e os

resultados obtidos com a utilização do software QGIS (figura 67), visto que esse é um

dos softwares SIG mais utilizados no mercado, já que é gratuito e de código-fonte aberto,

além de disponibilizar um grande número de funcionalidades para a realização de ope-

rações com imagens georreferenciadas. A figura 67 apresenta o resultado do NDVI cal-
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Figura 65 – Resultado do cálculo de NDVI para as diferentes subáreas (potreiros)

(a) NDVI para o Potreiro 20 Infestado (b) NDVI para o Potreiro 20 MIRAPASTO

(c) NDVI para o Potreiro 21 Infestado (d) NDVI para o Potreiro 21 MIRAPASTO

Fonte: Autor (2021)
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culado pelo software. É possível notar que em ambos os resultados o comportamento do

NDVI é igual, porém, havendo uma pequena diferença na escala de cores entre o script e

o software. Vale ressaltar que as imagens utilizadas para calcular o NDVI apresentado na

figura 66 e na figura 67 foram as mesmas.

Figura 66 – Resultado do cálculo de NDVI para a área total de interesse

Fonte: Autor (2021)

Após realizados os cálculos do NDVI para cada uma das subáreas de interesse, é

possível gerar as entradas tanto para realização da predição de taxa de acúmulo, tanto para

o presente quanto para o futuro, substituindo o valor de MF de fora da gaiola pelo valor

de NDVI da data mais próxima. A figura 68 apresenta os resultados de predição para

o presente para todas as subáreas de estudo, gerando um RMSE de 10,15 kg.ha-1.dia-1,

para o potreiro P20 Infestado, Para o potreiro P20 MIRAPASTO o RMSE foi de 33,34

kg.ha-1.dia-1 e para os potreiro P21 Infestado e P21 MIRAPASTO o RMSE foi de 6,25

kg.ha-1.dia-1 e 19,28 kg.ha-1.dia-1, respectivamente. É possível notar que o comporta-

mento das curvas é inverso tanto para o potreiro P20 Infestado (figura 68(a)), quanto para

o potreiro P20 MIRAPASTO (figura 68(b)). Já para o potreiro P21 Infestado (figura 68(c))

o comportamento das restas é igual e para o potreiro P21 MIRAPASTO (figura 68(d)) é
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Figura 67 – NDVI calculado com o software QGIS para a área total de estudo

Fonte: Autor (2021)

igual na metade dos casos.

A figura 69 apresenta os resultados gerados pelo modelo de predição, e é possível

verificar o comportamento da curva com os valores reais de taxa de acúmulo versus o

valor predito para o intervalo de 15 dias. As figuras 69(a) e 69(b) apresentam os resultados

obtidos para o Potreiro 20, no tratamento Infestado e MIRAPASTO, respectivamente, é

possível notar que o valor de taxa de acúmulo predito está fora do intervalo dos valores

reais presentes nos pontos de anteriores. As figuras 69(c) e 69(d) apresentam os resultados

obtidos para o Potreiro 21, no tratamento Infestado e MIRAPASTO, respectivamente, e

também é possível verificar que os valores preditos extrapolam o intervalo de valores

reais.

Complementarmente, em função da disponibilidade das imagens da área de inte-

resse, foram realizados experimentos preliminares buscando identificar uma melhor divi-

são das subáreas. Uma das limitações do método de amostragem direta se deve ao fato

das gaiolas, utilizadas para isolar a área de corte, serem posicionadas onde a pastagem

representa melhor a subárea em questão, a partir de uma avaliação visual in loco por um

profissional. Com o objetivo de aperfeiçoar as divisões das subáreas, foi criado um script

para a classificação das imagens e com isso verificar se existia a possibilidade de utiliza-

ção de um método automático para dividir as áreas. Através do pacote Python chamado
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Figura 68 – Valores de taxa de acúmulo preditos pela RNN LSTM, utilizando NDVI,
para o presente para cada uma das subáreas de estudo

(a) Valores de NDVI reais versus preditos pela RNN
LSTM para o presente para o Potreiro 20 Infestado

(b) Valores de taxa de acúmulo reais versus preditos
pela RNN LSTM para o presente para o Potreiro 20
MIRAPASTO

(c) Valores de NDVI reais versus preditos pela RNN
LSTM para o presente para o Potreiro 21 Infestado

(d) Valores de NDVI reais versus preditos pela
RNN LSTM para o presente para o Potreiro 21
MIRPASTO

Fonte: Autor (2021)
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Figura 69 – Valores de taxa de acúmulo preditos pela RNN LSTM para o futuro,
utilizando valores de NDVI, para cada uma das subáreas de estudo

(a) Gráfico de linha apresentando valores reais e
predito do NDVI para a subárea, chamada de
Potreiro 20 Infestado

(b) Gráfico de linha apresentando valores reais e
predito do NDVI para a subárea, chamada de
Potreiro 20 MIRAPASTO

(c) Gráfico de linha apresentando valores reais e
predito do NDVI para a subárea, chamada de
Potreiro 21 Infestado

(d) Gráfico de linha apresentando valores reais e
predito do NDVI para a subárea, chamada de
Potreiro 21 MIRAPASTO

Fonte: Autor (2021)
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sklearn é possível utilizar um algoritmo de clustering, chamado K-means, onde através

de operação estatística, especificamente a média, agrupa os pixels mais similares, em

k grupos, onde o número k é definido pelo usuário, foi testado diferentes valores de k,

sendo o valor 8 apresentando um resultado mais satisfatório. A figura 70 mostra na sua

esquerda a imagem original e na sua direita o resultado da classificação, cada uma das

cores representa um grupo diferente e a cor preta representa a área em que não faz parte

do estudo.

Figura 70 – Imagem original e o resultado do algoritmo de classificação K-means

Fonte: Autor (2021)

5.6 Visualização com Mapa Temático e GIF animada

A figura 71 apresenta o mapa temático, criado com o objetivo de tornar mais

intuitivo para o usuário a visualização dos resultados, através das cores, além de gerar

alertas sobre o ajuste da carga animal presente em cada um dos potreiros. O alerta é

representado pelo círculo no limite inferior direito (para os potreiros P20 Infestado e P21

Infestado) e esquerdo (para os potreiros P20 MIRAPASTO e P21 MIRAPASTO). Caso o

usuário clique no círculo, é apresentada uma mensagem, variando de acordo com a cor

do círculo, para a cor seja verde, a mensagem será de inserir animais na área, para a cor

amarela, será de manter a quantidade de animais e vermelha será de retirar animais. A

coloração do mapa é feita através do intervalo de [0, +150], recebendo a cor vermelha no
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caso do valor ser mínimo extremo (0) e verde caso o valor seja máximo extremo (150). A

coloração do círculo de alerta será definida a partir da soma entre a MF do mês anterior e

a taxa de acúmulo predita, caso esse valor seja maior do que 12% da carga animal, a cor

será verde, caso o resultado seja menor do que 12% da carga animal, a cor será vermelha

e se o resultado for igual, a cor será amarela. No mapa apresentado (figura 71) mostra que

para todos os potreiros a soma entre MF e taxa de acúmulo se manteve superior aos 12%

da carga animal.

Figura 71 – Mapa temático com valores de taxa de acúmulo preditos pela RNN LSTM
para o futuro, utilizando dados históricos de pastagem, para cada uma das subáreas de
estudo apresentados no mapa de vegetação

Fonte: Autor (2021)

A figura 72 apresenta o resultado do modelo de predição para o futuro, utilizando

valores de NDVI, na forma de mapa de vegetação. Vale ressaltar que os parâmetros e o

método de criação do mapa com valores de taxa de acúmulo preditos utilizando valores de

MF (figura 71) e valores de taxa de acúmulo preditos utilizando valores de NDVI (figura

72) foi o mesmo, ou seja, o intervalo utilizado para coloração do mapa e dos círculos de

alerta, foram iguais.
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Figura 72 – Mapa temático com valores de taxa de acúmulo preditos pela RNN LSTM
para o futuro, utilizando NDVI, para cada uma das subáreas de estudo apresentados no
mapa de vegetação

Fonte: Autor (2021)

Com o objetivo de visualizar o comportamento temporal do NDVI calculado para

a área total, foi criada uma GIF animada. Através da figura 73 é possível analisar as

seis primeiras sequências de imagens obtidas na animação, podendo assim, analisar o

comportamento ao longo de seis amostras.

5.7 Considerações Finais

A partir dos resultados é possível verificar que a acurácia do módulo de predição

foi superior à obtida por Schulte (2019) e se manteve com percentuais satisfatórios na

maioria dos casos. Também foi possível validar a biblioteca PyETo que realiza o cálculo

de evapotranspiração através do método de Penman-Monteith (1998). Os valores de eva-

potranspiração estão significativamente próximos dos valores calculados manualmente na

Embrapa - Pecuária Sul, o que confirmou a viabilidade e relevância de automatizar essa

etapa do processo, tendo em vista a sua complexidade e necessidade de interpretação de

um número amplo de variáveis.

Também foi possível mensurar o erro dos modelos de previsão meteorológica. Os

valores de previsão e os valores reais obtidos através da estação automática podem ser

vistos na tabela 4. Além disso, foi possível validar o módulo de coleta automatizada de

dados meteorológicos, de previsão meteorológica e do satélite Sentinel-2.
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Figura 73 – Seis primeiras imagens presentes na GIF animada criada para visualização
do comportamento do NDVI ao longo do tempo

(a) Sequência 1 (b) Sequência 2

(c) Sequência 3 (d) Sequência 4

(e) Sequência 5 (f) Sequência 6

Fonte: Autor (2021)
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Tabela 4 – Valores de previsão meteorológica e dados reais da estação automática do
INMET para o ano de 2019 (ºC)

Estação
automática

NOAA CPTEC

Dia Tmax Tmin Tmax Tmin Tmax Tmin

15/11 19 17,6 23,88 18,27 24 10

16/11 20,3 18,5 19,09 13,23 27 11

17/11 23,4 21,6 21,5 15,45 28 13

18/11 25 23,5 23,09 16,85 29 13

19/11 24,8 23,1 20,07 13,95 30 14

20/11 25,2 23,7 19,75 15,62 33 16

Fonte: Autor (2021)

Através dos valores apresentados (tabela 4) é possível notar que o modelo global

do NOAA apresenta valores mais próximos dos reais coletados pela estação automática.

Também é possível notar que a diferença entre os valores de previsão x real são maio-

res em relação a temperatura mínima comparado a diferença em relação a temperatura

máxima.

Em virtude dos experimentos realizados no módulo de predição, contatou-se que

havia a oportunidade de implementar melhorias para tornar o modelo apresentasse resul-

tados mais satisfatórios. A acurácia da predição do modelo original, com os refinamentos

feitos nas entradas do modelo, apresentou melhoras significativas, porém, observou-se a

necessidade de alterar a variável de saída do modelo para taxa de acúmulo com o intuito

de aprimorar a generalização do modelo, ficando assim mais fácil para o usuário final

aplicar diretamente a taxa de acúmulo predito e a MF atual de fora da gaiola para assim

poder realizar o ajuste na taxa de lotação da área.

O uso do NDVI representa, a médio prazo, a oportunidade de adquirir uma maior

quantidade de amostras sobre uma área de interesse (unidade de manejo de pastejo) para

utilizar no modelo de predição, caso seja realizado o cálculo do NDVI para o ponto exato

onde está presente a gaiola e não só o NDVI médio da subárea, com isso, substituindo

tanto o valor de MF de fora da gaiola quando o MF de dentro da gaiola.

A visualização dos resultados através de mapas se torna muito mais agradável e

intuitiva, além de dar informações que auxiliem o produtor na tomada de decisão, ou

seja, informando-o se há necessidade de retirar, manter ou inserir animais na área naquele

período em estudo. A GIF animada auxilia o produtor na visualização do comportamento
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temporal da pastagem, visto que o NDVI vai ser diretamente influenciado se a pastagem

estiver seca, estiver verde, se houver pouca cobertura do solo, etc.

A realização da divisão da área de forma automatizada se mostrou insatisfatória,

visto que classifica áreas similares muito espaçadas geograficamente e de maneira muito

heterogênea, com isso resultaria em muitas subdivisões na área.
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6 DISCUSSÃO

A automatização da coleta de dados se mostra uma funcionalidade muito impor-

tante do sistema, visto que não demanda muito esforço do usuário e diminui a interação

com o sistema, além da redução no tempo de aquisição.

A adaptação da inserção de dados de pastagens referentes a outras áreas, ou seja, a

utilização de diferentes conjuntos de dados de pastagem para treinamento e teste, mostrou

que o modelo de predição mantém o comportamento esperado, já que obteve melhores re-

sultados (treinamento estratificado por tratamento (T)) da mesma maneira que nos testes

utilizando somente o conjunto de dados A. Além disso, a união entre os conjuntos de

dados A e B, mostrou que o modelo manteve acurácia satisfatória, apesar das diferen-

tes fontes de dados. Havendo uma relativa melhora devido ao aumento no número de

amostras de treinamento. A comprovação de que o modelo apresenta melhores resultados

quando treinado com tratamentos similares, se dá pelo fato de que quando treinado com

conjunto de dados Infestado ou MIRAPASTO, e testado com respectivos potreiros que

recebem tratamento similar, a acurácia do modelo se mantém satisfatória.

Através dos experimentos realizados no módulo de predição, foram observados

alguns fatores importantes que ainda devem ser tratados no sistema para que atinja a

melhor acurácia possível, como por exemplo, como lidar com valores negativos preditos

pelo modelo, além, da modelagem do conjunto de dados de treinamento, verificando quais

variáveis causam mais impacto no modelo de predição. Para a realização da predição

futura, atualmente feita utilizando o valor de taxa de acúmulo do mês correspondente,

porém, no ano anterior, pode acarretar numa redução na acurácia do modelo, visto que

mesmo que sejam meses iguais, pode ocorrer uma diferença climática de um ano para o

outro, impactando significativamente no valor de taxa de acúmulo real.

Atualmente o modelo de predição é dito como uni-variate, ou seja, realiza a pre-

dição somente de uma variável, chamada de variável de saída. Como existem relação de

dependência entre MF e taxa de acúmulo, caso não se tenha o valor de de MF de fora

da gaiola, por exemplo, seria importante adaptar ao modelo a capacidade de predição,

chamada multivariate, ou seja, realizar a predição, ou aceitar mais de uma variável como

saída do modelo.

Para realizar o refinamento do modelo de predição foi feita uma análise do con-

junto de dados de treinamento e teste, com a utilização da data de maneira integral no

modelo original, foi buscada uma alternativa em como representar de maneira mais clara
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para a RNN LSTM a informação das diferentes estações do ano, já que a data causava

muita variabilidade no conjunto de dados, já que dificilmente havia coleta de amostras de

pastagem em dias iguais de anos diferentes. Após isso, observou-se que a necessidade

de incorporar ao modelo de maneira explícita, a informação de taxa de acúmulo, mesmo

que anteriormente existissem todas as informações necessárias para o cálculo de taxa de

acúmulo, ou seja, MF de fora e dentro da gaiola e também a quantidade de dias entre uma

coleta e outra, para que a RNN LSTM obtivesse a informação do quanto a pastagem cresce

em condições meteorológicas específicas. Com a mesma linha de pensamento observou-

se a necessidade de explicitar a informação de carga animal no conjunto de dados, para

que a RNN LSTM coletasse a informação do quanto a carga animal impactava no valor

de MF de fora da gaiola, não atribuindo somente as condições climáticas.

Para estimar a confiabilidade do método indireto foi feita a regressão linear entre

os valores de NDVI e reais de corte da pastagem. Para expressar a correlação entre as

variáveis, foi utilizado o teste que mede a relação estatística, chamado coeficiente de cor-

relação de Pearson, que varia de -1 a 1. Foram feitos os testes com os valores de cada

ponto onde estão localizadas as gaiolas e não os valores médios de cada subárea. Impor-

tante ressaltar que como as datas de corte e das imagens não são iguais, foram utilizadas

as imagens obtidas na data mais próxima do corte. Caso o valor do coeficiente seja maior

que 0, representa que as variáveis estão diretamente relacionadas, ou seja, quando uma

aumenta a outra também aumenta e quanto mais próximo de 1 maior é a relação entre elas.

Se o coeficiente for menor que 0, significa que as variáveis são inversamente relacionadas,

ou seja, quando uma diminui a outra aumenta ou vice-versa e quanto mais próximo de -1

maior é a relação entre elas. Já no caso do coeficiente ser 0, significa que as variáveis não

estão correlacionadas.

Através da tabela 5 é possível verificar os valores do coeficiente para cada uma

das gaiolas posicionadas nos potreiros. A tabela 5(a) apresenta os valores para o potreiro

20 Infestado, nesse cenário os valores de NDVI e de corte estão diretamente relacionados

na Gaiola 1, inversamente relacionados na Gaiola 4 e não estão relacionados na Gaiola 5.

Para o tratamento MIRAPASTO é possível verificar, através da tabela 5(b), que na Gaiola

1 os valores não estão relacionados e nas Gaiolas 3 e 5 estão diretamente relacionados.

Os valores apresentados na tabela 5(c) são referentes ao potreiro 21 Infestado e é possível

notar que na Gaiola 1 a relação é direta, na Gaiola 3 não há relação e na Gaiola 5 a relação

é inversa. Para o tratamento MIRAPASTO a relação é inversa em todas as gaiolas, como

mostra a tabela 5(d). A partir disso pode-se constatar que na maioria dos casos o NDVI
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apresentou correlação com o valor real de pastagem obtido através do corte, seja uma

relação direta ou inversa.

Tabela 5 – Correlação entre valores de NDVI e reais para cada uma das gaiolas utilizadas
nos potreiros 20 e 21

(a) Valores referentes ao potreiro 20 Infestado

Gaiola 1 Gaiola 4 Gaiola 5
0.88 -0.28 0

(b) Valores referentes ao potreiro 20 MIRAPASTO

Gaiola 1 Gaiola 3 Gaiola 5
-0.06 0.28 0.64

(c) Valores referentes ao potreiro 21 Infestado

Gaiola 1 Gaiola 3 Gaiola 5
0.35 0.05 -0.14

(d) Valores referentes ao potreiro 21 MIRAPASTO

Gaiola 1 Gaiola 2 Gaiola 4
-0.31 -0.47 -0.15

Fonte: Autor (2021)

A apresentação dos resultados de maneira gráfica, através da utilização de mapas

de vegetação e a GIF, torna o sistema mais amigável ao usuário e a compreensão dos

resultados fica mais intuitiva, já que através da coloração do mapa o usuário já pode

visualizar o estado da pastagem, mesmo que não faça uma análise mais profunda. A

visualização gráfica também possibilitou notificar o usuário sobre a taxa de lotação para

cada uma das áreas, com isso, auxilia efetivamente na tomada de decisão. A utilização

de uma GIF animada para o usuário poder ver o comportamento temporal da pastagem

além de auxiliar a análise da pastagem em diferentes épocas e estações do ano, expõe os

resultados do método indireto desenvolvido.

Existem dois sistemas comerciais chamados de Farmote System1 e Pasture.io2.

Farmote System faz uma combinação entre imagens multiespectrais obtidas por satélite

e sensores posicionados na área da pastagem, com isso, é possível obter informações

sobre a pastagem, como crescimento. Os resultados obtidos são disponibilizados em

uma plataforma web compatível com dispositivos móveis. Já o sistema Pasture.io não é

focado somente no crescimento da pastagem, também oferece informações sobre a oferta

de forragem em um determinado local, unindo dados climáticos e imagens de satélite.

A tabela 6 apresenta uma comparação dos sistemas, exibindo funcionalidades e aspectos

presentes em cada um dos sistemas, devido a não ter acesso a algumas informações, nem

todos os aspectos puderam ser comparados e estão representados por um traço na tabela.

1https://farmote.com/
2https://pasture.io/
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Tabela 6 – Funcionalidades e aspectos dos sistemas

TouceiraTech Pasture.io Farmote
System

Pastagem Nativa - -

Método indireto Sim Sim Sim

Sensores Não Não Sim

Mapa de vegetação Sim Sim Sim

GIF animada Sim Não Não

Dados meteorológicos Sim Sim Sim

Web Service/App Não Sim Sim

Dados históricos Sim Sim -

Imagens de satélite Sim Sim Sim

Fonte: Autor (2021)

A existência desses sistemas comerciais enfatiza a importância do TouceiraTech

para o contexto de pecuária e também expõe, a partir das semelhanças entre as funciona-

lidades dos sistemas, que o sistema atende a maioria dos requisitos necessários para que

possa auxiliar o pecuarista na tomada de decisão.

6.1 Considerações Finais

Considerando os resultados apresentados e as discussões, é possível fazer um con-

traste com as questões de pequisa e os objetivos do trabalho.

Em relação à primeira questão que se buscava responder, é notável que ficou com-

provado que é possível propor, implementar e avaliar um protótipo de prova de conceito

de FMIS partindo de princípios de pecuária de precisão, capaz de coletar, armazenar,

processar e visualizar dados das pastagem - massa de forragem (MF) instantânea - neces-

sários para o ajuste de taxa de lotação. Sobre a segunda questão, encontrou-se limitações

em acessar bases de dados abertas com previsão superior a 15 dias, embora mais recente-

mente tenha sido identificada uma possível solução por meio do serviço OpenWheather3

que, em tese, fornece previsões meteorológicas para um período de 30 dias subsequente.

A terceira questão também pôde ser respondida afirmativamente, de forma preliminar,

tendo em vista os resultados promissores obtidos com as funcionalidade relacionadas à

coleta automática de imagens do Sentinel-2 com 10 metros de resolução espacial e a au-

3https://openweathermap.org/api/forecast30
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tomatização do cálculo do NDVI para uma polígono correspondente à área de manejo.

Sobre o objetivo geral, os resultados comprovam que houve evolução no processo

de desenvolvimento de um protótipo de prova de conceito, no qual foi aprimorado o mé-

todo de predição originalmente desenvolvido por Schulte (2019), não apenas com a in-

clusão da possibilidade de uso de amostras indiretas a partir de imagens de satélite, mas

também pelo ajuste da variáveis de entrada e do treinamento estratificado. Assim como foi

implementada e validada a funcionalidade que permitiu incorporar ao modelo de banco

de dados espacial proposto os dados de previsão meteorológica referentes às regiões de

interesse, acompanhada pelas funcionalidades de apresentação visual dos resultados da

predição, inclusive por meio de mapas da vegetação usando animações no formato GIF.

Neste contexto, não apenas os objetivos específicos essenciais foram integralmente atingi-

dos, como também um dos objetivos desejáveis foi atendido, relacionado ao refinamento

do modelo RNN LSTM. Por outro lado, ainda não foi possível avançar significativamente

na estimativa da confiabilidade de métodos indiretos já existentes, tampouco na coleta de

dados de sensores ultrassom para estimar altura de pastagens.
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7 CONCLUSÃO

De forma geral, os estudos mostraram a importância de um método de predição

de disponibilidade de forragem e, com o desenvolvimento do trabalho, é possível indicar

um grande potencial de uso de um sistema baseado em FMIS no auxílio na tomada de

decisão de uma propriedade cuja atividade principal seja a pecuária.

Com a implementação da coleta automatizada de dados meteorológicos, um dos

objetivos essenciais do trabalho, é possível notar a significativa relevância para o de-

senvolvimento do sistema baseado em FMIS, visto que, a inserção manual de dados é

bastante custosa em relação ao tempo demandado para tal tarefa.

Os avanços nos ajustes no modelo, com destaque para o treinamento estratificado

por tratamento e para a inclusão de outras variáveis relevantes para a predição, foi possí-

vel melhorar de forma expressiva a acurácia em comparação com os resultados do modelo

original (SCHULTE, 2019, p. 70). Mais especificamente, enquanto que no modelo ori-

ginal, por exemplo, a raiz do erro quadrático médio era próxima a 2000 kg.ha-1 em uma

das áreas de manejo com tratamento equivalente ao natural (P20 Infestado), no melhor

caso do modelo ajustado com treinamento estratificado por tratamento (T) este indicador

de acurácia reduziu para cerca de 600 kg.ha-1, ou seja, em cerca de 70%. Além disso, o

modelo ajustado foi posteriormente alterado para a predição da taxa de acúmulo, o que

permite uma melhor comparação de resultados entre áreas de estudo.

Com o desenvolvimento do método indireto foi possível constatar a capacidade

de gerar mais amostras de dados referentes à pastagem, assim, aumentar o número de

entradas para a RNN LSTM. Como a quantidade de entradas é diretamente proporcional

a acurácia do modelo, por esse fato justifica-se a criação do método indireto, além da

redução aos danos na pastagem e diminuição no tempo de aquisição das informações.

Também constatou-se, a partir dos resultados gerados, que a predição no cenário

onde a área está infestada, na maioria dos casos, apresenta uma subestimação da disponi-

bilidade de forragem. Já para o cenário onde há o controle do capim-annoni, na maioria

dos casos, há uma superestimação da disponibilidade de massa de forragem.

Embora os resultados sejam preliminares, foi possível identificar que o compor-

tamento do NDVI calculado está de acordo com as épocas em que a pastagem fica mais

seca, ou seja, nessas épocas o valor se aproxima de 0 e em épocas em que a pastagem fica

mais verde se aproxima de 1.
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7.1 Trabalhos Futuros

Através do desenvolvimento do sistema, foi possível elencar funcionalidades com

o objetivo de aprimorar e tornar o sistema cada vez mais robusto para que seja possível

auxiliar o produtor da maneira mais eficaz e eficiente possível.

As funcionalidades elencadas e possíveis abordagens de implementação para o

módulo de fonte de dados, especificamente o método indireto de coleta de dados da pas-

tagem e também os dados de previsão meteorológica, são apresentadas a seguir:

• Criar um método mais eficiente de classificação de imagens, para a divisão automa-

tizada de áreas. Uma das potenciais alternativas para essa tarefa é a utilização de

RNN, realizando o treinamento de acordo com os pixels das imagens;

• A automação na criação dos arquivos shapefile para cada uma das áreas de estudo.

Existem alguns pacotes em Python que possibilitam a criação, edição e manipu-

lação de arquivos shapefile, como por exemplo, shapely, fiona, shapelib, osgeo,

dentre outros;

• Armazenar o valor do NDVI para um ponto em específico e não o NDVI médio da

subárea. Isso é possível através da coordenada geográfica onde está posicionada a

gaiola de corte, assim é possível obter o valor de NDVI dos pixels que representam

apenas aquele ponto;

• A criação de um web-service onde o usuário vai informar um arquivo de pontos e

coordenadas e com isso será possível delimitar a área de estudo, obter as imagens

de satélite, realizar o recorte, calcular o ndvi, passar as entradas para o modelo de

predição e exibir os resultados;

• Obter dados de previsão meteorológica a partir de uma fonte que forneça em um

intervalo maior que 15 dias, também comparar os modelos estudados até então com

outros, como o European Center for Medium-Range Weather Forecast (ECMWF),

que realiza previsões para todo o globo terrestre em uma amostragem aproximada-

mente 25x25km ou 0,25º.

As funcionalidades elencadas para o módulo de predição e possíveis abordagens

de implementação são apresentadas a seguir:

• Adaptar o modelo de predição para ser multivariate, gerando como resultado mais

de uma variável predita;

• Realizar análise de quais variáveis são mais impactantes ao modelo, e também inse-
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rir informações sobre a fertilidade e o tipo de solo, tipo de pasto, resíduo de pastejo,

dentre outros;

• Realizar a suavização do valor predito, ou seja, caso seja negativo, ser igualado a

zero nas estações em que não deve ocorrer taxa de acúmulo negativa;

• Adaptar o modelo de predição futura para que, na última entrada,e leve em conta o

valor médio do histórico de taxas de acúmulo do mês de interesse;

• Explorar alternativas que visem o melhor uso dos conjuntos de dados, ou seja, a

melhor divisão do conjunto em treinamento e teste.
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APÊNDICE A – SCRIPT DE SUMARIZAÇÃO DOS DADOS DE PASTAGEM

1 i m p o r t psycopg2

i m p o r t numpy as np

3 from d a t e t i m e i m p o r t d a t e t i m e

i m p o r t m a t p l o t l i b . p y p l o t a s p l t

5 from s c i p y . s t a t s . m s t a t s i m p o r t m q u a n t i l e s

7 now = d a t e t i m e . now ( )

9 l o g = open ( ' l o g . t x t ' , ' a ' )

l o g . w r i t e ( " −−−−−− C o n s o l i d a dados ModeloAjus tado ExcecuÃ§Ã£o i n i c i a d a em

: " + s t r ( now ) + " \ n \ n " )

11

t r y :

13 # Conec ta com o BD

con = psycopg2 . c o n n e c t ( " h o s t = ' l o c a l h o s t ' p o r t = ' 5 4 3 2 ' dbname = ' db_2019 '

u s e r = ' p o s t g r e s ' password = '12345 ' " )

15 # con = psycopg2 . c o n n e c t ( " h o s t = ' l o c a l h o s t ' p o r t = ' 5 4 3 2 ' dbname = '

p a s t a g e m O u t l i e r ' u s e r = ' p o s t g r e s ' password = ' 1 2 3 4 5 6 ' " )

c u r = con . c u r s o r ( )

17

e x c e p t :

19 l o g . w r i t e ( " \ nF a l ha na conexÃ£o com o BD! " )

21 f i l e = open ( " s e l e c t e n t . s q l " , ' r ' )

s q l = " " . j o i n ( f i l e . r e a d l i n e s ( ) )

23

c u r . e x e c u t e ( s q l )

25 con . commit ( )

27 t r y :

t d o = c u r . f e t c h a l l ( )

29

e n t = [ ]

31 a n t =None

33 e x c e p t :

p r i n t ( " E r ro − Nao f o i p o s s i v e l a c e s s a r os dados no BD" )

35

f i l e 1 = open ( " s e l e c t m s t o t a l D . s q l " , ' r ' )
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37 s q l 1 = " " . j o i n ( f i l e 1 . r e a d l i n e s ( ) )

39 c u r . e x e c u t e ( s q l 1 )

con . commit ( )

41

t r y :

43 dados1 = c u r . f e t c h a l l ( )

e x c e p t :

45 p r i n t ( " E r ro − Nao f o i p o s s i v e l a c e s s a r os dados no BD" )

47 f i l e 2 = open ( " s e l e c t m s t o t a l F . s q l " , ' r ' )

s q l 2 = " " . j o i n ( f i l e 2 . r e a d l i n e s ( ) )

49

c u r . e x e c u t e ( s q l 2 )

51 con . commit ( )

53 t r y :

dados2 = c u r . f e t c h a l l ( )

55 e x c e p t :

p r i n t ( " E r ro − Nao f o i p o s s i v e l a c e s s a r os dados no BD" )

57

59 m s t o t a l D = [ f l o a t ( d [ 0 ] ) f o r d i n dados1 ]

q u a r t i l D = m q u a n t i l e s ( msto ta lD , prob = [ 0 . 7 5 ] )

61 p r i n t ( q u a r t i l D )

63 m s t o t a l F = [ f l o a t ( d [ 0 ] ) f o r d i n dados2 ]

q u a r t i l F = m q u a n t i l e s ( m s t o t a l F , p rob = [ 0 . 7 5 ] )

65 p r i n t ( q u a r t i l F )

67 f o r x i n t d o :

69 i f ( a n t == None ) :

a n t =x

71 c o n t i n u e

# p r i n t ( x )

73 i f ( a n t [ 1 ] != x [ 1 ] ) and x [0]== 'D ' :

c=x [1] − a n t [ 1 ]

75

f i l e = open ( " s e l e c t c l i m a . s q l " , ' r ' )

77 s q l c l i m a = " " . j o i n ( f i l e . r e a d l i n e s ( ) )
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79 d a t a = ( a n t [ 1 ] . i s o f o r m a t ( ) , x [ 1 ] . i s o f o r m a t ( ) )

81 c u r . e x e c u t e ( s q l c l i m a , d a t a )

con . commit ( )

83

c l i m a = c u r . f e t c h a l l ( )

85

DG = x [ 3 ]

87 FG = a n t [ 3 ]

89 DG = f l o a t (DG)

FG = f l o a t (FG)

91

i f DG < q u a r t i l D [ 0 ] and FG < q u a r t i l F [ 0 ] :

93 TA = (DG−FG) / ( x [1] − a n t [ 1 ] ) . days

i f DG < q u a r t i l D [ 0 ] and FG > q u a r t i l F [ 0 ] :

95 TA = (DG− q u a r t i l F [ 0 ] ) / ( x [1] − a n t [ 1 ] ) . days

i f DG > q u a r t i l D [ 0 ] and FG < q u a r t i l F [ 0 ] :

97 TA = ( q u a r t i l D [0] −FG) / ( x [1] − a n t [ 1 ] ) . days

i f DG > q u a r t i l D [ 0 ] and FG > q u a r t i l F [ 0 ] :

99 TA = ( q u a r t i l D [0] − q u a r t i l F [ 0 ] ) / ( x [1] − a n t [ 1 ] ) . days

101 i f x [ 7 ] == 1 :

t r a t 1 = 1 # i n f e s t a d o

103 t r a t 2 = 0 # m i r a p a s t o

e l i f x [ 7 ] == 2 :

105 t r a t 1 = 0

t r a t 2 = 1

107 e l i f x [ 7 ] == 3 :

t r a t 1 = 1

109 t r a t 2 = 0

e l s e :

111 t r a t 1 = 0

t r a t 2 = 1

113

i f TA<0:

115 TA=0

117 i f x [ 3 ] > q u a r t i l D :

i f a n t [ 3 ] > q u a r t i l F :
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119 # p r e s e n t e

# e n t . append ( [ x [ 1 ] , ( x [1] − a n t [ 1 ] ) . days , x [ 2 ] , a n t [ 2 ] , x [ 4 ] , a n t

[ 3 ] , c l i m a [ 0 ] [ 0 ] , c l i m a [ 0 ] [ 7 ] ,

121 # c l i m a [ 0 ] [ 1 4 ] , c l i m a [ 0 ] [ 1 ] , c l i m a [ 0 ] [ 8 ] , c l i m a [ 0 ] [ 1 5 ] ,

c l i m a [ 0 ] [ 2 ] , c l i m a [ 0 ] [ 9 ] ,

# c l i m a [ 0 ] [ 1 6 ] , c l i m a [ 0 ] [ 3 ] , c l i m a [ 0 ] [ 1 0 ] , c l i m a [ 0 ] [ 1 7 ] ,

c l i m a [ 0 ] [ 4 ] , c l i m a [ 0 ] [ 1 1 ] ,

123 # c l i m a [ 0 ] [ 1 8 ] , c l i m a [ 0 ] [ 5 ] , c l i m a [ 0 ] [ 1 2 ] , c l i m a [ 0 ] [ 1 9 ] ,

c l i m a [ 0 ] [ 6 ] , c l i m a [ 0 ] [ 1 3 ] ,

# c l i m a [ 0 ] [ 2 0 ] , c l i m a [ 0 ] [ 2 1 ] , c l i m a [ 0 ] [ 2 2 ] , c l i m a [ 0 ] [ 2 3 ] ,

c l i m a [ 0 ] [ 2 4 ] , c l i m a [ 0 ] [ 2 5 ] ,

125 # c l i m a [ 0 ] [ 2 6 ] , c l i m a [ 0 ] [ 2 7 ] , c l i m a [ 0 ] [ 2 8 ] , c l i m a [ 0 ] [ 2 9 ] , x

[ 3 ] ] )

# f u t u r o

127 e n t . append ( [ x [ 5 ] , x [ 6 ] , ( x [1] − a n t [ 1 ] ) . days , a n t [ 2 ] , ' %.2 f ' %

q u a r t i l F [ 0 ] , ' %.2 f ' % q u a r t i l D [ 0 ] , ' ' , c l i m a [ 0 ] [ 0 ] , c l i m a

[ 0 ] [ 7 ] , c l i m a [ 0 ] [ 1 4 ] ,

c l i m a [ 0 ] [ 1 ] , c l i m a [ 0 ] [ 8 ] , c l i m a [ 0 ] [ 1 5 ] , c l i m a [ 0 ] [ 2 ] ,

c l i m a [ 0 ] [ 9 ] , c l i m a [ 0 ] [ 1 6 ] ,

129 c l i m a [ 0 ] [ 3 ] , c l i m a [ 0 ] [ 1 0 ] , c l i m a [ 0 ] [ 1 7 ] , c l i m a [ 0 ] [ 4 ] ,

c l i m a [ 0 ] [ 1 1 ] , c l i m a [ 0 ] [ 1 8 ] ,

c l i m a [ 0 ] [ 5 ] , c l i m a [ 0 ] [ 1 2 ] , c l i m a [ 0 ] [ 1 9 ] , c l i m a [ 0 ] [ 6 ] ,

c l i m a [ 0 ] [ 1 3 ] , c l i m a [ 0 ] [ 2 0 ] ,

131 c l i m a [ 0 ] [ 2 1 ] , c l i m a [ 0 ] [ 2 2 ] , c l i m a [ 0 ] [ 2 3 ] , c l i m a [ 0 ] [ 2 4 ] ,

c l i m a [ 0 ] [ 2 5 ] , c l i m a [ 0 ] [ 2 6 ] ,

c l i m a [ 0 ] [ 2 7 ] , c l i m a [ 0 ] [ 2 8 ] , c l i m a [ 0 ] [ 2 9 ] , ' %.2 f ' % TA ] )

133 e l s e :

# p r e s e n t e

135 # e n t . append ( [ x [ 1 ] , ( x [1] − a n t [ 1 ] ) . days , x [ 2 ] , a n t [ 2 ] , x [ 4 ] , a n t

[ 3 ] , c l i m a [ 0 ] [ 0 ] , c l i m a [ 0 ] [ 7 ] ,

# c l i m a [ 0 ] [ 1 4 ] , c l i m a [ 0 ] [ 1 ] , c l i m a [ 0 ] [ 8 ] , c l i m a [ 0 ] [ 1 5 ] ,

c l i m a [ 0 ] [ 2 ] , c l i m a [ 0 ] [ 9 ] ,

137 # c l i m a [ 0 ] [ 1 6 ] , c l i m a [ 0 ] [ 3 ] , c l i m a [ 0 ] [ 1 0 ] , c l i m a [ 0 ] [ 1 7 ] ,

c l i m a [ 0 ] [ 4 ] , c l i m a [ 0 ] [ 1 1 ] ,

# c l i m a [ 0 ] [ 1 8 ] , c l i m a [ 0 ] [ 5 ] , c l i m a [ 0 ] [ 1 2 ] , c l i m a [ 0 ] [ 1 9 ] ,

c l i m a [ 0 ] [ 6 ] , c l i m a [ 0 ] [ 1 3 ] ,

139 # c l i m a [ 0 ] [ 2 0 ] , c l i m a [ 0 ] [ 2 1 ] , c l i m a [ 0 ] [ 2 2 ] , c l i m a [ 0 ] [ 2 3 ] ,

c l i m a [ 0 ] [ 2 4 ] , c l i m a [ 0 ] [ 2 5 ] ,

# c l i m a [ 0 ] [ 2 6 ] , c l i m a [ 0 ] [ 2 7 ] , c l i m a [ 0 ] [ 2 8 ] , c l i m a [ 0 ] [ 2 9 ] , x

[ 3 ] ] )

141 # f u t u r o
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e n t . append ( [ x [ 5 ] , x [ 6 ] , ( x [1] − a n t [ 1 ] ) . days , a n t [ 2 ] , a n t [ 3 ] , '

%.2 f ' % q u a r t i l D [ 0 ] , ' ' , c l i m a [ 0 ] [ 0 ] , c l i m a [ 0 ] [ 7 ] , c l i m a

[ 0 ] [ 1 4 ] ,

143 c l i m a [ 0 ] [ 1 ] , c l i m a [ 0 ] [ 8 ] , c l i m a [ 0 ] [ 1 5 ] , c l i m a [ 0 ] [ 2 ] ,

c l i m a [ 0 ] [ 9 ] , c l i m a [ 0 ] [ 1 6 ] ,

c l i m a [ 0 ] [ 3 ] , c l i m a [ 0 ] [ 1 0 ] , c l i m a [ 0 ] [ 1 7 ] , c l i m a [ 0 ] [ 4 ] ,

c l i m a [ 0 ] [ 1 1 ] , c l i m a [ 0 ] [ 1 8 ] ,

145 c l i m a [ 0 ] [ 5 ] , c l i m a [ 0 ] [ 1 2 ] , c l i m a [ 0 ] [ 1 9 ] , c l i m a [ 0 ] [ 6 ] ,

c l i m a [ 0 ] [ 1 3 ] , c l i m a [ 0 ] [ 2 0 ] ,

c l i m a [ 0 ] [ 2 1 ] , c l i m a [ 0 ] [ 2 2 ] , c l i m a [ 0 ] [ 2 3 ] , c l i m a [ 0 ] [ 2 4 ] ,

c l i m a [ 0 ] [ 2 5 ] , c l i m a [ 0 ] [ 2 6 ] ,

147 c l i m a [ 0 ] [ 2 7 ] , c l i m a [ 0 ] [ 2 8 ] , c l i m a [ 0 ] [ 2 9 ] , ' %.2 f ' % TA ] )

e l s e :

149 i f a n t [ 3 ] > q u a r t i l F :

# p r e s e n t e

151 # e n t . append ( [ x [ 1 ] , ( x [1] − a n t [ 1 ] ) . days , x [ 2 ] , a n t [ 2 ] , x [ 4 ] , a n t

[ 3 ] , c l i m a [ 0 ] [ 0 ] , c l i m a [ 0 ] [ 7 ] ,

# c l i m a [ 0 ] [ 1 4 ] , c l i m a [ 0 ] [ 1 ] , c l i m a [ 0 ] [ 8 ] , c l i m a [ 0 ] [ 1 5 ] ,

c l i m a [ 0 ] [ 2 ] , c l i m a [ 0 ] [ 9 ] ,

153 # c l i m a [ 0 ] [ 1 6 ] , c l i m a [ 0 ] [ 3 ] , c l i m a [ 0 ] [ 1 0 ] , c l i m a [ 0 ] [ 1 7 ] ,

c l i m a [ 0 ] [ 4 ] , c l i m a [ 0 ] [ 1 1 ] ,

# c l i m a [ 0 ] [ 1 8 ] , c l i m a [ 0 ] [ 5 ] , c l i m a [ 0 ] [ 1 2 ] , c l i m a [ 0 ] [ 1 9 ] ,

c l i m a [ 0 ] [ 6 ] , c l i m a [ 0 ] [ 1 3 ] ,

155 # c l i m a [ 0 ] [ 2 0 ] , c l i m a [ 0 ] [ 2 1 ] , c l i m a [ 0 ] [ 2 2 ] , c l i m a [ 0 ] [ 2 3 ] ,

c l i m a [ 0 ] [ 2 4 ] , c l i m a [ 0 ] [ 2 5 ] ,

# c l i m a [ 0 ] [ 2 6 ] , c l i m a [ 0 ] [ 2 7 ] , c l i m a [ 0 ] [ 2 8 ] , c l i m a [ 0 ] [ 2 9 ] , x

[ 3 ] ] )

157 # f u t u r o

e n t . append ( [ x [ 5 ] , x [ 6 ] , ( x [1] − a n t [ 1 ] ) . days , a n t [ 2 ] , ' %.2 f ' %

q u a r t i l F [ 0 ] , x [ 3 ] , ' ' , c l i m a [ 0 ] [ 0 ] , c l i m a [ 0 ] [ 7 ] , c l i m a

[ 0 ] [ 1 4 ] ,

159 c l i m a [ 0 ] [ 1 ] , c l i m a [ 0 ] [ 8 ] , c l i m a [ 0 ] [ 1 5 ] , c l i m a [ 0 ] [ 2 ] ,

c l i m a [ 0 ] [ 9 ] , c l i m a [ 0 ] [ 1 6 ] ,

c l i m a [ 0 ] [ 3 ] , c l i m a [ 0 ] [ 1 0 ] , c l i m a [ 0 ] [ 1 7 ] , c l i m a [ 0 ] [ 4 ] ,

c l i m a [ 0 ] [ 1 1 ] , c l i m a [ 0 ] [ 1 8 ] ,

161 c l i m a [ 0 ] [ 5 ] , c l i m a [ 0 ] [ 1 2 ] , c l i m a [ 0 ] [ 1 9 ] , c l i m a [ 0 ] [ 6 ] ,

c l i m a [ 0 ] [ 1 3 ] , c l i m a [ 0 ] [ 2 0 ] ,

c l i m a [ 0 ] [ 2 1 ] , c l i m a [ 0 ] [ 2 2 ] , c l i m a [ 0 ] [ 2 3 ] , c l i m a [ 0 ] [ 2 4 ] ,

c l i m a [ 0 ] [ 2 5 ] , c l i m a [ 0 ] [ 2 6 ] ,

163 c l i m a [ 0 ] [ 2 7 ] , c l i m a [ 0 ] [ 2 8 ] , c l i m a [ 0 ] [ 2 9 ] , ' %.2 f ' % TA ] )
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e l s e :

165 # p r e s e n t e

# e n t . append ( [ x [ 1 ] , ( x [1] − a n t [ 1 ] ) . days , x [ 2 ] , a n t [ 2 ] , x [ 4 ] , a n t

[ 3 ] , c l i m a [ 0 ] [ 0 ] , c l i m a [ 0 ] [ 7 ] ,

167 # c l i m a [ 0 ] [ 1 4 ] , c l i m a [ 0 ] [ 1 ] , c l i m a [ 0 ] [ 8 ] , c l i m a [ 0 ] [ 1 5 ] ,

c l i m a [ 0 ] [ 2 ] , c l i m a [ 0 ] [ 9 ] ,

# c l i m a [ 0 ] [ 1 6 ] , c l i m a [ 0 ] [ 3 ] , c l i m a [ 0 ] [ 1 0 ] , c l i m a [ 0 ] [ 1 7 ] ,

c l i m a [ 0 ] [ 4 ] , c l i m a [ 0 ] [ 1 1 ] ,

169 # c l i m a [ 0 ] [ 1 8 ] , c l i m a [ 0 ] [ 5 ] , c l i m a [ 0 ] [ 1 2 ] , c l i m a [ 0 ] [ 1 9 ] ,

c l i m a [ 0 ] [ 6 ] , c l i m a [ 0 ] [ 1 3 ] ,

# c l i m a [ 0 ] [ 2 0 ] , c l i m a [ 0 ] [ 2 1 ] , c l i m a [ 0 ] [ 2 2 ] , c l i m a [ 0 ] [ 2 3 ] ,

c l i m a [ 0 ] [ 2 4 ] , c l i m a [ 0 ] [ 2 5 ] ,

171 # c l i m a [ 0 ] [ 2 6 ] , c l i m a [ 0 ] [ 2 7 ] , c l i m a [ 0 ] [ 2 8 ] , c l i m a [ 0 ] [ 2 9 ] , x

[ 3 ] ] )

# f u t u r o

173 e n t . append ( [ x [ 5 ] , x [ 6 ] , ( x [1] − a n t [ 1 ] ) . days , a n t [ 2 ] , a n t [ 3 ] , x

[ 3 ] , ' ' , c l i m a [ 0 ] [ 0 ] , c l i m a [ 0 ] [ 7 ] , c l i m a [ 0 ] [ 1 4 ] ,

c l i m a [ 0 ] [ 1 ] , c l i m a [ 0 ] [ 8 ] , c l i m a [ 0 ] [ 1 5 ] , c l i m a [ 0 ] [ 2 ] ,

c l i m a [ 0 ] [ 9 ] , c l i m a [ 0 ] [ 1 6 ] ,

175 c l i m a [ 0 ] [ 3 ] , c l i m a [ 0 ] [ 1 0 ] , c l i m a [ 0 ] [ 1 7 ] , c l i m a [ 0 ] [ 4 ] ,

c l i m a [ 0 ] [ 1 1 ] , c l i m a [ 0 ] [ 1 8 ] ,

c l i m a [ 0 ] [ 5 ] , c l i m a [ 0 ] [ 1 2 ] , c l i m a [ 0 ] [ 1 9 ] , c l i m a [ 0 ] [ 6 ] ,

c l i m a [ 0 ] [ 1 3 ] , c l i m a [ 0 ] [ 2 0 ] ,

177 c l i m a [ 0 ] [ 2 1 ] , c l i m a [ 0 ] [ 2 2 ] , c l i m a [ 0 ] [ 2 3 ] , c l i m a [ 0 ] [ 2 4 ] ,

c l i m a [ 0 ] [ 2 5 ] , c l i m a [ 0 ] [ 2 6 ] ,

c l i m a [ 0 ] [ 2 7 ] , c l i m a [ 0 ] [ 2 8 ] , c l i m a [ 0 ] [ 2 9 ] , ' %.2 f ' % TA ] )

179

a n t =x

181

183 i m p o r t csv

185 # p r e s e n t e

# h e a d e r = [ ' d a t a ' , ' numerod ia s ' , ' a l t u r a m e d i a ' , ' a l t u r a m e d i a a n t e r i o r ' ,

' p c a n o n n i ' , ' m s t o t a l a n t e r i o r ' ,

187 # ' tmin ' , ' dp tmin ' , ' v a r t m i n ' , ' tmed ' , ' dptmed ' , ' va r tmed ' , ' tmax ' ,

' dptmax ' , ' va r tmax ' ,

# ' umidade ' , ' dpumidade ' , ' va rumidade ' , ' v e l o c i d a d e v e n t o ' , '

d p v e l o c i d a d e v e n t o ' , ' v a r v e l o v i d a d e v e n t o ' ,

189 # ' r a d i a c a o s o l a r ' , ' d p r a d i a c a o s o l a r ' , ' v a r r a d i a c a o s o l a r ' , ' chuva ' ,

' dpchuva ' , ' v a r c h u v a ' , ' s oma te rmica ' ,
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# ' dpsomate rmica ' , ' v a r s o m a t e r m i c a ' , ' d e f ' , ' dpde f ' , ' v a r d e f ' , ' exc

' , ' dpexc ' , ' v a r e x c ' , ' t axaacumulo ' ]

191

# f u t u r o

193 h e a d e r = [ ' mes ' , ' ano ' , ' numerod ia s ' , ' a l t u r a m e d i a a n t e r i o r ' , '

m s t o t a l a n t e r i o r ' , ' m s t o t a l ' , 'CA ' , ' tmin ' , ' dp tmin ' , ' v a r t m i n ' , '

tmed ' ,

' dptmed ' , ' va r tmed ' , ' tmax ' , ' dptmax ' , ' va r tmax ' , ' umidade ' , '

dpumidade ' , ' va rumidade ' , ' v e l o c i d a d e v e n t o ' ,

195 ' d p v e l o c i d a d e v e n t o ' , ' v a r v e l o v i d a d e v e n t o ' , ' r a d i a c a o s o l a r ' , '

d p r a d i a c a o s o l a r ' , ' v a r r a d i a c a o s o l a r ' , ' chuva ' ,

' dpchuva ' , ' v a r c h u v a ' , ' s oma te rmica ' , ' dpsomate rmica ' , '

v a r s o m a t e r m i c a ' , ' d e f ' , ' dpde f ' , ' v a r d e f ' , ' exc ' ,

197 ' dpexc ' , ' v a r e x c ' , 'TA ' ]

199

#REVERSE

201 # e n t . r e v e r s e ( )

203 w i th open ( ' e1 . csv ' , 'w ' , n e w l i n e = ' ' ) a s m y f i l e :

wr = csv . w r i t e r ( myf i l e , q u o t i n g = csv . QUOTE_ALL, d e l i m i t e r = ' ; ' )

205 wr . w r i t e r o w ( h e a d e r )

wr . w r i t e r o w s ( e n t )

207

now = d a t e t i m e . now ( )

209

l o g = open ( ' l o g . t x t ' , ' a ' )

211 l o g . w r i t e ( " −−−−−− C o n s o l i d a dados ModeloAjus tado ExcecuÃ§Ã£o e n c e r r a d a

em : " + s t r ( now ) + " \ n \ n " )

Select para recuperar os dados de pastagem presentes no banco de dados

1 s e l e c t

p . d e n t r o f o r a ,

3 m. da t a ,

c a s t ( ( sum ( p . media * ( ST_Area ( s . s u b p o l i g o n o ) / ST_Area ( t . p o l i g o n o ) ) ) / sum ( (

ST_Area ( s . s u b p o l i g o n o ) / ST_Area ( t . p o l i g o n o ) ) ) ) a s NUMERIC( 7 , 2 ) ) a s

media ,

5 c a s t ( ( sum ( p . m s t o t a l * ( ST_Area ( s . s u b p o l i g o n o ) / ST_Area ( t . p o l i g o n o ) ) ) / sum

( ( ST_Area ( s . s u b p o l i g o n o ) / ST_Area ( t . p o l i g o n o ) ) ) ) a s NUMERIC( 7 , 2 ) )

a s m s t o t a l ,
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c a s t ( ( sum ( ( p . msanoni / ( p . msanoni+p . m s o u t r a s ) ) * ( ST_Area ( s . s u b p o l i g o n o ) /

ST_Area ( t . p o l i g o n o ) ) ) / sum ( ( ST_Area ( s . s u b p o l i g o n o ) / ST_Area ( t .

p o l i g o n o ) ) ) ) a s NUMERIC( 7 , 2 ) ) a s pcanonni ,

7 EXTRACT(MONTH FROM m. d a t a ) a s "Mes" ,

EXTRACT(YEAR FROM m. d a t a ) a s "Ano" ,

9 p . i d p o t r e i r o

from s u b a r e a s , p o t r e i r o t , pas tagem p , medicao m

11 where m. d a t a i s n o t n u l l and s . i d p o t r e i r o = t . i d and p . i d s u b a r e a =s . i d and

p . i dmed icao =m. i d and p . m s t o t a l !=0 and t . i d =1

group by p . d e n t r o f o r a , m. da t a , p . i d p o t r e i r o

13 o r d e r by m. d a t a ;

Select para recuperar os dados meteorológicos presentes no banco de dados

1 s e l e c t

c a s t ( ( avg ( tmin ) ) a s NUMERIC( 1 7 , 2 ) ) a s tmin ,

3 c a s t ( ( avg ( tmed ) ) a s NUMERIC( 1 7 , 2 ) ) a s tmed ,

c a s t ( ( avg ( tmax ) ) a s NUMERIC( 1 7 , 2 ) ) a s tmax ,

5 c a s t ( ( avg ( umidade ) ) a s NUMERIC( 1 7 , 2 ) ) a s umidade ,

c a s t ( ( avg ( v e l o c i d a d e v e n t o ) ) a s NUMERIC( 1 7 , 2 ) ) a s v e l o c i d a d e v e n t o ,

7 c a s t ( ( sum ( r a d i a c a o s o l a r ) ) a s NUMERIC( 1 7 , 2 ) ) a s r a d i a c a o s o l a r ,

c a s t ( ( sum ( chuva ) ) a s NUMERIC( 1 7 , 2 ) ) a s chuva ,

9 c a s t ( ( s t d d e v ( tmin ) ) a s NUMERIC( 1 7 , 2 ) ) a s dptmin ,

c a s t ( ( s t d d e v ( tmed ) ) a s NUMERIC( 1 7 , 2 ) ) a s dptmed ,

11 c a s t ( ( s t d d e v ( tmax ) ) a s NUMERIC( 1 7 , 2 ) ) a s dptmax ,

c a s t ( ( s t d d e v ( umidade ) ) a s NUMERIC( 1 7 , 2 ) ) a s dpumidade ,

13 c a s t ( ( s t d d e v ( v e l o c i d a d e v e n t o ) ) a s NUMERIC( 1 7 , 2 ) ) a s d p v e l o c i d a d e v e n t o ,

c a s t ( ( s t d d e v ( r a d i a c a o s o l a r ) ) a s NUMERIC( 1 7 , 2 ) ) a s d p r a d i a c a o s o l a r ,

15 c a s t ( ( s t d d e v ( chuva ) ) a s NUMERIC( 1 7 , 2 ) ) a s dpchuva ,

c a s t ( ( v a r i a n c e ( tmin ) ) a s NUMERIC( 1 7 , 2 ) ) a s va r tmin ,

17 c a s t ( ( v a r i a n c e ( tmed ) ) a s NUMERIC( 1 7 , 2 ) ) a s var tmed ,

c a s t ( ( v a r i a n c e ( tmax ) ) a s NUMERIC( 1 7 , 2 ) ) a s var tmax ,

19 c a s t ( ( v a r i a n c e ( umidade ) ) a s NUMERIC( 1 7 , 2 ) ) a s varumidade ,

c a s t ( ( v a r i a n c e ( v e l o c i d a d e v e n t o ) ) a s NUMERIC( 1 7 , 2 ) ) a s

v a r v e l o c i d a d e v e n t o ,

21 c a s t ( ( v a r i a n c e ( r a d i a c a o s o l a r ) ) a s NUMERIC( 1 7 , 2 ) ) a s v a r r a d i a c a o s o l a r ,

c a s t ( ( v a r i a n c e ( chuva ) ) a s NUMERIC( 1 7 , 2 ) ) a s varchuva ,

23 c a s t ( ( sum ( soma te rmica ) ) a s NUMERIC( 1 7 , 2 ) ) a s somate rmica ,

c a s t ( ( s t d d e v ( soma te rmica ) ) a s NUMERIC( 1 7 , 2 ) ) a s dpsomatermica ,

25 c a s t ( ( v a r i a n c e ( soma te rmica ) ) a s NUMERIC( 1 7 , 2 ) ) a s v a r s om a t e rm i c a ,

c a s t ( ( sum ( d e f ) ) a s NUMERIC( 1 7 , 2 ) ) a s def ,
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27 c a s t ( ( s t d d e v ( d e f ) ) a s NUMERIC( 1 7 , 2 ) ) a s dpdef ,

c a s t ( ( v a r i a n c e ( d e f ) ) a s NUMERIC( 1 7 , 2 ) ) a s v a r d e f ,

29 c a s t ( ( sum ( exc ) ) a s NUMERIC( 1 7 , 2 ) ) a s exc ,

c a s t ( ( s t d d e v ( exc ) ) a s NUMERIC( 1 7 , 2 ) ) a s dpexc ,

31 c a s t ( ( v a r i a n c e ( exc ) ) a s NUMERIC( 1 7 , 2 ) ) a s v a r e x c

from c l ima_evapo

33 WHERE d a t a between %s and %s
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APÊNDICE B – SCRIPT DO MÓDULO DE PREDIÇÃO DO MODELO

AJUSTADO UTILIZANDO O CONJUNTO DE DADOS A, PARA O POTREIRO

P20 INFESTADO, UTILIZANDO TREINAMENTO ESTRATIFICADO POR

TRATAMENTO

1 i m p o r t os

from math i m p o r t s q r t

3 from numpy i m p o r t c o n c a t e n a t e

from m a t p l o t l i b i m p o r t p y p l o t

5 from pandas i m p o r t r e a d _ c s v

from pandas i m p o r t DataFrame

7 from pandas i m p o r t c o n c a t

i m p o r t pandas as pd

9 from s k l e a r n . p r e p r o c e s s i n g i m p o r t MinMaxScaler

from s k l e a r n . p r e p r o c e s s i n g i m p o r t Labe lEncode r

11 from s k l e a r n . m e t r i c s i m p o r t m e a n _ s q u a r e d _ e r r o r

from k e r a s . models i m p o r t load_mode l

13 from k e r a s . models i m p o r t S e q u e n t i a l

from k e r a s . l a y e r s i m p o r t Dense

15 from k e r a s . l a y e r s i m p o r t LSTM

from k e r a s . l a y e r s i m p o r t Dropout

17 i m p o r t numpy as np

from d a t e t i m e i m p o r t d a t e

19 i m p o r t csv

from f o l i u m . p l u g i n s i m p o r t HeatMap

21 i m p o r t os

i m p o r t f o l i u m

23 i m p o r t t ime

i m p o r t webbrowser

25 i m p o r t b r a n c a . co lormap as cmp

from f o l i u m . f e a t u r e s i m p o r t DivIcon

27 from f o l i u m . p l u g i n s i m p o r t F l o a t I m a g e

from s c i p y i m p o r t s t a t s

29 from s k l e a r n . m e t r i c s i m p o r t r 2 _ s c o r e

from d a t e t i m e i m p o r t d a t e t i m e

31

now = d a t e t i m e . now ( )

33

l o g = open ( ' l o g . t x t ' , ' a ' )
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35 l o g . w r i t e ( " −−−−−− Excecucao i n i c i a d a em : " + s t r ( now ) + " \ n \ n " )

37 caminho = r 'C : \ Use r s \ Anderson F i s c h o e d e r \ Desktop \ Tese \ Modelos \

ModeloAjus tado '

cmh = os . p a t h . j o i n ( caminho , ' T o t a l ' )

39 # ############################################### P o t r e i r o 20 I n f e s t a d o

#############################################################

# l o a d d a t a s e t

41 d a t a s e t 1 = r e a d _ c s v ( ' e n t r a d a _ I n f _ C N . csv ' , h e a d e r =0 , i n d e x _ c o l =0 ,

d e l i m i t e r = ' ; ' )

v a l u e s 1 = d a t a s e t 1 . v a l u e s

43 # i n t e g e r encode d i r e c t i o n

e n c o d e r = Labe lEncode r ( )

45

d a t a s e t 2 = r e a d _ c s v ( ' e 1 _ T e s t e . c sv ' , h e a d e r =0 , i n d e x _ c o l =0 , d e l i m i t e r = ' ;

' )

47 v a l u e s 2 = d a t a s e t 2 . v a l u e s

# i n t e g e r encode d i r e c t i o n

49 e n c o d e r = Labe lEncode r ( )

51 #Drop NA Values

v a l u e s 1 = v a l u e s 1 [~ np . i s n a n ( v a l u e s 1 ) . any ( a x i s =1) ]

53 v a l u e s 2 = v a l u e s 2 [~ np . i s n a n ( v a l u e s 2 ) . any ( a x i s =1) ]

55 # e n s u r e a l l d a t a i s f l o a t

v a l u e s 1 = v a l u e s 1 . a s t y p e ( ' f l o a t 3 2 ' )

57 v a l u e s 2 = v a l u e s 2 . a s t y p e ( ' f l o a t 3 2 ' )

59 r e a l 1 = v a l u e s 1 [ : , −1]

61 # n o r m a l i z e f e a t u r e s

s c a l e r = MinMaxScaler ( )

63 s c a l e d 1 = s c a l e r . f i t _ t r a n s f o r m ( v a l u e s 1 )

s c a l e d 2 = s c a l e r . f i t _ t r a n s f o r m ( v a l u e s 2 )

65

s c a l e d 1 = DataFrame ( s c a l e d 1 )

67 s c a l e d 2 = DataFrame ( s c a l e d 2 )

# p r i n t ( s c a l e d )

69 # p r i n t ( s c a l e d 2 )

# s p l i t i n t o t r a i n and t e s t s e t s

71 v a l u e s 1 = s c a l e d 1 . v a l u e s
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v a l u e s 2 = s c a l e d 2 . v a l u e s

73 # n _ t r a i n = 24

# n _ t r a i n = 48

75 t r a i n 1 = v a l u e s 1

t e s t 1 = v a l u e s 2

77 # p r i n t ( t r a i n )

# p r i n t ( t e s t )

79 # s p l i t i n t o i n p u t and o u t p u t s

t r a i n_X1 , t r a i n _ y 1 = t r a i n 1 [ : , : − 1 ] , t r a i n 1 [ : , −1]

81 t e s t_X1 , t e s t _ y 1 = t e s t 1 [ : , : − 1 ] , t e s t 1 [ : , −1]

83 # p r i n t ( t r a i n _ X )

# p r i n t ( t r a i n _ y )

85 # p r i n t ( t e s t _ X 1 )

# p r i n t ( t e s t _ y 1 )

87

# r e s h a p e i n p u t t o be 3D [ samples , t i m e s t e p s , f e a t u r e s ]

89 t r a i n _ X 1 = t r a i n _ X 1 . r e s h a p e ( ( t r a i n _ X 1 . shape [ 0 ] , 1 , t r a i n _ X 1 . shape [ 1 ] ) )

t e s t _ X 1 = t e s t _ X 1 . r e s h a p e ( ( t e s t _ X 1 . shape [ 0 ] , 1 , t e s t _ X 1 . shape [ 1 ] ) )

91

# p r i n t ( t r a i n _ X )

93 # p r i n t ( t r a i n _ y )

# p r i n t ( t e s t _ X )

95 # p r i n t ( t e s t _ y )

97 p r i n t ( t r a i n _ X 1 . shape , t r a i n _ y 1 . shape , t e s t _ X 1 . shape , t e s t _ y 1 . shape )

p r i n t ( t r a i n _ X 1 . shape [ 1 ] )

99

i f n o t os . p a t h . e x i s t s ( ' M_INF_CN . h5 ' ) :

101 p r i n t ( ' modelo i n e x i s t e n t e . . . c r i a n d o modelo . . . ' )

# d e s i g n ne twork

103 model = S e q u e n t i a l ( )

# model . add (LSTM( 3 0 , i n p u t _ s h a p e =( t r a i n _ X . shape [ 1 ] , t r a i n _ X . shape [ 2 ] ) ,

k e r n e l _ i n i t i a l i z e r = ' normal ' , a c t i v a t i o n = ' t a n h ' ,

r e t u r n _ s e q u e n c e s = True ) ) #bom p a r a 1 e 2

105 # model . add (LSTM( 1 5 , i n p u t _ s h a p e =( t r a i n _ X . shape [ 1 ] , t r a i n _ X . shape [ 2 ] ) ,

k e r n e l _ i n i t i a l i z e r = ' normal ' , a c t i v a t i o n = ' t a n h ' ,

r e t u r n _ s e q u e n c e s = True ) ) #bom p a r a 1 e 2

# model . add (LSTM( 7 , i n p u t _ s h a p e =( t r a i n _ X . shape [ 1 ] , t r a i n _ X . shape [ 2 ] ) ,

k e r n e l _ i n i t i a l i z e r = ' normal ' , a c t i v a t i o n = ' t a n h ' ) )

107
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109 model . add (LSTM( 3 0 , i n p u t _ s h a p e =( t r a i n _ X 1 . shape [ 1 ] , t r a i n _ X 1 . shape [ 2 ] )

, k e r n e l _ i n i t i a l i z e r = ' normal ' , r e t u r n _ s e q u e n c e s = True ) ) #bom

p a r a 1 e 2

model . add (LSTM( 1 5 , i n p u t _ s h a p e =( t r a i n _ X 1 . shape [ 1 ] , t r a i n _ X 1 . shape [ 2 ] )

, k e r n e l _ i n i t i a l i z e r = ' normal ' ) )

111

# model . add (LSTM( 5 0 , i n p u t _ s h a p e =( t r a i n _ X . shape [ 1 ] , t r a i n _ X . shape [ 2 ] ) ,

k e r n e l _ i n i t i a l i z e r = ' normal ' , a c t i v a t i o n = ' s igmoid ' ) )

113 # model . add (LSTM( 1 0 , i n p u t _ s h a p e =( t r a i n _ X . shape [ 1 ] , t r a i n _ X . shape [ 2 ] ) ,

k e r n e l _ i n i t i a l i z e r = ' normal ' , a c t i v a t i o n = ' so f tmax ' ) )

# model . add (LSTM( 5 0 , i n p u t _ s h a p e =( t r a i n _ X . shape [ 1 ] , t r a i n _ X . shape [ 2 ] ) ,

k e r n e l _ i n i t i a l i z e r = ' normal ' , a c t i v a t i o n = ' s o f t p l u s ' ) )

115 # model . add (LSTM( 5 0 , i n p u t _ s h a p e =( t r a i n _ X . shape [ 1 ] , t r a i n _ X . shape [ 2 ] ) ,

k e r n e l _ i n i t i a l i z e r = ' normal ' , a c t i v a t i o n = ' s o f t s i g n ' ) )

# model . add (LSTM( 5 0 , i n p u t _ s h a p e =( t r a i n _ X . shape [ 1 ] , t r a i n _ X . shape [ 2 ] ) ,

k e r n e l _ i n i t i a l i z e r = ' normal ' , a c t i v a t i o n = ' h a r d _ s i g m o i d ' ) )

117 # model . add (LSTM( 5 0 , i n p u t _ s h a p e =( t r a i n _ X . shape [ 1 ] , t r a i n _ X . shape [ 2 ] ) ,

k e r n e l _ i n i t i a l i z e r = ' normal ' , a c t i v a t i o n = ' l i n e a r ' ) )

# model . add (LSTM( 1 0 , i n p u t _ s h a p e =( t r a i n _ X . shape [ 1 ] , t r a i n _ X . shape [ 2 ] ) ,

k e r n e l _ i n i t i a l i z e r = ' normal ' , a c t i v a t i o n = ' s e l u ' ) ) #bom p a r a 2

119 # model . add (LSTM( 1 5 , i n p u t _ s h a p e =( t r a i n _ X . shape [ 1 ] , t r a i n _ X . shape [ 2 ] ) ,

k e r n e l _ i n i t i a l i z e r = ' normal ' , a c t i v a t i o n = ' r e l u ' ) ) #bom p a r a 2

121 # model . add ( Dense ( 5 0 0 , k e r n e l _ i n i t i a l i z e r = ' normal ' , a c t i v a t i o n = ' t a n h ' )

) # p a r a 2 melhorou

123 # Hidden − La ye r s

125 # model . add ( Dropout ( 0 . 3 , n o i s e _ s h a p e =None , s eed =None ) )

# model . add ( Dense ( 5 0 , a c t i v a t i o n = " t a n h " ) )

127 # model . add ( Dropout ( 0 . 2 , n o i s e _ s h a p e =None , s eed =None ) )

# model . add ( Dense ( 1 0 , a c t i v a t i o n = " t a n h " ) )

129

model . add ( Dense ( 1 , k e r n e l _ i n i t i a l i z e r = ' normal ' ) )

131

# model . compi l e ( l o s s = ' mse ' , o p t i m i z e r = 'SGD ' )

133 model . compi l e ( l o s s = ' m e a n _ s q u a r e d _ e r r o r ' , o p t i m i z e r = ' rmsprop ' ) #mto bom

p a r a 1 e 2

# model . compi l e ( l o s s = ' mse ' , o p t i m i z e r = ' Adagrad ' ) #mto bom p a r a 1

135 # model . compi l e ( l o s s = ' mse ' , o p t i m i z e r = ' A d a d e l t a ' ) #mto bom p a r a 1 e 2
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# model . compi l e ( l o s s = ' mse ' , o p t i m i z e r = 'Adam ' ) #mto bom p a r a 1

137 # model . compi l e ( l o s s = ' mse ' , o p t i m i z e r = ' Adamax ' ) #mto bom p a r a 1

# model . compi l e ( l o s s = ' mse ' , o p t i m i z e r = ' Nadam ' )

139

# f i t ne twork

141 h i s t o r y = model . f i t ( t r a i n_X1 , t r a i n _ y 1 , epochs =5000 , b a t c h _ s i z e =72 ,

v a l i d a t i o n _ d a t a =( t e s t_X1 , t e s t _ y 1 ) , v e r b o s e =0 , s h u f f l e = F a l s e )

#−−−−−−−−−−−−−−−−−−

143 # save t h e ne twork ' s a r c h i t e c t u r e

p r i n t ( ' Sa lvando modelo . . . ' )

145 model . s ave ( ' M_INF_CN . h5 ' )

#−−−−−−−−−−−−−−−−−−

147 e l s e :

#−−−−−−−−−−−−−−−−−−

149 # l o a d t h e ne twork ' s a r c h i t e c t u r e

model = load_mode l ( ' M_INF_CN . h5 ' )

151 h i s t o r y = model

#−−−−−−−−−−−−−−−−−−

153 p r i n t ( ' Modelo e n c o n t r a d o e c a r r e g a d o ' )

155 # make a p r e d i c t i o n

y h a t 1 = model . p r e d i c t ( t e s t _ X 1 )

157 t e s t _ X 1 = t e s t _ X 1 . r e s h a p e ( ( t e s t _ X 1 . shape [ 0 ] , t e s t _ X 1 . shape [ 2 ] ) )

# i n v e r t s c a l i n g f o r f o r e c a s t

159 i n v _ y h a t 1 = c o n c a t e n a t e ( ( t e s t_X1 , y h a t 1 ) , a x i s =1)

i n v _ y h a t 1 = s c a l e r . i n v e r s e _ t r a n s f o r m ( i n v _ y h a t 1 )

161 i n v _ y h a t 1 = i n v _ y h a t 1 [ : , − 1 ]

# i n v e r t s c a l i n g f o r a c t u a l

163 t e s t _ y 1 = t e s t _ y 1 . r e s h a p e ( ( l e n ( t e s t _ y 1 ) , 1 ) )

inv_y1 = c o n c a t e n a t e ( ( t e s t_X1 , t e s t _ y 1 ) , a x i s =1)

165 inv_y1 = s c a l e r . i n v e r s e _ t r a n s f o r m ( inv_y1 )

inv_y1 = inv_y1 [ : , − 1 ]

167

p r i n t ( model . summary ( ) )

169

from k e r a s . u t i l s i m p o r t p l o t _ m o d e l

171 p l o t _ m o d e l ( model , t o _ f i l e = ' m o d e l _ p l o t . png ' , show_shapes =True ,

show_layer_names =True )

173 # from a n n _ v i s u a l i z e r . v i s u a l i z e i m p o r t a n n _ v i z
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175 # a n n _ v i z ( model , t i t l e ="My f i r s t n e u r a l ne twork " )

177 # c a l c u l a t e RMSE

rmse = s q r t ( m e a n _ s q u a r e d _ e r r o r ( inv_y1 , i n v _ y h a t 1 ) )

179 d e s v i o A m o s t r a l p r e d 1 = np . s t d ( i n v _ y h a t 1 ) # d e s v i o padrÃ£o p o p u l a c i o n a l

v a r i a n c i a A m o s t r a l p r e d 1 = i n v _ y h a t 1 . v a r ( ) # v a r i a n c i a p o p u l a c i o n a l

181

d e s v i o A m o s t r a l r e a l 1 = np . s t d ( inv_y1 ) # d e s v i o padrÃ£o p o p u l a c i o n a l

183 v a r i a n c i a A m o s t r a l r e a l 1 = inv_y1 . v a r ( ) # v a r i a n c i a p o p u l a c i o n a l

185 s l o p e , i n t e r c e p t , r _ v a l u e , p_va lue , s t d _ e r r = s t a t s . l i n r e g r e s s ( inv_y1 ,

i n v _ y h a t 1 )

187

c o e f f s 1 = np . p o l y f i t ( inv_y1 , i n v _ y h a t 1 , 5 )

189 p1 = np . po ly1d ( c o e f f s 1 )

# f i t v a l u e s , and mean

191 y h a t 1 = p1 ( inv_y1 ) # o r [ p ( z ) f o r z i n x ]

yba r1 = np . sum ( i n v _ y h a t 1 ) / l e n ( i n v _ y h a t 1 ) # o r sum ( y ) / l e n ( y )

193 s s r e g 1 = np . sum ( ( yha t1 − yba r1 ) **2) # o r sum ( [ ( y i h a t − yba r ) **2

f o r y i h a t i n y h a t ] )

s s t o t 1 = np . sum ( ( i n v _ y h a t 1 − ybar1 ) **2) # o r sum ( [ ( y i − yba r ) **2

f o r y i i n y ] )

195 r1 = s s r e g 1 / s s t o t 1

197 # ########################## CriaÃ§Ã£o do g r Ã ¡ f i c o de l i n h a

#####################################################################

# #### G r Ã ¡ f i c o P20 I n f e s t a d o

#############################################################

199 a r q = r e a d _ c s v ( r 'C : \ Use r s \ Anderson F i s c h o e d e r \ Desktop \ Tese \ Modelos \

M o d e l o O r i g i n a l _ V a r i a v e i s \ l o t a c a o 1 . csv ' , h e a d e r =0 , d e l i m i t e r = ' ; ' )

dados = a r q . v a l u e s

201 tam = l e n ( a r q )

tam2 = l e n ( d a t a s e t 2 )

203 peso = dados [ : , −1]

d a t a = dados [ : , 0 ] #E n e c e s s a r i o o a r q u i v o csv e s t a r com o f o r m a t o da

d a t a em : Ano−Mes−Dia

205 d i a = d a t a [ ( tam −12) : , ]

f i g , ax = p y p l o t . s u b p l o t s ( )

207 p y p l o t . y l a b e l ( ' kg / ha / d i a ' )
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f i g . a u t o f m t _ x d a t e ( )

209 ax . p l o t ( d ia , inv_y1 , l a b e l = ' Rea l P20 I n f ' , l i n e s t y l e = ' −− ' , marker = ' o ' )

ax . p l o t ( d ia , i n v _ y h a t 1 , l a b e l = ' P r e d i t o P20 I n f ' , l i n e s t y l e = ' −− ' , marker

= ' o ' )

211 # p y p l o t . p l o t _ d a t e ( d ia , peso [ ( tam −12) : ] , l a b e l = ' Taxa de lotaÃ§Ã£o ' ,

l i n e s t y l e = ' − − ' , marker = ' o ' ) # [ ( tam −12) : ] p a r a p e g a r o 12 Ã º l t i m o s

dados da c o l u n a d i a s

p y p l o t . l e g e n d ( )

213 d p i = f i g . g e t _ d p i ( )

p y p l o t . s a v e f i g ( r 'C : \ Use r s \ Anderson F i s c h o e d e r \ Desktop \ Tese \ Modelos \

ModeloAjus tado \ Inf_CN \ P20Inf_InfCN_ModeloAjus . png ' , d p i = d p i *2)

215 p y p l o t . c l o s e ( )

217 e r r o = [ ]

f o r x i n i n v _ y h a t 1 :

219 e r r o = i n v _ y h a t 1 − i nv_y1

# Boxp lo t

221 f i g 1 , ax1 = p y p l o t . s u b p l o t s ( )

p y p l o t . b o x p l o t ( [ inv_y1 , i n v _ y h a t 1 , e r r o ] , l a b e l s =[ ' Rea l ' , ' P r e d i t o ' , '

E r ro ' ] )

223 p y p l o t . t i t l e ( ' P20 − I n f e s t a d o ' )

d p i = f i g 1 . g e t _ d p i ( )

225 p y p l o t . s a v e f i g ( r 'C : \ Use r s \ Anderson F i s c h o e d e r \ Desktop \ Tese \ Modelos \

ModeloAjus tado \ Inf_CN \ P20Inf_Boxplo t_InfCN_ModeloAjus . png ' , d p i = d p i

*2)

p y p l o t . c l o s e ( )

227 # G r Ã ¡ f i c o de DispersÃ£o

p y p l o t . s c a t t e r ( inv_y1 , i n v _ y h a t 1 )

229 r a n g e = [ inv_y1 . min ( ) , i n v _ y h a t 1 . max ( ) ]

p y p l o t . p l o t ( range , range , ' r e d ' )

231 p y p l o t . t i t l e ( ' P20 − I n f e s t a d o − Real x P r e d i t o ' )

p y p l o t . y l a b e l ( ' P r e d i t o ' )

233 p y p l o t . x l a b e l ( ' Rea l ' )

p y p l o t . s a v e f i g ( r 'C : \ Use r s \ Anderson F i s c h o e d e r \ Desktop \ Tese \ Modelos \

ModeloAjus tado \ Inf_CN \ P20In f_Dispe r sao_In fCN_Mode loAjus . png ' , d p i =

d p i *2)

235 p y p l o t . c l o s e ( )

237 p r i n t ( ' P20 − I n f e s t a d o ' )

p r i n t ( "R2 l i n e a r " , r _ v a l u e ** 2)

239 p r i n t ( "R2 P o l i n o m i a l : " , r1 )



144

p r i n t ( ' T e s t RMSE: %.3 f ' % rmse )

241 p r i n t ( " Desvio Rea l " , d e s v i o A m o s t r a l r e a l 1 )

p r i n t ( " V a r i a n c i a Rea l " , v a r i a n c i a A m o s t r a l r e a l 1 )

243 p r i n t ( " Desvio P r e d i t o " , d e s v i o A m o s t r a l p r e d 1 )

p r i n t ( " V a r i a n c i a P r e d i t o " , v a r i a n c i a A m o s t r a l p r e d 1 )

245 p r i n t ( ' Rea l ' )

p r i n t ( inv_y1 . round ( 1 ) )

247 p r i n t ( ' P r e d i t o ' )

p r i n t ( i n v _ y h a t 1 . round ( 0 ) )

249

f i l e = open ( r "C : \ Use r s \ Anderson F i s c h o e d e r \ Desktop \ Tese \ Modelos \

ModeloAjus tado \ Inf_CN \ dados . t x t " , " a " )

251 f i l e . w r i t e ( ' \ n \ r ' + ' P20 − I n f e s t a d o ' + ' \ n ' )

f i l e . w r i t e ( ' T e s t RMSE: ' + ' %.3 f ' % rmse + ' \ n ' )

253 f i l e . w r i t e ( ' R2 l i n e a r : ' + s t r ( r _ v a l u e ** 2) + ' \ n ' )

f i l e . w r i t e ( "R2 P o l i n o m i a l : " + s t r ( r1 ) + ' \ r ' )

255 f i l e . w r i t e ( " Desvio Rea l : " + s t r ( d e s v i o A m o s t r a l r e a l 1 ) + ' \ n ' )

f i l e . w r i t e ( " V a r i a n c i a Rea l : " + s t r ( v a r i a n c i a A m o s t r a l r e a l 1 ) + ' \ n ' )

257 f i l e . w r i t e ( " Desvio P r e d i t o : " + s t r ( d e s v i o A m o s t r a l p r e d 1 ) + ' \ n ' )

f i l e . w r i t e ( " V a r i a n c i a P r e d i t o : " + s t r ( v a r i a n c i a A m o s t r a l p r e d 1 ) + ' \ n ' )

259 f i l e . w r i t e ( ' Rea l ' + ' \ n ' )

f o r a i n inv_y1 :

261 f i l e . w r i t e ( s t r ( a ) + ' , ' + ' ' )

f i l e . w r i t e ( ' \ n ' + ' P r e d i t o ' + ' \ n ' )

263 f o r b i n i n v _ y h a t 1 :

f i l e . w r i t e ( s t r ( b ) + ' , ' + ' ' )

265 f i l e . c l o s e ( )

267 now = d a t e t i m e . now ( )

269 l o g = open ( ' l o g . t x t ' , ' a ' )

l o g . w r i t e ( " −−−−−− ExcecuÃ§Ã£o T o t a l e n c e r r a d a em : " + s t r ( now ) + " \ n \ n "

)


